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计算机视觉技术与远程摄像机和无人机（UAVs）的采集相结合，为民用基础设施状况评估提供了
前景良好的非接触式解决方案。这种系统的最终目标是自动且稳健地将图像或视频数据转换为可
操作的信息。本文概述了将计算机视觉技术应用于民用基础设施状态评估的最新进展。特别介绍
了计算机视觉、机器学习和结构工程领域的相关研究。评估工作分为两类：检查应用和监测应用。
检查应用包括识别环境，如结构构件，表征局部和全部的可见损坏，以及检测参考图像的变化。
监测应用包括应变和位移的静态测量，以及模态分析的位移动态测量。最后，文章指出了为实现
基于自动化视觉的民用基础设施和监测目标而持续存在的一些关键挑战，以及为解决这些挑战而
正在进行的工作。
© 2019 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher 

Education Press Limited Company This is an open access article under the CC BY-NC-ND license  
(http://creativecommons.org/licenses/by-nc-nd/4.0/).
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1. 引言 

许多为当今社会服务的重要基础设施，包括桥梁、

水坝、高速公路、生命线系统和建筑物，都是几十年前

建成的，远远超过了其自身的设计寿命。例如，美国土

木工程师协会发布的《2017年基础设施报告》显示，美

国有超过56 000座桥梁存在结构缺陷，需要花费1230亿
美元的巨额资金来修复[1]。修复工作的经济意义需要

通过仔细了解基础设施的现状来确定系统的优先次序。

民用基础设施状况评估是利用检查和（或）监测过

程所获得的信息进行的。评估民用基础设施状况的传统

技术通常包括目视检查，是由经过培训的人类检查员结

合相关决策标准（如ATC-20[2]、国家桥梁检查标准[3]）

进行的。然而，这种检查耗时、费力、成本高，又有一

定危险性（图1）[4]。监测可用于通过测量物理量[如加

速度、应变和（或）位移]来定量了解结构的现状；这些

方法可以实时且连续地观察结构完整性，目的是增强安

全性和可靠性，并降低维护和检查成本[5–8]。虽然这些

方法可以产生可靠的数据，但它们通常具有有限的空间

分辨率或者需要安装密集的传感器阵列。另一个问题是，

一旦安装密集的传感器阵列，传感器的访问将受到限制，

这使得常规系统维护具有挑战性。如果仅需要偶尔监测，

则接触式传感器的安装是困难且耗时的。为了解决其中

的一些问题，必须开发并测试改良的检查和监测方法，

减少人为干预，降低成本和提高空间分辨率，以推进和

实现自动化民用基础设施状况评估带来的全部益处。
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计算机视觉技术已被公认为土木工程领域改进检查

和监测方法的关键组成部分。图像和视频是计算机视觉

技术分析数据的两种主要模式。图像捕捉的视觉信息与

人类检查员获取的信息相似。由于这一相似性，可预知

计算机实施的结构检查类似于人类检查员进行的目视检

查。此外，图像可以以非接触方式对来自整个视野的信

息进行编码，这有可能解决使用接触式传感器监测所面

临的难题。视频是一组图像序列，从由多个视图收集图

像时环境的同化，到使用高采样率时结构的动态响应，

额外的时间维度为检查和监测应用提供了重要信息。土

木工程界的大量研究都集中于开发和调整计算机视觉技

术以完成检查和监测任务。此外，这种基于视觉的方法

与摄像机和无人机（UAVs）配合使用，为民用基础设

施状况评估提供了快速、自动化的检查和监测潜力。

本文对近年来基于视觉的民用基础设施状况评估的

研究进行了综述。为了将本文所述的研究以适当的技术

观点展开，第2节首先讲述了计算机视觉研究简史。第3
节详细回顾了近年来关于计算机视觉技术在民用基础设

施评估的检查应用中的一些成就。第4节重点介绍了监

测应用。第5节概述了实现自动化结构检查和监测所面

临的挑战。第6节讨论了作者为实现自动化检查目标正

在进行的工作。第7节阐述了本文的结论。

2. 计算机视觉研究简史

计算机视觉是一个跨学科的科学领域，涉及从图像

数据中自动提取有用的信息，以便定性或定量地理解或

表示潜在的物理世界。计算机视觉方法可以使人类视觉

皮层的任务自动化。最早开始尝试应用计算机视觉方法

是在20世纪60年代，并试图利用边缘和原始形状（如

盒子）提取物体的形状信息[9]。随着图像模式不同表

示方式的发展，计算机视觉方法开始考虑更为复杂的感

知问题。最受关注的是光学字符识别（OCR），因为美

国邮政总局[10]、车牌识别[11]等部门为了提高自动化

程度，需要识别任何字体的字符和数字。人脸识别也是

一个非常活跃的研究领域，通过使用手工制作或学习过

滤器，在特征空间中对输入图像进行评估，以检测代

表人脸的图案[12,13]。近年来，由于对监测和交通监

测需求的增加，其他目标检测问题，如行人检测和车

辆检测已开始出现显著改善（如参考文献[14]）。计算

机视觉技术也被应用于体育广播，如球的跟踪和虚拟

回放[15]。
计算机视觉技术的最新进展主要通过使用人工神经

网络（ANNs）和卷积神经网络（CNNs）的端到端学习

来推动。在ANNs和CNNs中，复杂的数据输入-输出关

系由一个参数化的非线性函数来近似，该函数使用节点

单元定义[16]。每个ANN节点的输出由下式计算：

    （1）

式中，xn为节点n的输入向量；yn是该节点的输出标

量；wn和bn分别为权向量和偏置参数；σn是一个非线

性激活函数，如S型函数和整流器（整流线性单元或

ReLU[17]）。类似地，CNNs每个节点都应用卷积，然后

得到一个非线性激活函数：

  （2）

式中，表示卷积；Wn为卷积核。CNNs的最后一层通常

是全连接层（FCL），它与输出有紧密的连接，类似于

ANN的层。CNN对于图像和视频数据尤其有效，因为

使用CNNs进行识别，在参数数量有限的情况下，对翻

译是稳健的。通过增加相互连接的节点数量，可以实现

输入-输出关系的任意复杂参数化[如每层有多个隐含层

和（或）多个节点的多层感知器，深度卷积神经网络

（DCNNs）等]。使用一些输入和输出数据（训练数据）

对ANNs/CNNs的参数进行优化（如参考文献[18,19]）。
这些算法在构建高度复杂的视觉问题的感知系统方

面取得了显著成功。CNNs对修订后的美国国家标准与

技术研究院（NIST）手写数字分类问题的准确率达到

99.5%以上[图2（a）][20]。此外，在1000类ImageNet分
类问题上，最先进的CNN体系结构的前五大错误率还不

到5%（实际分类不标记前5个分类得分的数据比率）[21]
[图2（b）][22]。

图1. 美国陆军工程兵团的检查员从闸门垂降，检查表面是否有损坏。
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CNNs的作用并不限于图像分类（如推断每个图

像的单个标签）。DCNN使用了多个非线性滤波器并计

算滤波器响应映射（如图3所示，称为“特征映射”）。

DCNN不需要同时使用所有滤波器响应来获得每个图像

类别（图3中的上部流程），而是可以单独使用映射中每

个位置的滤波器响应来提取关于对象类别及其位置的信

息。通过使用特征映射，语义分割算法可为图像的每个

像素赋予适当的标签[23–26]。目标检测算法通常通过

绘制研究对象的边界框，使用特征映射来检测和定位感

兴趣的对象[27–31]。实例分割算法[32–34]进一步处理

特征映射以区分对象的每个实例（如为图像中的每个人

赋予单独的标签，而不是赋予所有人相同的标签）。在

处理视频数据时，为便于分割，还可以利用附加的时间

信息来进行时空分析[35–37]。
监督学习技术的弱点是需要高质量标记数据（如已

经识别了对象的图像）用于训练目的。尽管已经创建了

许多软件应用程序来帮助简化标记过程（如参考文献

[38,39]），但手动标记仍然是一项非常繁琐的工作。所

以，针对目标检测和定位任务，本文提出了一种弱监督

训练方法，该方法不需要对图像进行像素级或目标级标

记[40,41]；同时，CNN被训练成智能图像标签以获得对

象类别和图像中的近似位置。

无监督学习技术通过识别观测数据中的潜在概率结

构，进一步减少了对标记数据的需求。例如，聚类算

法（如k-均值算法[11]）假设数据（如图像块）由多个

数据源（如不同的材质类型）生成，并基于最大似然法

（ML）将每个数据样本分配给其中一个数据源。例如，

DeGol等[42]使用k-均值算法对成像表面进行材料识别。

通过将参数化概率模型拟合到观测数据[如高斯混合模

型（GMM）[16]，玻尔兹曼机[43,44]]，可以提取更为

复杂的概率结构。在图像处理背景下，研究人员对基于

CNN的无监督学习体系结构进行了积极的研究，如自动

编码器[45–47]和生成式对抗网络（GANs）[48–50]。这

些方法可以自动学习输入图像的压缩表示和（或）从压

缩图像恢复/生成的过程，而不需要手动标记数据。参

考文献[51]对不同的有监督和无监督学习算法进行了全

面而简明的回顾。

另一组算法，即光流法，促进了计算机视觉和人工

智能（AI）在许多应用领域的重大进步。光流通过两

个图像帧之间的像素对应来估计运动场。光流法的算法

主要有四类：①微分法，②区域匹配法，③能量法和

④基于相位的方法。具体细节和参数见参考文献[52]。
从视频压缩[53]到视频分割[54]、运动放大[55]以及基

于视觉的UAV导航[56]，光流在视频数据处理中有着

广泛的应用。

随着这些技术的进步，计算机视觉技术已经被用于

实现各种各样的前沿应用。例如，通过使用计算机视觉

技术（图4）[57–59]，自动驾驶汽车可以识别和应对驾

驶过程中可能遇到的潜在风险。准确的人脸识别算法增

强了社交媒体[60]的能力，也被用于监控应用（如机场

执法[61]）。其他成功的应用包括城市自动测绘[62]和医

学成像增强[63]。计算机视觉技术在许多领域的显著改

进和成功应用，为学者们开发土木工程问题的计算机视
图2. 热门图像分类数据集。（a）MNIST数据集中的示例图像[20]；（b）
ImageNet示例图像，通过t分布随机邻域嵌入（t-SNE）进行可视化[22]。

图3. 全卷积神经网络（FCNs）[23]。
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觉解决方案提供了越来越多的动力。事实上，使用计算

机视觉是改善民用基础设施监测和检查的一个常规步

骤。以下各节将以这段简史为背景，介绍为适应和进一

步发展用于检查和监测民用基础设施的计算机视觉技术

而进行的研究工作。

3. 检测应用

研究人员时常在构想一个自动化的检测框架，它由

两个主要步骤组成：①利用UAV远程获取自动化数据；

②利用计算机视觉技术进行数据处理和检查。智能UAV
已不再遥不可及，而且过去几年UAV工业的快速增长已

使UAV成为数据采集的可行选择。事实上，美国的一些

联邦和州机构以及其他研究机构正在部署UAV（如明尼

苏达州交通部[64,65]、佛罗里达州交通部[66]、佛罗里

达大学[67]、密歇根州交通部[68]和南达科他州立大学

[69]）。这些工作主要集中于拍照和录视频，工程师用它

们进行现场评估或者随后的虚拟测试。然而，要将图像

或视频数据自动而稳定地转换为可执行信息还有一定难

度。为了实现这一目标，以下第一部分简述了关于损伤

探测的文献，第二部分回顾了结构组件的识别，第三部

分简述了结合这两个方面的一次演示：损伤探测和结构

水平上的相容性。

3.1. 损伤探测

自动化探伤在任何自动或半自动检测系统中都是至

关重要的一个环节。当用结构体表面损伤部分和未损伤

部分的像素比来表示时，结构体影像中的缺陷就很难被

发现。因此，对可见缺陷进行高精度和记忆性探测是一

项十分困难的工作。由于存在类似损伤的特征，这个问

题更加复杂（如类似凹槽的深色边缘可能会被误认作裂

缝）。如下所述，目前人们已经做了大量研究，致力于

开发可靠地识别不同视觉缺陷的方法和技术，包括混凝

土裂缝、剥落与脱层，疲劳裂纹，钢筋锈蚀，沥青裂缝。

以下讨论了三种不同的探伤途径：①启发式特征提取

法；②基于深度学习的损伤探测；③变化检测。

3.1.1. 启发式特征提取法

研究人员为使用图像数据探伤制定了不同的启发式

方法。原则上，这些方法在运作时会针对特定的损伤类

型给手工过滤器的输出加上一个阈值或者机器学习分类

器。本章节描述了几种关键的损伤类型，并针对这些损

伤已开发出相应的启发式特征提取法。

（1）混凝土裂缝。基于视觉的损伤探测，其早期工

作大多集中于基于启发式滤波器的混凝土裂缝的识别

（如参考文献[70–80]）。边缘探测滤波器是第一种用于

损伤探测的启发式方法（如参考文献[70]）。关于该方

法的早期调查可以在参考文献[71]中找到。Jahanshahi和
Masri[72]根据形态特征，结合分类器（神经网络和支持

向量机）确定了不同厚度层中的裂缝。本研究的结果如

图5[72,81]所示，其中第一列显示本研究中使用的原始

图像，后续各列显示了应用Bottom Hat方法、Canny方
法和参考文献[72]中的算法得出的结果。本文还提出了

一种通过识别裂纹中心线和计算裂纹边缘距离来量化裂

纹厚度的方法。Nishikawa等[74]提出了用于裂纹检测和

性能评估的多序列图像滤波。其他研究人员也开发了评

估混凝土裂缝特性的方法。Liu等[79]提出了一种通过图

像自适应处理自动进行裂缝评估的方法，该方法利用中

值滤波器将裂缝的骨架和边缘分离。在参考文献[81,80]
中，深度与三维（3D）信息也被用来进行定量损伤评

估。Erkal和Hajjar[82]开发并评估了聚类处理技术，利

用基于表面法线的损伤检测对彩色激光扫描数据中的裂

纹、腐蚀、破裂和剥落等缺陷进行自动分类。在本文讨

论的许多方法中，二值化是管道裂纹检测中常用的一种

方法。Kim等[83]比较了几种不同的二值化方法。这些

方法已被应用在多种民用基础设施中，包括桥梁（如参

考文献[84,85]）、隧道衬砌（如参考文献[76]）和震后

建筑评估（如参考文献[86]）。
（2）混凝土剥落。本文还提出了识别混凝土中其他

缺陷的方法，如剥落法。Adhikari等[87]采用了一种与

桥梁状况指数相结合的新型正交变换法来量化退化过图4. Waymo的自动驾驶汽车系统[58,59]。†

† 所有图像版权与 Waymo 公司图片的使用均符合 “《美国法典》第 17 条第 107 款对专有权的限制：合理使用。”
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程，随后再映射到状况等级中。作者对其数据集进行的

剥落探测能够达到85%的合理精确度，但是无法处理裂

缝和剥落同时存在的情况。Paal等[88]采用分割、模板

匹配和形态预处理相结合的方法进行层裂检测和混凝土

柱评估。

（3）钢材的疲劳裂纹。疲劳裂纹是钢桥面板的一

个重大问题，因为它们会显著缩短钢结构的寿命。然

而，关于民用基础设施钢材疲劳裂纹探测的研究却相

当有限。Yeum和Dyke[89]在一根钢梁上手动制造了

一些损伤去模拟疲劳裂纹（图6）。然后，他们采用目

标检测和过滤技术相结合的区域定位方式确定了疲

劳裂纹状缺陷。他们做了一个有意思且有用的假设：

疲劳裂纹通常围绕着螺栓孔延展；然而这一假设对

其他焊接而成的钢结构主要部件来说可能并不合理，

如人字门等导航基础设施[90]。Jahanshahi等[91]提出

了一种区域成长法，用于分割核反应堆内部零件的细

小裂纹。

（4）钢铁腐蚀。研究人员现在使用纹理、光谱和色

彩信息来识别腐蚀。Ghanta等[92]提出利用小波特征和

主成分分析对图像中的腐蚀进行百分比估计。Jahansha-
hi和Masri[93]对基于小波的腐蚀算法性能进行了参数化

评估。有研究者提出并评估了使用纹理和色彩信息的方

法（如参考文献[94,95]）。也有人提议用机械化和基于

智能手机的维护系统的自动算法来实施图像化腐蚀检测

（如参考文献[96,97]）。在参考文献[98]中有一项关于利

用计算机视觉进行腐蚀检测方法的调查。

（5）沥青缺陷。使用启发式特征提取技术检测和

评估沥青路面裂缝和缺陷的方法很多[99–105]。Hu和

Zhao[101]采用了一种局部二元模式（LBP）算法来识别

路面裂缝。Salman等[100]提议使用Gabor滤波器。Koch
和Brilakis[99]使用直方图阈值法来自动检测路面上的坑

槽。除了RGB数据外（RGB指三种颜色通道，分别代

表红、绿、蓝光波长），深度数据也被用于道路状况评

定。例如，Chen等[106]指出，他们使用了一种廉价的

图5. 参考文献[81]中实施的不同探伤方法的比较。

图6. 参考文献[89]中用于桥梁检测的基于视觉的自动化裂缝探测。
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RGB-D传感器（Microsoft Kinect）来探测、量化、定位

路面缺陷。有关沥青缺陷检测方法的详细回顾，请参见

参考文献[107]。
为了进一步研究这些缺陷的识别方法，Koch等

[108]对2015年之前开发的计算机视觉缺陷检测技术进

行了全面回顾，并根据其应用的结构进行了分类。

3.1.2. 基于深度学习的损伤探测

迄今为止，我们所讨论的研究和技术可分为两类：

利用机器学习技术，或者依赖于启发式特征和分类器的

组合。然而实际上，此类技术在自动化结构检测环境中

的应用还很有限，因为这些技术并未采用缺陷所在区域

附近的信息，如材料性质或结构构件。这些基于启发式

过滤的技术需要根据监测目标结构的外观来进行手动或

半自动调整。真实情况变化多端，要想手工制定一套适

用于一般情形的通用算法非常困难。最近，计算机视觉

深度学习[21,51]在一些领域取得了成功，如常规的图像

分类[109]、自动传输系统[57]和医学成像[63]，推动了

其在民用基础设施检查和监测中的应用。深度学习极大

地扩展了基于视觉的传统的损伤检测能力和稳健性，用

于从裂纹、剥落到腐蚀等多种视觉缺陷的检测。目前人

们已经研究了几种不同的探测方法，包括①图像分类

法，②目标检测或区域提议法，以及③语义分割法。以

下是对这些应用的讨论。

（1）图像分类法。CNNs可用于对钢板层[110]、沥

青路面[111]、混凝土表面[112]裂缝的探测，并且在

所有情况下都非常精确。Kim等[113]提出了一种分类

框架，利用CNN和加速稳健特征（SURF）识别类裂

纹模板中的裂缝，并且利用图像二值化确定像素位

置。像Alexnet这样的结构已经针对裂纹检测进行了微

调[114,115]，而GoogleNet也同样针对剥落进行了微调

[116]。Atha和Jahanshahi[117]针对腐蚀探测分析评估了

几种深度学习技术，Chen和Jahanshahi[118]建议利用朴

素贝叶斯数据与CNN相结合来进行裂纹探测。为了简化

检测过程，Yeum[119]利用CNNs提取了高速公路桁架结

构的重要部位。

Xu等[110,120]利用深度学习神经网络系统地研究

了长跨桥钢面疲劳裂纹检测，包括一台受限的玻尔兹

曼机和融合CNN。在内场测试的复杂背景下，这种新

型的融合CNN能够精确识别多种尺度下的的微小裂缝。 
Maguire等[121]整理了一套用于机器学习应用的混凝土

裂缝图像数据集，其包含56 000张图像，分为有裂缝和

无裂缝两类。

Bao等[122]建议将DCNNs作为异常检测器，帮助检

查员从记录加速度数据的桥梁结构健康监测（SHM）系

统中过滤异常数据。Dang等[123]利用UAV采集桥梁的

特写照片，然后将CNNs应用到图像块中，自动检测结

构损伤。

（2）目标检测法。目标检测法最近已被用于损伤探

测[112,119]。目标检测法是在损伤区域附近划分出一个

边界框，而不是对整张图片分类。Yeum等[124]使用具

有CNN特征的区域（R-CNNs）在灾后场景中进行了层

裂缝检测，但结果（59.39%的真阳性）仍有提升空间。

到目前为止所论述的方法仅适用于单个DT。与之相反，

深度学习法可以在极多类型的图像中学到可识别特征的

一般表示。例如，DCNNs已成功解决了超过1000种类

型的分类问题[21]。目前，针对多种DTs的检测技术研

究很有限。Cha等[125]研究了Faster R-CNN法，该方法

是由Ren等[30]提出的一种基于区域的方法，用来识别

包括混凝土裂缝和不同等级腐蚀和分层在内的多种损伤

类型。

（3）语义分割法。基于目标探测的方法不能准确地

将其分离出的损伤轮廓描绘出来，因为它们仅仅是为了

与相关区域周围的矩形相适应。另一种分离图片中相关

区域的方法称为语义分割法。更准确地说，语义分割是

将图像中的每一像素划分为不固定数量的类。其结果是

在一张分割过的图像中，每个部分被划分为一个特定类

别。因此，在进行损伤检测时，语义分割法可以描绘出

损伤的精确位置和形状。

Zhang等[126]提出了CrackNet，它是一种有效针

对路面裂缝的语义分割体系。对象实例分割技术Mask 
R-CNN[32]最近也被应用于裂缝、剥落、钢筋外露和风

化的探测。尽管Mask R-CNN提供了像素级损伤描述，

它也只能分割“目标”所在区域的部分图像，而不是对

整个图像进行语义分割。

Hoskere等[127,128]对两种用于多种DTs常规定位和

分类的方法进行了评估：①多尺度像素DCNN，②全卷

积神经网络（FCN）。如图7所示[127]，研究人员考虑

了六种不同类型的DTs：混凝土裂缝、混凝土剥落、钢

筋外露、钢铁锈蚀、钢铁断裂与疲劳裂纹、沥青裂缝。

参考文献[127]提出了一种新型的网络配置和数据集。

数据集由各种结构的图像组成，包括桥梁、建筑物、路
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面、堤坝和实验室标本。该技术由两种网络的平行配置

组合而成——DP网和DT网——能提高损伤探测的效率。

该数据集中损伤规模的多样性证明了这一技术具有标度

不变性。

3.1.3. 变化探测

当某一结构体必须接受定期检查时，首先应建立一

条代表这一结构体的基线。在随后检测中，可将获取到

的数据与该基线进行比对。在与基线的比对中，对结构

体的任何新的视觉损伤都将显示为一种变化。识别并定

位这些变化，将有助于减少处理从UAV检测中获取数

据的工作量。由于任何损伤必定会显示为一种变化，因

此，在实施损伤探测前，采用变化探测法可降低检测误

差的数量。因为在这两个状态中都可能存在类似损伤的

纹理。变化探测技术在计算机视觉中已有研究，从环境

监测到视频监控都有其应用。本小节中，我们研究了两

种主要的变化探测方法：①点云变化探测，②图像变化

探测。

（1）点云变化探测。运动恢复结构（SFM）和多视

角立体视觉（MVS）[129]是基于视觉的技术，它们可使

结构体产生点云。在实施变化探测法之前，必须先建立

一条点云基线。正如参考文献[130,131]所描述的，即使

在桁架桥或堤坝这类复杂的民用基础设施中，这些点云

的精确度也很高。后续的扫描将会被注册到云基线，校

准将由迭代最近点（ICP）算法[132]代为执行。ICP算
法已在MeshLab[133]和CloudCompare[134]等开源软件

中得到了应用。校准之后，就可以开始执行变化探测的

各个程序了。这些技术同时适用于激光扫描点云和从摄

影测量中产生的点云。早期研究将云与云之间（C2C）
的豪斯多夫距离作为在3D空间中识别变化的度量标准

图7. 对多种结构性DTs进行基于深度学习的语义分割。
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[135]。其他技术包括数字高程差分模型（DoD）、云-网
格（C2M）法、多尺度模型到模型云的比较（M3C2）法。

参考文献[136]中有关于这些技术的概述。

结合UAV数据采集，可将变化探测法用于民用基础

设施。例如，Morgenthal和Hallerman[137]使用正射投

影（aligned orthomosaics）对挡土墙内的变化进行人工

识别，用于平面内变化；使用CloudCompare程序包进

行C2C比较，用于平面外变化。Khaloo和Lattanzi[139]
利用在不同色彩空间中的像素色调值来辅助探测一座重

力坝的重要变化。Jafari等[140]提出了一种测量变形的

新方法，即使用直接的逐点距离协同统计抽样将数据完

整性最大化。点云变化探测的另一个有趣的应用是有限

元模型更新。通过对实验室结构组件的两个点云的对比

分析，Ghahremani等[141]用基于视觉的方法自动定位、

识别并量化损伤；之后这些信息将用于更新这一组件的

有限元模型。当点深度足以被识别的时候，就可以用点

云变化探测法。在寻找不会引发足够的几何变化的可视

变化时，可以利用图像变化探测法。

（2）基于图像的变化探测。在计算机视觉中，关于

图像的变化探测是一个研究热点，这是由于其应用范围

十分宽泛[142]。遥感卫星图像是基于图像的变化探测

最普遍的应用案例之一，应用范围从土地覆盖和土地利

用检测延伸到损伤评估和灾害监测。参考文献[143]对
高分辨率卫星图像的变化探测进行了深入评论。在进行

变化探测之前，图像要先经过预处理，以便排除大气和

辐射度等环境变量的影响，之后才会进行图像配准。与

损伤检测类似，基于启发式和深度学习的技术以及基于

点云和对象检测的技术都是可用的。参考文献[144]给
出了关于这些方法的概述。

虽然遥感卫星图像可以让人们对城市规模的损伤有

所了解，但对于私人建筑来说，这种图像的分辨率和视

角却阻碍了有用信息的提取。对于来自UAV或地面车辆

调查的图像，变化探测可作为损伤探测的先导，以帮助

定位可能代表损伤的候选像素或区域。为此，Sakurada
等[145]提出了一种方法，即从不同时间点拍下的多视角

图像中，利用概率估计的场景深度探测户外场景的3D
变化。CNNs也被用来识别城市场景的变化[146]。Stent
等[147]提出利用CNN来识别隧道衬砌中的变化，然后

再用集群的方法根据重要性将这些变化分级。图8展示

的是Stent等[147]方案的原理图。

图8. 参考文献[147]提到的系统图解。（a）数据捕获硬件；（b）通过在重建参考模型中定位而探测到的变化；（c）样本输出，其中检测到的变化
根据外观进行了集群处理。
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3.2. 建筑物结构构件识别

建筑物结构构件识别是对建筑物典型构件进行检

测、定位和分类的过程，也是实现基础设施自动化检测

的关键步骤。建筑物结构构件信息可为原始图片和3D
点云数据添加图像和数据语义，这样的图像和数据语义

能够帮助人们了解建筑物当前的状态，并能在现场环境

中使容易出错的数据保持一致[148–150]。例如，通过

对点云数据设定“柱子”标签，一个点集合可以被识别

成单个的结构构件（竣工模型）。在检测施工进度的环

境下，竣工模型的柱子可以与在设计阶段开发的3D模

型的柱子(计划模型)相对应，从而可以为评估柱子的当

前状态做参考。在评估过程中，可以忽略没有被标记“柱

子”的点，因为这些点被认为来自不相关的事物或者错

误的数据。从这个意义上来说，结构组件的信息是已竣

工模型的基本属性之一，用于以有效和一致的方式表示

结构的当前状态。

建筑物结构构件识别也为土建结构视觉损伤的自动

化评估提供了强有力的支持信息。与竣工模型类似，通

过删与建筑物结构互相关联的构件之外的对象上的类似

损伤模式(如在树中检测到的裂纹属检测误差)，利用建

筑物结构构件的信息可提升自动化损伤检测方法的一致

性。此外，为了在大多数现行的结构检测准则中得出安

全等级，需要对损伤和出现损伤的结构构件进行联合评

估，所以结构构件信息对整个建筑物结构构件的安全评

价很有必要（ATC-20[2]、国家桥梁检测标准[3]）。
在实现完全自主检测的过程中，结构构件识别有望

成为机器人平台(如UAV)自主导航和数据采集算法的一

个组成部分。根据机载摄像机识别的结构构件的类型和

位置，自主机器人有望能够规划合适的导航路径和数据

采集行为。虽然目前还没有实现结构构件检测的完全自

动化，但是在农业领域已有基于视觉的周围环境识别的

自动机器人的例子（如TerraSentia机器人[151]）。

3.2.1. 利用图像数据的启发式结构构件识别

在早期的研究中，人们使用手工制作的图像滤波器

和图像启发式方法从图像中提取结构构件。例如，利

用线段组识别图像中的钢筋混凝土（RC）柱子（图9）
[152,153]。为了将柱子和其他不相关的线段组进行区

分，该方法采用了一个阈值来选择具有预定长宽比范围

的近似平行组。该研究的作者用此方法检测了20幅以柱

子为主要拍摄对象的图像，从51个柱子中检测出38个，

其中7个为检测误差。这种方法虽然简单，但却严重依

赖阈值，并且往往无法找到部分闭塞或相对较远的柱

子。此外，在此方法中并没有对场景做进一步的了解，

任何满足阈值的线段都会被识别为柱子。所以为了改

进结果并减少检测误差，高层场景需要以不同的比例

进行合并。

3.2.2. 利用 3D 点云数据的结构构件识别

结构构件识别的另一个重要方案是利用可用的密集

3D点云数据识别构件。针对使用密集3D点云数据进行

结构构件识别，可以采用不同的分割和分类方法来执

行。Xiong等[154]研究了一种自动化方法，可以将密集

3D点云数据从空间转换为语义丰富的3D模型，该模型

由平面墙壁、地板、天花板和矩形开口表示[该过程称

为扫描-建筑信息模型（BIM）]。Perez等[155]采用高维

特征（语义特征为193维，几何特征为553维）对室内空

间进行结构和非结构构件识别。该方法利用提取特征所

携带的丰富信息和使用条件随机场执行的后处理，能够

准确地标注平面和复杂非平面表面，如图10所示[155]。
Armeni等[156]提出了一种针对密集3D点云数据进行过

滤、分割和分类的方法，并通过将整个建筑解析为平面

构件来演示该方法。

Golarvar-Fard等[157]对基于图像的点云与激光扫

描自动化性能检测技术进行了详细比较，包括3D重

建、形状建模、生成可视化的准确性和可用性。通过

比较发现，虽然基于图像的技术并不准确，但它们

图9. 钢筋混凝土柱子的识别结果[153]。

图10. Perez-perez等[155]利用密集3D点云数据进行的室内语义分割。
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为可视化及丰富的语义信息的提取提供了巨大便利。 
Golparvar-Fard等[158]提出了一种自动监测3D建筑元素

变化的方法。该方法将无序的照片集合与使用SFM的建

筑信息建模相融合，然后对基于体素的场景进行量化。

最近，Lu等[159]提出了一种方法，即通过自顶向下的

方式从钢筋混凝土桥梁的点云中准确地检测出桥梁的四

种构件类型。

本节讨论的3D方法的有效性取决于解决当前问题

的可用数据。与图像数据相比，密集3D点云数据以其

额外的维度携带更丰富的信息，能够识别形状复杂的结

构构件和（或）识别定位精度要求较高的任务。另一方

面，为了获得准确且密集的3D点云数据，需要对被检

查结构的每个部分以足够的分辨率和重叠方式进行拍

摄，这就需要增加数据收集的工作量。此外，离线后处

理也是非常必要的，这对应用3D方法进行实时处理任

务提出了挑战。对于这种情况，利用图像数据进行基于

深度学习的结构构件识别是另一种执行结构构件识别任

务的可行的方法。下一节将对此进行讨论。

3.2.3. 利用图像数据的基于深度学习的结构构件识别

近年来，基于机器学习的结构构件识别方法得到

了广泛研究。图像分类是CNNs的主要应用之一，其中

单个代表性标签是从输入图像中预估出来的。Yeum等

[160]利用CNNs对某公路标志桁架结构的焊接接头候选

图像块进行了分类，从而准确地识别出兴趣区域。Gao
和Mosalam[161]使用CNNs把输入图像分为合适的结构

构件和损伤的结构构件两类。然后，作者根据最后卷积

层的输出结果推断出目标对象的粗略位置（弱监督学

习；如图11[161]所示，用于结构构件识别结果）。目标

检测算法也可用于结构构件识别。Liang[162]采用Faster 

R-CNN算法，通过自动绘制桥梁组件周围的边界框对其

进行检测和定位。

语义分割是解决结构构件识别问题的另一种可行途

径[163–165]。语义分割算法不需要绘制边界框，也不

需要根据每幅图像的标签来推断目标的大概位置，而

需要输出与输入图像分辨率相同的标签映射。这对于

精确检测、定位和分类复杂形状的结构组件尤其有效。

为了得到与高层场景结构一致的高分辨率桥梁构件识

别结果，Narazaki等[164]研究了三种不同配置的FCNs： 
①原始配置，即直接从输入图像预估标签映射；②平行

配置，即根据高层场景类和平行运行的桥梁构件类的语

义分割结构预估标签映射[图12（a）]；③序列配置，即

根据场景分割结果和输入图像预估标签映射[图12（b）]。
桥梁构件识别结果如图13所示。除了第三张和第七张图

像（见图13中的Input image），所有的配置都能够识别

结构构件，包括远距离的柱子或被部分遮挡的柱子。在

非桥梁图像中可观察到显著的差异（图13[164]中最后两

幅图像）。对于原始配置和平行配置，在建筑物和路面

图11. 弱监督学习的结构构件识别结果[161]。

图12. 网络配置增强场景级一致性[164]。
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像素中发现了检测误差。相反，在顺序配置的FCNs没
有发现错误。（表1给出了非桥梁图像检测结果中的误差

检测率）。因此，顺序配置能够有效地将高层场景一致

性应用到桥梁构件识别中，以便提高复杂场景图像识别

的鲁棒性。

3.3. 结构级一致性的损伤检测

结构构件和其损伤状态信息的结合对进行自动化评

估至关重要。German等[166]提出了一种地震后快速评

估建筑物的自动化框架。在这个框架中，对受损的建筑

物内部情况进行视频拍摄，并在每一帧中搜索是否存在

图13. 桥构件识别结果示例[164]。
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柱子[152]，然后为每一个柱子分配一个损伤指数。损

伤指数[88]是采用参考文献[73,167]提出的方法，根据裂

缝、剥落和外露钢筋的位置和严重程度，将柱子的破坏

模式分为剪切或弯曲破坏来估算的[73,167]。然后，人

工记录建筑物的结构布局，用于查询易损性数据。该数

据提供了物体易处于某种损坏状态概率的信息。

Anil等[168]确定了一些信息需求，以适当地表示地

震后结构墙体的视觉损伤信息，并根据17个不同损伤敏

感性的损伤参数将其分为5类。这些信息用来描述参考

文献[169]中以BIM为基础的方法，帮助工程分析自动引

入一些启发式方法，以结合强度分析和视觉损伤评估信

息。Wei和Kasireddy[170]详细回顾了建筑和基础设施管

理3D成像技术的现状及其面临的持续和紧急的挑战。

Hoskere等[128]利用FCNs对损伤进行划分，并构

建构件的图像信息，用于生成类似于检测的语义信息。

这个过程使用了三种不同的网络：一种用于场景和建

筑物（SB）信息，一种用于识别DP，另一种用于识别

DT。SB网络的平均准确率为88.8%，DP和DT联合网络

的平均准确率为91.1%。这种方法能够成功地识别出损

伤的位置和类型，也能识别出一些关于SB存在的场景。

与以前的实验相比，这种方法适用于更普遍的环境。如 
图14所示的多幅图像定性结果，其中最右栏显示的是对

准确检测和误报及漏报的评价。

3.4. 小结

损伤探测、变化探测和结构构件识别是实现建筑结

构自动化检查的关键步骤。虽然建筑结构检查为评估基

础设施状况提供了有价值的指标，但往往还需要对建筑

结构响应进行更多的定量测量。为了实现建筑结构状态

评估，还需要用基于视觉的技术对位移和应变等物理量

进行测量。本文下一节将会介绍使用视觉技术的民用基

础设施的监测应用。

4. 监测应用

监测的目的是通过测量加速度、应变和（或）位移

等物理量，定量了解民用基础设施的当前状态。监测工

作通常使用有线或无线接触式传感器来完成[171–178]，
尽管许多应用程序都可以使用接触式传感器有效地收集

数据，但这些传感器的安装成本往往很高，维护起来

也很困难。基于视觉的技术为非接触式方法提供了优

势，克服了使用接触式传感器带来的一些问题。如第2
节所述，能够执行测量任务的关键计算机视觉算法是光

流算法，它能估算两个图像帧之间每个像素的平移运动

[179]。光流算法是一种通用计算机视觉技术，它通过

优化目标函数，如误差平方和（SSD）、归一化互相关

（NCC）标准、全局代价函数[179]或局部和全局综合函

数[180,181]，将参考图像中的像素与不同视角下同一场

景的另一个图像的对应像素相关联。参考文献[182]对
不同代价函数和优化算法的方法进行了比较。本节其余

部分讨论了基于视觉的民用基础设施监测技术研究。本

节主要分为两小节：静态应用和动态应用。

4.1. 静态应用

基于视觉技术的民用基础设施静态位移和应变的

测量通常采用数字图像相关（DIC）技术进行。根据

Sutton等[183]的研究，DIC是指“一种非接触式方法，

它能获取物体的图像，以数字形式存储图像，并进行图

像分析以提取全部形状、变形和（或）运动测量值。”

（p.1）除了估算图像平面内的位移场，DIC算法还包括

计算二维（2D）平面内应变场（2D DIC）、平面外位移

和应变场（3D DIC）、体积测量（VDIC）的不同后处理

步骤。目前已有高度可靠的商业DIC解决方案（如VIC-
2D™[184]和GOM Correlate[185]）。有关一般DIC应用的

详细介绍，请参阅参考文献[186,183]。
DIC方法已被应用于土木工程中位移和应变的测

量。Hoult等[187]在单轴载荷下使用了钢样品，将结果

与应变计测量结果进行比较，评估了2D DIC技术的性

能（图15）。然后，研究人员提出了一种补偿平面外变

形影响的方法。研究人员还使用钢和钢筋混凝土梁试样

测试了2D DIC技术的性能，通过应变计得到了应变的

理论值和应变测量数据[188]。在参考文献[189]中，以

表1 九类场景的误差检测率

Configuration
Scene classes

Building Greenery Person Pavement Signs & poles Vehicles Water Sky Others

Naïve (%) 18.60 5.80 3.70 3.10 6.80 4.60 9.90 0.90 13.20

Parallel (%) 16.90 5.20 3.10 2.70 5.80 3.90 8.90 0.80 11.80

Sequential (%)  0.48 0.08 0.03 0.05 0.21 0.18 0.81 0.03  0.50
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3D DIC系统为参考，测量了实验室试件的静态位移。

这些试验获得了位移的亚像素精度，而且应变估算值与

应变计测量值和理论值一致。

DIC方法也被应用于民用建筑结构的位移和应变

的现场测量。McCormick和Lord[190]采用2D DIC技术

测量了静载4辆32 t卡车的高速公路桥面的垂直位移。

Yoneyama等[191]使用2D DIC技术估算了负载一辆20 t
卡车的桥梁的挠度。作者利用位移传感器的数据评估

了有和没有人工模式的挠度测量的准确性。Yoneyama
和Ueda[192]采用2D DIC技术测量了工作荷载下的桥梁

挠度。Helfrick等[193]采用3D DIC技术进行了全场振动

测量。Reagan[194]使用携带立体摄像机的UAV，将3D 
DIC技术应用于桥梁变形的长期监测。

DIC方法在土木工程领域的另一个具有前景的应用

是裂缝映射，在此方法中，3D DIC被用于提取具有大

应变特征的裂纹区域。Mahal等[195]成功地提取了RC

试样上的裂缝，Ghorbani等[196]将这种裂缝映射方法推

广到了循环荷载作用下的全尺寸砌石墙试样中（图16）。
所得到的裂缝图不仅对分析实验室测试结果有一定的参

考价值，而且对增加结构检测的信息量也很有用。

4.2. 动态应用

系统识别和模态分析是SHM的有力工具，能够为相

关结构系统的动态特性提供有价值的信息。系统识别和

其他与SHM相关的任务通常使用有线或无线加速度计

来完成，因为这些传感器可靠并且安装方便[171–178]。
与传统方法相比，基于视觉的技术提供了非接触式方法

的优势。随着市场上低成本相机的普及和计算能力的提

高，基于视频的方法已经成为结构位移测量的一种简便

方法。目前，有几种算法可以实现位移提取，这些方法

的原理是通过模板匹配，或者通过追踪恒定相位或与时

间有关的强度轮廓来实现的[55,197,198]。光流方法已

图14. 参考文献[128]中的定性结果。
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被用于测量几个应用的动态和伪静态响应，包括系统识

别、模态分析、模型更新和基于阈值的适用性变化的直

接指示。为了获得更多的信息，Ye等[199]、Feng D和

Feng M Q[200]对使用计算机视觉技术的动态监测应用

进行了综述。这些研究通过实验室试验和实地验证提出

和（或）评估了位移测量的不同算法，本节对这些研究

进行了讨论。

4.2.1. 实验室试验

早期用于动态监测的光流算法侧重于固有频率估算

[201]和位移测量[202,203]。通常采用标记对关注点进行

精细和精确的检测和追踪。Min等[204]设计了高对比度

标记，它能辅助智能手机设备和长焦镜头测量位移，并

在实验室测试中取得了很好的结果（图17）。
Dong等[205]提出了一个多点同步测量结构动态位

移的方法。Celik等[206]评估了几种不同的基于视觉的

图15. Hoult等[187]进行单轴测试所使用的钢板试样。

图16. 使用3D DIC技术制作的裂缝图[196]。（a）第一次裂缝；（b）最
大载荷；（c）极限状态。红色部分相当于+3000 μm·m–1

图17. Min等[204]提出了一种基于智能手机的位移测量系统，包括长
焦镜头和高对比度标记。B：蓝色；G：绿色；P：粉色；Y：黄色。

技术，用以测量结构上的人体负荷。Lee等[207]提出了

一种位移测量方法，该方法是为实地测试量身定制的，
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且在强光下具有较强的鲁棒性。Park等[208]证明了基

于视觉的图像与加速度数据融合在扩展动态范围和降低

信号噪声方面的功效。视觉算法的应用目前已经扩展

到了实验结构的系统识别中。Shumacher和Shariati[209]

提出了虚拟视觉传感器的概念，利用虚拟视觉传感器

可进行结构的模态分析。Yoon等[210]利用一个Kanade- 

Lucas-Tomasi（KLT）追踪器识别了实验室规模的六层

建筑模型（图18）。Ye等[211]在一个小尺寸模型的拱桥

上进行了多点位移测量，并利用线性可变差动变压器

（LVDTs）对测量结果进行了验证。Abdelbarr等[212]使

用廉价的RGB-D传感器测量了3D动态位移。Ye等[213]

在振动台上进行了一个研究，确定了影响基于视觉测量

的系统性能的因素。Feng D和Feng M Q[214]利用上采

样的互相关性实现了一种模板追踪法，获取了振动结

构上的多点位移。研究人员还利用UAV捕获的视觉数

据对实验结构进行了系统识别[215]。这些作者还提出

了一种使用UAV在背景中结合静止坐标来测量动态位

移的方法。

Wadhwa等[55]提出了一种运动放大技术，该技术通

过具有微小变形的带通视频来提取和放大特定频率的运

动。这个过程包括以多种比例分解视频，对每一比例视

频应用一个滤波器，然后重新组合过滤后的空间频段。

随后，在运动放大技术的启发下，研究人员发表了许多

关于使用基于视觉的方法对结构进行全场模态分析的论

文。Chen等[216]成功地将运动放大技术应用于实验结

构工作振型的可视化（图19）。Cha等[217]使用基于相

位的方法和无迹卡尔曼滤波器通过噪声位移测量法进行

系统识别。Yang等[218]采用该方法将多尺度小波滤波

器与复杂可控滤波器进行盲源分离，以获得实验样品的

全场模态。Yang等[219]提出了一种利用高空间分辨率

模态模型和视频操作对结构响应进行高保真、逼真模拟

的方法。

4.2.2. 实地验证

在过去几年里，实验室基于视觉的振动测量技术的

成功已经带来了许多实际应用。最常见的应用是测量全

尺寸桥梁结构的位移[220–223]，包括测量桥面板、桁

架和机库电缆等不同构件的位移。基于相位的方法也被

用来估算天线塔的位移和频率，从而获得桁架桥结构的

部分振型[224]。

一些研究人员利用视觉传感器测量了一种结构的

多点位移。Yoon[225]使用摄像系统测量了列车通过

时铁路桥梁的位移。如图20[225]所示，实测位移与

以列车荷载为输入的有限元模型的预测值非常接近，

差异主要是因为列车的速度不恒定。Mas等[226]通过

对高速视频序列的分析，开发了一种同步多点测量振

动频率的方法，并在一座钢制人行天桥上验证了他们

的算法。

Chen等[227]研究了载荷估算的一个有趣应用，他

们自动检测通过桥梁的车辆类型，并将这些车辆类型与

从桥梁某一横截面的动态称重系统中得到的信息相结

合，使用计算机视觉技术识别了车辆载荷在通过桥梁时

在空间和时间上的分布。与以往只能在桥梁某一横截面

测量车辆荷载的方法相比，该系统能够精确地测定整座

桥梁的荷载。

利用计算机视觉技术进行结构的系统识别在一定程

度上存在局限性；在单个视频帧内测量大型结构上的所

有点，通常会导致像素分辨率不足，不能获取精确的结

图18. 使用消费者级别相机进行基于视觉结构的无目标系统识别方法[210]。（a）目标追踪截图；（b）从不同传感器中提取的模态形状。GoPro和
LG G3是测试中所使用的相机。
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构位移。此外，在城市环境中，要找到一个好的位置来

放置相机是很困难的，由于使用变焦镜头进行远距离监

测，导致出现了包含透视畸变和大气畸变的视频数据

[216]。最后，当使用远程相机时，只能监测从所选相机

位置容易看到的结构上的点。从视频数据中分离模态信

息，通常需要选择手动生成掩模或关注区域，这使得整

个过程十分繁杂。

Xu等[222]提出了一种低成本、非接触式的基于视

觉的多点位移测量系统，该系统基于消费级摄像机进行

视频采集，并且他们使用这个系统获得了人行天桥的振

型。Hoskere等[228]研发了一种分而治之的方法，利用

UAV获取全尺寸基础设施的振型。这个方法直接解决了

与使用基于视觉的方法对全尺寸基础设施进行模态分析

相关的许多困难。在实验室环境下，利用振动台上六层

剪力模型对该方法进行了初步评价。随后，对一座全尺

寸人行吊桥进行了现场测试，以获得其固有频率和振型

（图21）[151]。

5. 基于视觉的民用基础设施自动化检查和监测
所面临的挑战 

尽管近年来研究界取得了重大进展，但在使用基于

视觉的技术完全实现自动化SHM之前，必须克服许多

技术障碍。其中主要的困难在于将基于视觉的方法所提

取的特征和信号转换成更具可操作性的信息，从而有助

于更高层次的决策。

5.1. 自动化结构检查需要对损坏情况和背景进行全面

了解

执行视觉检查的人类具有非凡的感知能力，这是视

觉和深度学习算法难以复制的。训练有素的检查员能够

识别出对结构整体健康有重要意义的区域（如关键的结

构构件、结构上明显的损坏等）。当结构受损时，根据

损坏的形状、大小和位置，以及损坏部件的类型和重要

性，训练有素的检查员可以推断出损坏结构的重要性。

检查员能够理解多种损坏存在的影响。因此，虽然目视

检查已经取得了重大进展，但仍然需要更高精度的损伤

检测和构件识别。此外，关于解释已识别损伤的结构意

义、将局部信息与全局信息同化以进行结构级评估这类

研究，几乎鲜有文献提及。解决这些问题对于实现基于

视觉的全自动检查至关重要。

5.2. 深层网络的普遍性取决于数据的普遍性

从推断数据中提取的特征如果与训练数据存在显著

差异，那么训练后的DCNN模型往往会表现不佳。因此，

经过训练的深层模型的质量直接取决于基础数据集。

DCNN模型的感知能力对诸如凹槽或关节等类似损伤的

特征还不具有鲁棒性，因此在推断期间无法区分这些纹

理。为提高DCNN对自动检查的感知能力，就必须克服

用于检测结构损坏的数据集的有限性。

图19. 参考文献[216]中悬臂梁振动的运动放大视频截图。

图20. 利用计算机视觉技术测量铁路桥梁位移[225]。（a）铁路构件的光学追踪图像；（b）基于视觉的位移测量与FE模拟估测的比较。FEsim：有
限元模拟。
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5.3. 检查的人类感知需要理解顺序视图

单个图像并不总能为损伤检测和构件识别提供足够

的信息。例如，当图像是构件的特写视图时，损伤识别

最有可能成功；但是，对这类图像进行构件识别就非常

困难。在极端情况下，检查员可能非常靠近构件，以至

于无法区分混凝土柱与混凝土梁或混凝土墙。在进行人

工检查时，可通过先检查整个结构，然后靠近结构构件，

并且同时牢记目标结构构件，就能很容易地解决这个问

题。为了复制这种功能，必须将观看顺序（如使用视频

数据）合并到检查过程中，并且必须基于当前帧以及以

前的帧来执行识别任务。

5.4. 位移通常很小并且难以捕捉

对于监测应用，最近的工作成功地证明了用基于视

觉的方法来测量模态信息以及实验室和现场结构的位移

和应变是可行的。另一方面，对现场民用基础设施的精

确位移和应变的测量很少是直接测得的。现场试验中预

期的位移和应变范围通常小于实验室试验中的位移和应

变范围，因为现场的目标结构会对操作荷载做出反应。

在现场环境中，重要结构构件的可访问性通常是有限

的。在这种情况下，无法达到高质量测量的最佳摄像机

位置，也无法放置引导位移测量的标记。对于静态应用，

一般通过人为添加表面纹理（如斑点图案）在DIC方法

中进行图像匹配[183]，然而这对于可访问性有限的结

构而言也很困难。为了在这种操作情况下应用基于视觉

的静态位移/应变测量，在硬件和软件方面都需要进行

更深的研究和开发工作。

5.5. 照明和环境影响

基于视觉的方法非常容易受到与能见度相关的环境

变化的影响，如下雨和起雾。尽管上述问题难以规避，

但其他环境因素，如光线、阴影和大气干扰的变化是可

以归一化的，尽管需要做更多的工作来提高鲁棒性。

5.6. 大数据需要大数据管理

基于视觉的连续和自动化监测的实现对生成的大量

数据提出了挑战，这些数据在长期应用中很难存储和处

理。为了减少存储的数据量，自动实时信号提取是必要

的。处理并加工通过视频带通技术获得的全场模态信息

的方法也是一个有待研究的领域。

图21. （a）Phantom 4拍摄的一座振动桥梁的视频图像（每秒30帧，像素3840×2160）；（b）美国伊利诺伊州Mahomet市的伍兹湖人行天桥；（c）
桥梁有限元模型；（d）提取的模态形状[151]。
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6. 仍在进行的自动化检查工作

为了实现自动化检查目标，基于视觉的感知仍然是

一个需要大量关注的开放性研究问题。本节讨论了伊利

诺伊大学正在进行的旨在解决以下挑战的工作，在第5
节对这些挑战已进行了概述：①结合背景以生成状态感

知模型；②使用基于物理的逼真图形模型生成合成标记

数据，以满足对更一般数据的需求；③利用视频序列对

结构成分进行人类识别。

6.1. 结合背景以生成状态感知模型

如第5.1节所述，了解损害发生的背景是进行自动

化和高级别评估以提供详细检查判断的关键。为了解决

这个问题，Hoskere等[128]提出了一种新的程序，其中

有关结构类型、各种构件以及每个构件的状态信息被合

并为一个单独的模型，即状态感知模型。此类模型可被

视为类似于建筑和设计行业中使用的竣工模型，但在

此处被用于检查和维护。状态感知模型是自动生成的

注释，可显示结构上存在的视觉缺陷。根据所考虑的

特定检查应用，所需的状态感知模型的保真度也各不

相同。与直接使用图像相比，构建状态感知模型的主

要优点是结构的背景和损坏的规模是很容易被识别的。

此外，全局3D几何信息对评估过程也有帮助。该模型

作为一个方便的实体，可以快速、自动地记录结构上

可见的缺陷。

Hoskere等[128]提出了用于生成灾后快速自动检

查的状态感知模型框架，如图22所示。3D网格模型由

UAV结构测量中的多视图立体生成。然后在同一组图像

上进行基于深度学习的条件推断，从而对损伤和建筑环

境进行语义分割。使用UV映射将生成的标签投影到网

格上（将2D图像投影到3D模型的3D建模过程），生成

一个在每个单元上叠加了平均损伤和背景标签的状态感

知模型。图23显示了在2017年9月墨西哥中部地震期间，

使用此程序为受损的建筑物开发的状态感知模型。

6.2. 使用基于物理的逼真图形模型生成合成标记数据

如第5.2节所述，对于针对自动化检查的深入学习

技术，由于缺乏大量标记数据，使其难以在各种结构和

环境条件下推广培训模型。每一种土木工程结构都是独

一无二的，这使得损伤识别更具挑战性。例如，涂在建

图22. 生成灾后快速检查的状态感知模型框架。

图23. 2017年9月墨西哥中部地震中受损建筑的状态感知模型[128]。



19Author name et al. / Engineering 2(2016) xxx–xxx

筑物上的各种颜色（这一参数肯定会对损伤检测的结果

产生影响，特别是对于腐蚀）；因此，在不考虑这些问

题的情况下，开发用于损伤检测的通用算法是困难的。

然而，更严重的问题是，因为受损结构并不常见，所以

从受损结构中获取高质量数据也相对困难。

在过去十年中，计算机图形学领域取得的重大进展

使人们能够创建出逼真的图像和视频。这里的合成数据

指的是从图形模型中生成的数据，而不是来自现实世界

中的相机。近年来，合成数据已被应用于计算机视觉领

域，用于训练深层神经网络对城市场景进行语义分割，

而且基于合成数据的模型在实际数据上显示出良好的性

能[229]。使用合成数据有很多好处。有两种类型的平

台可用于生成合成数据：①使用光栅化以低计算成本来

渲染图形图像的实时游戏引擎，但它缺少准确性和真实

性；②使用基于物理的光线跟踪引擎精确模拟光和材料

的渲染器，以高计算成本来生成逼真的图形。合成数据

的生成有助于解决数据标记问题，因为任何基于算法生

成的图形模型的数据都将在像素级和图像级自动标记。

图形模型还可以为视觉算法提供具有重复条件的测试平

台。测试平台可以模拟不同的环境条件（如照明），并

且可以使用不同的相机参数和UAV数据采集的飞行路径

来研究算法。在这些虚拟测试平台中，有效的算法将更

有可能在真实数据集上奏效。

3D建模、模拟和渲染工具（如Blender[230]）可以

更好地模拟现实环境的影响。结合有限元模型的变形网

格，这些工具可用于创建受损结构的图形模型。了解结

构的损坏情况需要背景感知。例如，同一种结构不同位

置的相同裂纹可能对结构的整体健康产生不同的影响。

同样，桥梁中的裂缝必须与建筑物墙壁中的裂缝区别对

待。Hoskere等[231]提出了一种新的框架（图24），即

使用基于物理的结构模型来创建具有代表性的受损结

构的合成图形图像。该框架主要有五个步骤：①使用

参数化的有限元模型对各种形状、尺寸和材料的代表

性结构进行结构建模；②利用非线性有限元分析方法

对生成模型的结构热点进行识别；③应用材料图形特

性对生成模型进行真实绘制；④使用有限元模型中的

热点生成程序损伤；⑤利用生成的合成数据训练用于

评估的深度学习模型。

基于物理的图形模型可用于生成各种各样的损伤场

景。由于生成的数据类似于真实数据，因此可以确定用

于识别重要损伤和结构特征的深度学习方法的局限性。

这些模型在多个环境层面都提供了高质量的标记数据，

包括：①整体结构属性，如楼层和间隔的数量以及结构

系统；②结构和非结构构件以及关键区域；③不同类型

的局部和全局损坏，如裂缝、剥落、薄弱层和柱的屈曲，

以及其他如坠落部分等危险。这种更高级别的环境信息

有望提供更可靠的自动检查，而对局部损坏图像进行训

练的方法却难以达到该效果。通过使用基于物理的客观

模型作为训练数据的基础，而不是使用主观的手工标记

数据，可以大大减少现场检查人员的固有主观性。

对利用合成数据进行基于视觉的检测应用的研究一

直以来都很有限。Hoskere等[232]创建了一个基于物理

的人字门图形模型，并训练深度语义分割，以识别合成

环境中门的重要变化。网络训练数据是使用基于物理的

图形模型生成的，包括裂缝和腐蚀等缺陷，同时适应照

明的变化（图25）。
目前正在进行一项研究，目的是使以合成数据为训

练对象的成功的深度学习模型同样适用于实际数据。

6.3. 利用视频序列对结构成分进行人类识别

人类检查员首先对整个结构进行调查，然后进一步

对受损的结构构件进行详细评估。在进行详细检查时，

图24. 基于物理的图形生成框架，用于使用深度学习进行自动评估[231]。
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他们会记住受损部件是如何适应整体结构环境的；这

对于了解损坏对结构安全的相关性至关重要。然而，

正如第5.3节所讨论的，用于损伤检测的计算机视觉策

略通常基于逐帧操作，即独立使用单个图像；特写图

像不包含有关全局结构背景的必要信息。对于检查员

来说，观看历史（如视频中的相关图像序列）可提供

这种背景信息。本节讨论了嵌入到视频序列中的观看

历史，以便在整个检查过程中实现更精确的结构构件

识别。

Narazaki等[233]利用视频数据将循环神经网络

（RNNs）应用于桥梁构件的识别中，其中包括整体结构

视图和结构构件表面的特写细节。研究中使用的网络架

构如图26所示。首先，应用一个基于深度单一图像的

FCN来提取标签预测图。接下来，在最低分辨率预测层

之后添加三个较小的RNN层。最后，将RNN层和其他

具有高分辨率的跳跃层的输出相结合，生成最终的预估

标签映射。RNN单元仅在最低分辨率预测层之后插入，

因为研究中的RNN单元是被用来记忆视频聚焦位置的，

图25. 基于深度学习的变化探测[232]。

图26. 参考文献[186]中使用的网络架构图。
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而不是改善预估映射的细节水平的。

在该研究中测试了两种类型的RNN单元[186]：简

单的RNN单元和卷积长短期记忆（ConvLSTM）单元

[234]。在简单的RNN单元中，前一时段的输出增大了

现在时段的输入，并采用了ReLU激活函数的卷积。另

外，ConvLSTM单元被插入到架构的RNN中，以此有效

地模拟长期模式。

对RNN进行视频处理训练和测试的主要挑战之一

是采集视频数据及其地面实况标签。手动标记每一帧的

视频数据是很不切实际的。在第6.2节讨论了合成数据

的优点之后，有研究[186]通过使用Unity3D游戏引擎

[235]的实时渲染功能解决了这一问题。通过对UAV在

混凝土高架桥上的航行进行模拟，我们创建了视频数

据集。用于创建数据集的步骤与用于创建SYNTHIA数

据集的步骤相似[229]。然而，这个数据集在3D空间中

随着航向、倾斜程度和飞行高度的变化随意航行。视

频的分辨率设置为240×320，自动生成37 081个训练

图像和2000个测试图像以及相应的地面实况标签。视

频的示例帧如图27所示。此外，还检索了深度图，尽

管该数据并未用于研究。

图28中的示例结果显示，当FCN不能正确识别桥

梁构件时，重复单元仍然有效。这些结果表明，即使全

局结构的视觉线索暂时不可用，ConvLSTM单元与预先

训练的FCN相结合还是一种有效的桥梁构件自动识别方

法。基于单个图像的FCN的总像素精度为65.0%。相比

之下，简单RNN和ConvLSTM单元的总像素精度分别为

74.9%和80.5%。数据集、训练和测试的其他细节见参

考文献[233]。
目前，这项研究正被用于开发地震后交通基础设施

的快速检测策略。

7. 结论

本文概述了基于计算机视觉的民用基础设施检查和

监测的最新进展。目前，人工目视检测是评估土木基础

设施状况的主要手段。针对民用基础设施检查和监测的

计算机视觉技术是一种自然的进步，人们可以轻易地用

它来帮助并最终代替人工目视检测，同时，它还提供了

新的优势和机遇。然而，图像数据的使用可能是一把双

刃剑；尽管每幅图像中都存在着丰富的空间、纹理和背

景信息，但从这些图像中提取可操作信息的过程是有难

度的。从深度学习到光流，研究界已经成功地证明了视

觉算法的可行性。本文讨论的检查应用分为以下三类：

图27. 具有地面实况标签和地面实况深度图的新视频数据集的示
例帧。

图28. 示例结果。（a）输入图像；（b）FCN；（c）FCN-简单RNN；（d）FCN-ConvLSTM[233]。
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表征局部和全局可见损伤、检测参考图像的变化以及结

构构件识别。自动化检测的最新进展源于以数据驱动

检测替代启发式方法，在这种方法中，通过对大量数

据集进行训练来建立深层模型。监控应用程序包括静

态和动态两种。全面实地测量技术的应用以及实验室

技术在全面基础设施中的推广为该方法进一步的发展

提供了动力。

本文还介绍了研究界在实现基于视觉的自动检查和

监测方面面临的关键挑战。这些挑战主要在于将基于视

觉方法提取的特征和信号转换为可操作的数据，从而在

更高的层次上帮助决策。

最后，本文提出了正在进行的旨在实现自动化检查

的三个研究领域：状态感知模型的生成、通过图形模型

生成合成数据以及从视频中提取数据的方法。本文所述

的基于计算机视觉的民用基础设施检查和监测的研究正

在快速发展，这将为最终实现自动化的民用基础设施检

查和检测获得更高的时间效率和成本效益，同时，预示

了基础设施维护和管理方式的革命即将来临，最终将使

世界各地的城市变得更安全、更有弹性。
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