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长期以来，在拥挤场景中检测异常事件都是一项具有挑战性的任务。为解决这一问题，本文提出
了一种名叫异常事件检测网络（AED-Net）的自监督框架，它由主成分分析网络（PCANet）和核
主成分分析（kPCA）组成。该框架以不同场景的监控视频序列为原始数据，通过训练PCANet以提
取人群情况的高级语义。kPCA可作为一种单类分类器，被用于识别场景中的异常事件。与目前流
行的一些深度学习方法相比，该框架完全是自监督的，因为它只使用正常情况下的视频序列。通
过对明尼苏达大学公共监测人类活动数据集（UMN数据集）和加州大学圣地亚哥分校监测异常数
据集（UCSD数据集）进行全局和局部异常事件进行检测发现，与其他最先进的方法相比，该方法
具有更好的等误差率（EER）和曲线下面积（AUC）。此外，通过增加局部响应归一化（LRN）层，
我们对原有的AED-Net进行了改进。结果表明，该改进版在提高框架的泛化能力方面表现出更好的
性能。
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1. 引言

近年来，视频研究引起了计算机视觉界研究者们越

来越多的关注。最近，有关目标跟踪[1–3]、步态识别

[4,5]和活动识别[6–8]等主题的研究取得了具有竞争力

的成果，并在未来具有一定的发展前景。

异常事件检测是视频研究领域最热门的问题之一，

所涉及的检测包含异常视频中的特定帧。与上述任务相

比，异常事件检测对国家安全和人民生活有着更大的意

义，因为随着现代社会的不断发展，越来越多的监控摄

像头被安装在不同的地方，每一秒就会产生大量的视

频。对于这么多的数据，我们人类是很难进行处理的，

也难以确定包含在其中的任何异常事件。然而，错过监

控视频中任何一个异常点，就可能会给社会造成无法承

担的损失。因此，构建一个视频异常的自动检测器是十

分必要的，它可以处理数百万的视频帧，并提醒人们在

异常情况发生时做出及时有效的反应。

参考文献[9]描述了异常事件检测中存在的困难。

列举出某一特定场景中的几种异常情况是很简单的，如

行人人群中有开汽车或骑自行车的人，但列举出该场景

中可能发生的所有异常事件是不切实际的；因此，在这

个分类任务中有无数的正类。此外，由于缺乏异常样
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本，即包括异常事件在内的视频帧，训练集严重不平衡，

因此多类分类模型的训练是不可行的。这些困难说明，

异常事件检测任务是个难以处理的单类分类问题。

一些处理异常事件检测的方法也曾被提出。例如，

参考文献[10]提出了一种基于光流方向直方图描述符的

方法。由于在该研究中手工构造的特征描述符是基于人

类经验构建的，它并不能完全反映训练过程中的特征。

因此，它的表现比现有的深度学习方法要差一些。如

参考文献[11,12]所述，深度学习方法是最近发展起来

的，主要得益于大数据的可用性和高效的硬件。这些

方法在计算机视觉领域得到了广泛的应用，并取得了

良好的效果。在参考文献[13]中，Wang等将卷积神经

网络（CNN）应用于产品质量控制中的缺陷检测。然而，

最初的CNN，如人脸识别，并不适用于这一任务，因

为它的训练需要不同类别的样本。考虑到主成分分析

网络（PCANet）[14]在图像分类中的成功应用，参考文

献[15]提出了一种基于PCANet从原始图像中提取信息

进行异常事件检测的方法，该方法用一种基于聚类算

法构造的单类分类器进行检测。然而，由于K-medoids

聚类算法难以处理PCANet提取的高维特征，所以该方

法具有很大的局限性。在本文中，我们提出了一种被

称为异常事件检测网络（AED-Net）的自监督网络，用

于处理视频异常检测任务，且仅提供正常样本作为训

练数据。由于PCANet已经被证实能够作为一个无监督

模型来提取特征，所以我们选择它作为自监督的AED-
Net。此外，我们还使用了单类分类器对提取的高维特

征进行处理，以确定视频帧的异常。

更具体地说，新的自监督网络使用光流图作为输

入，因为这些映射非常适合表示该运动。接下来，人

群状况的高级语义可以从PCANet中提取出来。随后，

采用简单而有效的单分类器核主成分分析（kPCA）[16]

对高维特征进行分类。AED-Net具有这两种网络的优

点，经过训练可以读懂每一个视频帧并对其进行检测。

更重要的是，为了改进AED-Net，我们引入了局部响应

归一化（LRN）层（CNN中用于辅助泛化的技术）。值

得注意的是，这种新的网络可以用未标记的数据进行

训练，并且在异常检测任务中，该方法与最先进的方

法相比能表现出更好的性能。新的自监督网络即使在

拥挤的情况下也能有效地检测异常事件，根据对明尼

苏达大学公共监测人类活动数据集（UMN数据集）和

加州大学圣地亚哥分校异常检测数据集（UCSD数据集）

进行检测发现，自监督网络可以改进检测结果。

本文其余部分的结构如下。第2节简要回顾了相

关工作，第3节回顾了PCANet和kPCA框架的基本算

法，第4节详细介绍了AED-Net的完整体系结构以及

对它的改进，第5节阐述和讨论了UMN [17]数据集和

UCSD [18]数据集的实验结果，第6节给出结论。

2. 相关工作

一般地，用于异常事件检测的传统方法主要有两

类。第一类是基于轨迹的方法，该方法在异常事件

检测中已经得到了广泛的应用[19–22]。在参考文献

[23–25]中，作者提取了正常事件的轨迹用于表示正常

模式；与正常模式不同的轨迹则被认为是异常模式。

然而，当把该方法应用于拥挤场景时，运动目标间的

遮挡影响了该方法的有效性。为了解决这个问题，参

考文献[26]提出了一种新的模型，用于处理人类行为的

相互关联性以及改进对象间相互作用的表示方法。参

考文献[27]利用离散变换原理，开发了一种可靠的多目

标跟踪算法，该算法可将不同视频帧中的目标相互关

联起来。然而，遮挡问题对检测结果的影响仍然很大，

所以上面列出的方法不能有效地解决这个问题。因此，

在我们的工作中没有采用跟踪策略。

时空方法属于另一类方法。研究人员对该方法的

应用前景做过一些研究。在参考文献[28]中，Wang等
提议以协方差矩阵作为特征描述符，对相邻帧的光流

和偏导数进行编码。在参考文献[29–32]中，作者用像

素变化直方图对运动模式建模。在参考文献[33–35]中，

作者将光流分布用作基本特征，然后基于光流特征构

建了异常事件检测模型。参考文献[36]提出了一种测量

移动物体之间相互作用的方法。另一项研究[9]则采用

了一种时空一体化数据异常检测器。也有研究人员利

用图像处理中的小波变换来分析运动[37,38]。在这些

研究中，精细的特征描述符是手动设计的，并且倾向

于只在特定条件下才能很好地工作。然而，在我们的

研究中，特征是由一个自监督网络所提取的。

随着自监督网络的迅速发展，深度学习在异常事件

检测领域取得了突出的成果。与手动设计的特征不同，

深度学习网络提取的特征是通过学习过程获得的。我

们在AED-Net中提出了一种基于自监督学习的异常事

件检测方法，该方法只需要学习正常样本即可。
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3. 自监督特征提取与异常检测

自监督学习是一种学习范式，在这种范式中，没有

外部监督信息，即标签，作为数据本身之外的真值。在

此范式下，自监督学习方法仅以原始数据作为训练材

料，这意味着该模型将学习从数据中提取潜在的信息。

该模型在训练过程中不使用数据的类别信息。

自监督学习模型适用于异常事件检测的任务。由于

没有给出外部监督信息，我们只能使用正常数据来训练

模型。因此，模型必须充分理解输入视频片段中的正常

数据，然后利用正常数据作为监督信息来调整其参数。 
表1对本文所使用的符号进行了介绍。

3.1. 用于特征提取的 PCANet
传统方法和深度学习方法都已被应用于视频帧的

特征提取。参考文献[10]使用全局光流描述符作为特

征。然而，光流只包含了视频帧中的低级运动信息；

而高级信息特征，如人的运行模式或者在视频帧中有

多少人，则是无法描述的。因此，本文采用了深度学

习方法来解决这一高级特征提取问题。最受欢迎的模

型是CNN，它通过层层叠加，一步一步地提取到更深

的特征。然而，这个特定的模型需要强大的外部监督

信息，而异常检测问题并没有提供这种信息。因此，

我们选择了PCANet [14]，这是一种在不需要外部监督

信息的情况下，利用深度学习能力进行特征提取的等

价模型。

PCANet [14]是在当前深度学习的趋势下所提出的

一种深度学习网络。尽管与其他流行的深度学习网络

（如深层CNN）相比，PCANet虽简单，但它足以处理人

脸识别等具有挑战性的任务。因此，该模型因其在特征

提取方面具有较高的效率和较强的竞争力而被选取。

PCANet是一个级联式线性网络。图1展示了一个

典型的两阶段PCANet结构。它是由CNN启发而来的，

PCANet的每个阶段都由一个独立的主成分分析（PCA）

滤波器组组成，而该滤波器是需要我们为了进行特征

提取工作学习的。将第一阶段的特征映射线性级联到

下一阶段，可以提取更高层次的特征。正如Chan等[14]
所讨论的，与阶段数相对应的性能表明，虽然二级网

表1 本文所用符号的描述

Variable Description
S Raw surveillance video frame
I Input of PCANet (optical flow map)
k1, k2 Size of patches in PCANet
X Matrix consisting of all patches from an optical flow map at Stage 1 of PCANet
Si Matrix containing all matrices X at the ith stage of PCANet
Kj

i jth filter of ith stage of PCANet
C Outputs of Stage 1 of PCANet
Y Matrix consisting of all patches from an optical flow map at Stage 1 of PCANet
O Outputs of Stage 2 of PCANet
T Integer-valued image after binarizing and encoding outputs of Stage 2
F Final feature of PCANet
F Inputs feature of kPCA classifier
M(Fi) Feature F mapped into higher-dimensional space
κ(Fi,Fj) Scalar product of M(Fi) and M(Fj)

Wj Eigenvectors of covariance matrix of mapped feature in higher dimensional space
V Kernel matrix, Vi, j,= κ(Fi, Fj)

V Kernel matrix, Vi,j, which is the scalar product of M(Ii) and M(Ij)
R Reconstruction error, i.e., abnormality score
α Eigenvectors of kernel matrix V
pi Output value on the ith feature map
qi Normalized output of pi

δ, n, β, γ Hyperparameters of LRN
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络的性能优于一级网络，但两阶段以上的网络与二级

网络相比没有什么优势，因此，为了提高计算效率，

两阶段PCANet对于我们的任务来说已经足够。

因此，我们使用两阶段PCANet来提取特征。在

训练阶段，在第1阶段开始时，在形状为h×w的光流图

Ii上，围绕每个像素进行采样，采样大小为k1×k2的小

块，如图1上部灰色箭头所示。接下来，样本patch(x1), 
patch(x2), ..., patch[x(h–k1+1)×(w–k2+1)]被矢量化并组成样本矩

阵X = [x1, x2, x(h–k1+1)×(w–k2+1)]。然后对X进行平均减法，得

到X
–
。（本文使用的所有符号见表1。）
对于输入的N个光流图，I = {I1, I2, ..., IN}，PCANet

首先对它们进行采样，得到以下结果：

   （1）

接下来，如图1下部灰色箭头所示，PCANet通过实

施PCA计算基于I的L1卷积核，以获得以下结果：

   （2）

式中，sl(S1S1
T)表示S1S1

T的第l个主特征向量；vec2mat(·)
表示将一个向量从Rk1×k2映射到矩阵M∈Rk1×k2。在第1
阶段结束时，进行卷积运算以提取特征：

  （3）
式中，*表示二维（2D）卷积；Ci

l指第i个输入Ii的第

l个特征映射；第1阶段的输出数是L1N。注意，Ii的边

界为零填充，以确保输出具有与输入相同的尺寸，即

h×w。如前所述，在测试阶段，PCANet将使用从训练

阶段获得的卷积核直接对输入I执行卷积运算。

第2阶段采用与第1阶段几乎相同的方式进行运算。

在训练阶段，C的每个输入Ci
l都被采样成小块。在执行

平均减法后，将这些小块矢量化并组成矩阵S2：

   （4）

式中，

是Ci
l的样本矩阵。然后，我们计算第2阶段的卷

积核：

  （5）

最后，通过卷积得到第2阶段的输出：

   （6）

第2阶段的输出数为L2L1N。
在第2阶段之后，我们将Heaviside阶跃函数H(·)的

输出进行二值化，为正项分配1，为零或负项分配0。这

使得网络具有非线性特征。因此，该网络能够在光流图

中捕获高级语义。第2阶段Ci
l的每一个L1输入在第2阶

段Oi
l,m (m = 1, 2, …, L2)中都具有L2实值输出。在每个像

素周围，都有L2二进制位；我们可以将它们当作十进制

数，把L2输出Ci
l,m转换成一个整数值图像：

  （7）

最后，PCANet的输出特征是根据所有Ti
l计算的分

块直方图（含有2L2二进制）。请注意，一个直方图并不

图1. 我们的方法中使用的典型的两阶段PCANet结构。Conv——卷积。
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代表整个Ti
l，而只是它的一个区域。为了做到这一点，

Ti
l被划分为B块，然后用于计算直方图。每个分块计算

一个直方图。接下来，所有的直方图被串级成一个向量

Bhist(Ti
l)。对于单输入光学图像Ii，其特征如下：

   （8）

局部分块可以是重叠的，也可以是不重叠的。后者

除了人脸检测 [ 1 4 ]外，对其他检测都有利，因此本

文将其设置为不重叠。除了选择重叠设置外，PCAnet

的超参数还包括滤波器大小k1、k2，每个阶段L1L2中的

滤波器数目，以及局部直方图的分块大小。

3.2. 一种自监督学习异常检测方法——kPCA
由于只能利用正常场景的视频序列，并且有必要区

分正常帧和先前未知异常的异常帧，所以我们将此任务

划分为单类分类任务是合适的。

单类分类任务的共同思想是训练一个包含训练数据

（即正常数据）的分类器，从而将异常数据与正常数据

分开。支撑向量域描述（SVDD）分类器就是一个很好

的例子。但是，这种分类器往往会产生过大的决策边界，

从而阻碍了分类器良好性能的发挥。Kemmler等[39]通
过使用高斯过程先验建立了一个单类分类模型，该模型

采用了从高斯过程回归和近似高斯分类得出的不同度量

方法。然而，该模型在很大程度上依赖于重新参数化的

核函数的超参数调整。

相反，通过学习数据的分布（通常是非线性的），

kPCA分类器[16]可以根据数据的分布平滑地生成决策

边界，从而使分类更加准确。

kPCA分类器的结构如图2所示。这种单类分类器的

基本思想是正常帧的特征具有相似的分布，而异常帧的

特征分布有很大的不同。因此，为了对正常特征和异常

特征执行PCA，我们使用了基于训练特征（即正常特征）

计算的PCA滤波器，并在使用后观察到了正常特征与异

常特征间重构误差的显著差异。然后，我们根据这一差

异进行分类。

正如Hoffmann [16]所讨论的那样，PCA不能捕

获非线性结构。因此，kPCA的引入就是为了克服这

个缺点，因为它可以将输入Fi∈Rd映射成高维空间

中的特征：M(Fi)∈Rn (n>d)。然后在特征空间中执

行PCA。这里只需要计算M(Fi)的标量积，也就是

[M(Fi )·M(Fb)]。标量积被核函数κ(Fi,Fj)进一步替

换，以执行相同的任务。在这里，核函数使用高斯核

。此外，我们通过执行平均减

法从M(Fi)中求得M(Fi)，它可以进一步表示协方差矩

阵在高维空间中的特征向量Wj。因此，Wj可以按以下

公式用M(Fi)表达出来：

  （9）

结果显示，来自α j = [α1
j, α2

j, …, αN
j]，j = 1, 2, …, q

的α j是核矩阵V
–
的一个特征值。V

–
的每一个组分V

–
i,j都是

M
–

(Fi)和M
–

(Fi)的标量积。同样地，核矩阵V的每个组

分Vi,j是M(Fi)和M(Fj)的标量积。因此，

  （10）

根据Hoffmann [16]，给定特征FZ，特征空间中的重

构误差计算如下：

 
 （11）

式中，W = (W1, W2, …, Wq)。上述公式可以更清楚地表

述为：

图2. 单类分类器的结构——kPCA。
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（12）

   

在上述方程中，Pj(Fz)表示如下：

 （13）

 

因此，我们得到了期望的测量形式R(Iz)用于检测

异常。

该分类器的超参数是特征向量q的个数和核宽度σ。
它们的值取决于特定的实验环境。

最后，在给定输入X和提取特征Fx的情况下，我们

将分类器定义如下：

    （14）

上述阈值是在训练阶段计算的最大重构误差，如 
图2所示。

4. 提出的 AED-Net

针对视频帧异常事件检测任务，我们提出了AED-
Net，它是一种完整的自监督检测框架，是基于对正常数

据训练的自监督学习方法。为了完成基于输入视频帧的

特征提取任务，我们采用了有效的PCANet网络。对于

单类分类，我们使用了kPCA这一特殊的单类分类器来

确定视频帧的异常。

4.1. 光流计算

最初我们获得了原始视频帧S。为了检测这些视频

帧中的异常事件，我们首先从S中的静态背景中分离出

运动区域，以简化检测任务。光流代表了视频帧间[40]

的运动场，适用于这一运动提取要求。

可以用Horn-Schunck(H-S)方法[41]计算光流。该方

法在考虑了像素值一致性和整个图像流量变化的条件

下，构造了能量函数，并对其进行了优化，获得了u和
v [41]形式的光流，它们分别是光流的水平分量和垂直

分量。我们在能量函数中加入平滑约束，以缓解孔径问

题。构造的能量函数如下：

 

  
 （15）

式中，E是全局能量；Ix，Iy和It是沿整个宽度方向、高度

方向和时间方向上的像素值；α是控制平滑项的超参数。

然后，为了将光流特征作为图像处理，我们利用孟

塞尔颜色系统（Munsell Color System）对光流u，v进行

图3. AED-Net的框架结构。
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了可视化处理，并得到光流图I。

4.2. AED-Net
直观地说，我们提出的AED-Net异常检测任务是为

每个视频帧分配一个表示异常的分数。在训练阶段，最

大重构误差应被设置为异常检测阈值。因此，在测试阶

段，我们通过比较测试视频帧的分数和阈值确定了测试

视频帧的异常。为了完成这项任务，我们将PCANet和
kPCA结合起来构建了AED-Net。

我们提出的AED-Net框架如图3所示，以及AED-
Net算法如算法1所示。首先，将光流图I作为整个训练

和测试框架的输入。接下来，对PCANet模型进行训练，

以学习从时空特征中提取能更好地表示场景情况的高级

信息。最后，利用分块直方图作为PCANet提取的分类

特征，对kPCA进行训练，以学习正常场景的非线性数

据分布以及通过重构误差确定最大正态得分作为阈值

计算。

在测试期间，为了使携带少量相关信息的视频帧的

影响最小化，我们首先在测试视频片段中进行了前景检

测，并删除了一些包含少量人员的视频帧。然后，利用

事先训练的PCANet提取了k分块特征，并通过kPCA计

算出每个视频帧的测试得分。最后，将测试得分与最大

正态得分进行比较，以确定框架是否异常。

4.3. 通过归一化技术改进的 PCAnet
在机器学习领域，算法的泛化是衡量算法处理新数

据性能的一项重要而艰巨的任务。目前，深度学习领域

最流行和最有效的规范化技术是批归一化（BN）[42]。
BN提高了网络的泛化能力，当给定一个样本作为输入

时，输出由整个小批量决定；因此，在训练中，它不会

为一个样本产生确定性的输出。BN在提高模型泛化能力

方面的作用已被实验证明[42]。然而，BN并不适用于我们

的自监督模型，因为它的实现过程有两个可训练的参数：

γ和β。在AED-Net中，我们无法找到训练这些参数的方法。

此外，在我们的方法中，我们不使用小批量数据。然而，

LRN是一种无训练参数的轻量级归一化技术，该技术适用

于我们的研究，并在实验中取得了良好的效果。

Krizhevsky等[43]提出，LRN方案有助于提高模型

的泛化能力。该方案引入了具有相同空间位置的连续输

出之间的响应竞争。对于第i个特征映射上的输出值pi，

可以按以下方式计算归一化输出qi：

    （16）
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式中，δ，n，α，θ是可配置的参数；δ表示相邻视频帧

的输出权重；α是用于计算安全性的偏置项；θ控制归

一化项的总幅度；n表示在标准化中包含多少相邻视频

帧。一旦网络初始化，网络的特征映射就被设置好了。

为了提高该模型的泛化能力，我们将该方案从CNN

引入PCANet。在每个阶段通过卷积运算计算出特征映

射后加入LRN参数。此外，LRN参数在训练前是凭经

验设置的，而且是不可学习的，这使得LRN适合于我们

的非监督框架。

5. 实验

我们在UMN数据集[17]与UCSD Ped1和Ped2数据

集[18]上进行了局部异常事件检测的实验。这些公开的

数据集对整个研究群体开放，并被用来评估不同标准的

AED-Net：帧级标准和像素级标准。用UMN数据集对

模型的容量进行帧级标准评价，用UCSD Ped1和Ped2数
据集对模型同时进行像素级标准和帧级标准评价。这两

种评价标准都是基于真阳性率（TPR）和假阳性率（FPR）
的，其中“异常事件”表示为“阳性”，而“正常状态”

表示为“阴性”。将实验结果与用其他先进方法所取得

的结果进行比较，该方法的优越性得到了进一步验证。

5.1. UMN 数据集的检测性能

UMN数据集[17]由3个场景组成，即草坪、室内和

广场，分辨率为240×320。所有的场景都与人群的逃跑

行为有关。在此数据集[17]中，人群的疏散行为被指定

为异常行为。我们检测了每个视频帧的异常，并通过帧

级标准来评价。图4展示了来自3个UMN场景的一对帧。

为了提高计算效率，从原始视频帧中提取的所有光流图

都被调整为小尺寸，调整后的光流图已经包含了足够多

的检测信息。

为了避免无意义视频帧的干扰，本实验采用前景检

测。如图5所示，在我们的研究中，通过测量移动的前

景斑点，可以直接检测到包含不到3个完整人体运动形

状的视频帧。

为了提高AED-Net的泛化能力，本实验采用了一种

数据增强技术。首先将光流图尺寸调整为120×160，再

从调整后的光流图中裁剪出9幅大小为96×128的子图。

接下来，所有10幅光流图（一幅为120×160和9幅为

96×128）的尺寸都被统一调整为24×32，用于训练和

测试。

在去除干扰帧后，我们为每个场景构造了一个训练

集和测试集。在草坪场景中，我们使用了760个普通帧

进行训练，形成了7600个训练集，而其他正常帧和异常

帧则被用于测试。对于室内场景和广场场景，用于训练

的帧数分别为1100帧和1000帧。

对于这3个场景，AED-Net中的超参数设置如下：

每个阶段的滤波器大小为3×3。每个阶段都配备8个滤

波器以预留足够的方差。分块大小最终为8×8。分类

图4. 3个场景的视频帧示例。（a，d）显示了草坪场景；（b，e）显示了室内场景；（c，f）显示了广场场景。人群的疏散行为（d~f）被指定为异常行为。
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器中的超参数、内核大小σ和滤波器数量q因场景不同

而不同。经过交叉验证，用于草坪、室内和广场场景

的（σ, q）分别设置为（1, 2800），（1, 3800）和（0.25, 
4200）。采用帧级标准对受试者操作特性（ROC）曲线、

曲线下面积（AUC）和等误差率（EER）进行分析。在

绘制ROC曲线时，用于确定异常帧的阈值被改变。实

验结果以及与其他方法的比较见表2 [9,15,23,34,36]。如

表2所示，我们利用AUC和EER测量的方法在帧级异常

检测方面取得了令人满意的结果。鉴于整个框架的简化

性，这一成果是显著的，且优于最先进的方法。

5.2. UCSD 数据集的检测性能

UCSD数据集[18]包含从人行道上方安装的摄像机

中获得的分辨率为158×238的视频片段。Ped1场景中

有34个训练样本和36个测试样本，Ped2场景中有16个
训练样本和12个测试样本，其中包括向不同方向行走的

人。被标记为异常的视频片段存在单一异常，如汽车、

骑自行车者等。图6显示了一个包含一辆汽车的异常帧。

每个视频帧被分割成大小为12×16的小块，其中包含步

行者或异常部分。然后将这些小块作为原始数据使用。

对这些小块的异常性被认为是“基于像素级标准的异常

检测”，因为它涉及对视频帧中不同区域对应的像素异

常进行分类。

与前面的实验相似，本次实验也进行了前景检测以

避免干扰。在此基础上，以包含骑自行车者的异常视频

帧中的正常块作为训练集，以两个视频片段中的两个

帧的异常块作为测试集。AED-Net中的超参数设置为： 
k1 = k2 = 5，L1 = L2 = 7，分块大小为7×7。kPCA分类器

图5. 考虑视频帧中前景区域对检测的干扰，检测异常视频帧的示例。与图4一样，（a）显示了草坪场景；（b）显示了室内场景；（c）显示了广
场场景。

图6. 包含异常视频片段的帧的示例。（a）包含骑自行车者的异常视频片段的帧；（b）包含汽车的异常视频片段的帧。

表2 利用UMN数据集进行测试的结果比较

Method AUC (%) EER (%) Ref.

Li et al. 99.5 3.7 [9]

Chaotic invariants 99.4 5.3 [23]

Social force 94.9 12.6 [36]

Sparse 99.6 2.8 [34]

Bao et al. — 2.6 [15]

Ours 99.7 2.4 —

Bold values indicate the present work study of this paper. SF: social force.
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中的超参数设置为：（σ, q）为（0.8, 1350）。
Ped1像素级和帧级评价结果以及与其他方法的比

较，如图7和表3 [9,18,28,34,36]所示。Ped2像素级和

帧级评价结果如表4 [9,18,36]所示。在所有实验中，

AED-Net框架的性能均优于现有技术方法，特别是在

AUC方面。

5.3. 改进型 AED-Net 的实验研究

在PCANet中添加了LRN层之后，我们对整个框架

在UCSD数据集上进行了测试，所采用的实验设置与

在UCSD数据集上的相同。LRN的超参数设置为γ=2，
δ=1×10−4，其中n=5，β=0.75。

结果（如图7、表3和表4所示）表明，在添加LRN
层之后，整个框架在检测由AUC和EER测量的异常方

面表现出更好的性能。这些结果表明，该策略通过提高

泛化能力改进了我们提出的方法。

6. 结论

在本研究中，我们基于一种自监督的学习方法，提

图7. Ped1场景的结果。（a）用于Ped1的像素级ROC；（b）用于Ped1的帧级ROC。

表3 UCSD Ped1场景的结果比较

Method
AUC (%) EER (%)

Ref.
Pixel level Frame level Pixel level Frame  level

Li et al. 44.1 83.8 55.0 24.4 [9]

MPCCA 20.5 79.6 71.8 32.9 [18]

CDAE 65.8 82.9 36.9 26.8 [28]

sparse 46.1 90.1 53.7 18.6 [34]

SF 17.9 67.0 79.0 39.2 [36]

AED-Net 86.1 88.2 22.9 22.6 —

AED-Net + LRN 88.9 89.7 19.4 19.1 —

MPPCA: mixture of probabilistic principal component analyzers; CDAE: covariance matrix of optical flow features for detection of abnormal events.

表4 UCSD Ped2场景的结果比较

Method
AUC (%) EER (%)

Ref.
Pixel level Frame level Pixel level Frame level

Li et al. 70.0 85.2 29.3 18.2 [9]

MPCCA 23.5 77.6 71.2 30.4 [18]

SF 29.1 71.6 80.2 42.3 [36]

AED-Net 88.9 90.2 22.4 20.3 —

AED-Net + LRN 91.3 89.6 16.8 15.9 —
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出了一个简单而有效的AED-Net框架。我们从监控视频

片段中提取原始数据计算了光流图；然后用PCANet提
取了这些光流图的高层特征，从而进一步确定局部异常

事件和全局异常事件的异常情况。实验结果表明，该框

架对全局异常事件和局部异常事件都有较好的检测效

果。此外，在添加LRN层用于解决过拟合问题后，该框

架的性能得到了改善。该框架获取的效果优于现有技术

方法所取得的效果，这表明该框架可以有效地从原始视

频中提取运动模式并用于异常检测。
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