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感染性角膜炎是最常见的角膜疾病之一，病原体在角膜中生长引发炎症反应并损伤角膜组织。感
染性角膜炎作为一种临床急症，需要快速、精准的诊断，确保患者能够得到及时、准确的治疗，
从而遏制疾病的发展，并将其对角膜的损伤降到最低。否则患者会有失明的风险，严重者甚至会
失去眼球。本文提出了一种深度序列特征学习模型，该模型能够通过对临床图像的分类高效地鉴
别不同的感染性角膜炎。我们针对感染性角膜炎的特点设计了一种能够解耦临床图像中最具区别
性的特征并保持其空间结构的机制。通过比较，我们提出的深度序列特征学习模型在120张图像的
测试集上的准确率能够达到80%，远高于421位眼科医生所能达到的平均水平[(49.27 ± 11.5)]%。
© 2021 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher 

Education Press Limited Company. This is an open access article under the CC BY-NC-ND license  
(http://creativecommons.org/licenses/by-nc-nd/4.0/).
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1. 引言

通常来说，角膜疾病的诊断是由医生通过观察，结

合个人的经验和知识得出的。近年来，使用深度卷积神

经网络（CNN）的深度学习算法在医疗图像处理领域大

放异彩。疾病分类和诊断算法已在各医学成像技术领域

得到了应用与验证，包括计算机断层扫描（CT）、磁共

振成像（MRI）、眼底照相、光学相干断层扫描（OCT）
和病理图像等[1]。这得益于医学成像技术可以非常自

然地导出丰富的图像数据，商业化的医学成像技术对这

些医学图像设定了统一的标准，可以在短时间内从单个

或多个医学中心收集这些图像。

然而大多数临床疾病的诊断并不需要商业化的医学

成像技术，因此许多医疗机构在临床诊疗中不进行图像

记录保存，导致这类疾病图像数据的收集主要靠各医疗

中心的历史积累，但针对这些临床疾病开发机器学习诊

断系统也同等重要。针对皮肤病变良恶性分类的研究[2]
是在非传统医疗图像领域的一次成功尝试。角膜疾病分

类也可以效仿这种方式。角膜病是世界上最常见的致盲

原因之一[3,4]。保守估计，世界上约有450万人因罹患

角膜病导致角膜混浊，从而蒙受中到重度的视力损伤

[4]。感染性角膜炎是最常见的角膜病[5]。正常的角膜

拥有独有的透明性，感染性角膜炎最显著的特点是病原

体在角膜内生长，导致角膜局灶性团块混浊和粗糙，不
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可避免地使每种病原微生物在组织内生长并呈现独特的

特点[6]。感染性角膜炎的诊断主要取决于眼科医生对

角膜感染性病变视觉特征的鉴别。临床上，眼科医生通

常依靠裂隙灯显微镜来观察角膜是否异常。除了用作观

察工具外，裂隙灯显微镜还可以用于拍摄照片并同时记

录每位患者的角膜状态，从而有助于开发出具有优质标

注的人工智能（AI）数据集，为感染性角膜炎的识别和

分析打下基础。

从1998年开始，我们积累了一个大型且拥有正确标

注的裂隙灯显微图像数据集，该数据集来自10 609名角

膜疾病患者，总共115 408张图像。基于这个数据集我

们设计出一种基于深度学习的方法，以端到端的方式进

行感染性角膜炎的诊断。为了直观地模拟眼科医生诊断

感染性角膜炎的方式，我们提出了一种特征学习机制，

通过学习序列特征来识别不同的视觉模式，其中蕴含着

丰富的视觉信息。对于一张临床图像，从感染病灶区域

的中心到边缘的样本子块被重新排列，组成一个序列有

序集（SOS），并输入神经网络进行特征学习。我们提

出的序列特征学习机制可以利用感染性病变区域子块之

间的空间关系，并且可以分离出数据样本中蕴含的值得

探索的差异性因素。此外，该数据集提供了一个潜在的

策略以实现更可靠、有效、准确的诊断。使用该数据集

对我们的模型进行评估，获得了比400名眼科医生更高

的诊断准确率。

2. 相关工作

2.1. 医疗数据挖掘

多年来，电子病历（EMR）积累了大量的医学数据，

这使研究人员从中发现了许多隐藏知识。 数据挖掘方

法被广泛应用于医学数据，以发现隐藏的知识，并利用

提取的知识来辅助各种有害疾病的预测、诊断和治疗。

疾病预测对于预防疾病的发生和减少疾病的损伤具

有重要意义。Yang等[7]使用患者的健康记录来预测糖

尿病潜在并发症，同时发现了并发症与实验室类型之间

的隐含关系。He等[8]使用EMR数据集预测肺癌术后并

发症，并同时从数据集中提取关键变量。

具有预测诊断标签和药物信息的EMR可帮助自动

助理预测疾病诊断并为医生提供快速诊断参考。Nee等
[9]使用大型EMR文本数据集对每种疾病的EMR上下

文进行建模，并在EMR中执行准确的疾病诊断预测。

Wright等[10]使用数据挖掘方法从医学数据集中获取有

用的关系和规则集，以预测接下来要开哪些药。

2.2. 传统模型在医疗图像中的应用

传统的医学图像使用手工构造特征，通过浅模

型进行分类与分割。Scott等[11]在2003年使用梯度

取向、拐角和边缘强度检测双能量X射线图像中的椎

骨。此外，区域划分和合并也是基于区域的方法中的

较为知名的技术。Manousakas等[12]应用区域划分和

合并技术，试图克服在MRI中使用均匀性测量时遇到

的困难。Zhao等[13]介绍了形态学的基本数学理论和

操作，并提出了一种新颖的形态学边缘检测方法，以

区分带有椒盐噪声的CT图像中的肺部边缘。实验结

果表明，与2006年最佳边缘检测方法相比，该方法在

医学图像降噪和边缘检测方面均更有效。除此之外，

K-means聚类也曾被Kaus等[14]应用在心脏MRI中进

行自动左心室的分割。Cordes等[15]通过使用分层聚

类来衡量MRI的连通性，该方法可以检测到低频波动

的相似性，结果表明，类似于已知神经元连接的层次

聚类能够检测心脏连通模式。2006年，Pohl等[16]提
出了一种将有符号距离图嵌入线性对数优势空间的方

法，可以解决建模问题。上述方法专注于区域、边缘

和聚类等简单手段，所以它们在现实世界数据上往往

性能有限[17]。 

2.3. 深度学习在医疗图像中的应用

在计算机辅助诊断中，深度学习现已广泛用于医

学图像识别[18,19]。深度学习的基本结构是CNN，它

的结构有三层，即卷积层、池化层和全连接层。为了

开发基于CNN的强大AI算法，我们通常需要大量带标

注的数据。

医学图像的标准化收集并不像收集一般自然图像那

样容易。但是，如今几个公共医学图像数据库和多中

心数据收集可以帮助解决该问题。某些类型的医学图

像数据可以被大量收集，如X射线图像、CT、心电图

和病理图像。通过使用这些大数据，基于CNN的AI算
法可以对CT图像进行解剖结构分割[20]，对胸部X射

线图像正常或异常结果进行分类[21]，对肺癌或乳腺

癌进行筛查[22,23]，检测出颅脑CT扫描中的危险情

况[24]，使用基于生成对抗网络（GAN）的模型对肝脏

病变进行分类[25]，进行心脏病筛查[26,27]，以及在病

理图像中探测淋巴结转移等[27,28]。
在眼科领域，由于眼底照相和OCT图像易于收集，

因此基于CNN的AI算法主要应用领域是探查视网膜疾

病，如糖尿病性视网膜病变、年龄相关性黄斑变性和青

光眼[29–31]。
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当前，人工智能辅助的医学诊断系统主要应用于医

学成像领域。如果疾病的诊断需要依赖自然观察，则其

主要取决于医生的个人经验。皮肤病损是一个例子，当

前的AI算法可以将数码皮肤照片中的恶性黑色素瘤与

良性病变区分开[2]。角膜病也是一个例子，眼科医生

可以使用裂隙灯显微镜来获得正确的诊断，但迄今为

止，还没有有关利用AI来提高角膜病的诊断准确性的

研究。

3. 方法

3.1. 图像数据集构建

经机构伦理委员会批准，此研究的图像数据集包括

了1998年5月至2018年在浙江大学医学院附属邵逸夫医

院眼科通过裂隙灯显微镜获得的115 408张临床数字图

像，这些图像来自10 609例89种角膜病患者。临床图

像由两种类型的裂隙灯显微镜拍摄，即蔡司裂隙灯显

微镜SL 130（德国卡尔·蔡司公司），集成了SL Cam for 
Imaging模块，每个图像的分辨率为1024×768像素；以

及附带数码相机Unit DC-1的Topcon裂隙灯显微镜（日

本拓普康公司），其图像分辨率为1740×1536像素或

2048×1536像素。

在数据集中，拍摄的活跃期角膜感染的图像，包括

细菌性角膜炎（BK）、真菌性角膜炎（FK）和单纯疱疹

病毒基质性角膜炎（HSK）的图像，被选择用于算法分

类的训练或测试集。来自角膜感染患者的所有图像均带

有明确的临床诊断标注，至少有以下证据中的两种：①

角膜感染的临床表现如图1（a）所示。②通过相关的诊

断性单药或联合药物治疗，影响和终止了角膜感染的进

展，从而最终治愈。③感染部位样本的病原体鉴定：在

细菌和真菌感染中，通过显微镜检查涂片或生物培养确

认病原诊断；在病毒感染中，通过聚合酶链反应（PCR）
评估泪液或角膜刮片组织样本进行病原诊断。除了角膜

感染的类别外，患有具有相似视觉特征的其他角膜病患

者的图像被归类为“其他”类别。此类别包括各种角膜

变性、泡性角结膜炎、各种角膜肿瘤、角膜乳头状瘤、

角膜退行性变，甚至还包括棘阿米巴角膜炎。每个类别

的代表性图像如图1（a）所示。

最终数据集包含来自867例患者的2284幅图像。训

练集包括来自747例患者的387张随机选择的BK图像、

519张FK图像、488张HSK图像和528张其他角膜病图

像。测试集由120例患者随机选择的86张BK图像、97
张FK图像、51张HSK图像和128张其他诊断图像组成。

为了评估眼科医生的疾病分类表现，选择测试集中每位

患者的首次诊断图像以构建评估眼科医生诊断水平的数

据集（即总共使用了120张图像来评估眼科医生的表现）。

3.2. 基于深度序列特征的诊断模型

如前所述，我们发明了一种使用图像序列特征的感

染性角膜炎分类模型训练方法。为了展示我们提出的这

一方法的优势，我们将其与另两类方法——基于完整图

像特征的学习方法和基于图像子块特征的方法——进行

了对比。

基于完整图像特征的深度学习模型接收原始的无标

注疾病图像，直接由CNN进行分类。为解决训练图像

有限的问题，我们采用了迁移学习的方法[32,33]。在

实验中，我们选择了如下三种经典的图像分类模型结

图1. 典型裂隙灯显微图像与我们提出的四类角膜疾病的SOS模型中嵌入

特征的t-分布随机邻域嵌入（t-SNE）的表示可视化。（a）细菌性角膜炎

（BK）、真菌性角膜炎（FK）、单纯疱疹病毒基质性角膜炎（HSK）和其

他角膜炎（上述三类角膜疾病之外的角膜炎）的典型裂隙灯显微图像。

不同类别的疾病或同一类别疾病的不同阶段表现出不同的视觉特征。（b）
SOS模型通过t-SNE嵌入每种疾病类别的二维空间获得的深度序列特征。

t-SNE用于可视化高维数据，这些数据是经过诊断验证的摄影测试集的

SOS模型中的特征表示（362幅图像）。彩色的点云代表疾病的不同类别，

显示了算法如何将疾病分组为不同的簇。插图显示了与各个点相对应的

图像。
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构：VGG-16（由英国牛津大学计算几何小组提出）[34]、
GoogleLeNet-v3（由谷歌公司修改的LeNet模型的第三

个版本）[35]以及稠密卷积网络（DenseNet）[36]。
在基于图像子块特征深度学习模型当中，眼前节图

像由手工进行初步标注，分割出四块：角膜感染病灶区、

角膜感染灶旁区、结膜充血区和前房积脓区。在该类方

法中我们同样使用了三种迁移模型结构，即VGG-16、
GoogleLeNet-v3和DenseNet。在对图像的每个子块完成

分类后，通过多数投票的方法给出整张疾病图像的分类

结果。

在基于序列的深度学习模型中，对于每张图片，如

果其中存在病变区域，模型的关注点就会被设置在病变

区域上。病变区的最小外接圆被进一步划分为由小到大

的K个圆环，如图2所示。落在由内到外的第i个圆环上

的所有图像子块组成一个子块集合Si，所有集合组成一

个由内而外的序列{S1, S2, ..., SK}。为解决标注数据不足

的问题，在训练阶段，我们通过随机失活机制来随机剔

除每个集合中的一些元素，这样我们能够获得更多的序

列来扩大训练集多样性，使得模型的训练更加稳定。

我们利用一个深层的残差CNN（如DenseNet），通

过编码器-解码器框架[37–39]来提取每个集合中的每个

子块的表征。卷积编码器能够将第i个集合中的第j个子

块pij转化为一个能够表示其性质的表征向量fij，得到图

像子块的表征的集合{F1, F2, ..., FK}。对每个集合Fi，通

过最大池化计算获得整个子块集合的表征f ′i，表示每个

集合的整体性质。由于病变区由内到外的子块集合构成

了一个序列，我们可以使用长短时记忆（long short-term 
memory, LSTM）模型[37]——一种经典的序列学习模

型，来将表征序列{f ′1, f
 ′2, ..., f

 ′K}转化为最终用于分类的

表征。最终的图像特征可以通过一个全连接层解码，通

过softmax计算得到每个疾病类别的分类概率。图1（b）
展示了每种疾病的图像表征在二维空间上的分布。图3
展示了整个系统的结构。经由获得的概率分布与真实标

签的损失函数，通过反向传播精调模型参数[40,41]。

3.3. 眼科医生基于图像的诊断能力分析

我们从全国各地招募眼科医生，测试他们基于图像

进行诊断的能力，并将其与已开发的深度学习方法进行

比较。呈现给眼科医生的图像和测试集中每位患者的经

过诊断验证的图像都是从初次就诊时随机选择的（即总

共120张图像）。所招募的眼科医生具有不同的学术头

衔（从住院医生到高年资医生，甚至到医学院的临床

教授）、工作机构（从大学医学院的教学医院到公立市

级医院再到社区诊所）和专业经验（分为1~5年、6~10
年、11~15年、16~20年以及20年以上）。我们总共招募

了421名眼科医生。

眼科医生手动检视图像从而进行基于图像的诊断，

图2. 采样以及如何将病变区域分成K个集合。圆圈代表每个集合的边界，

正方形代表采样区域。要注意的是为避免图片过度重叠，仅显示了一半

的采样区域。

图3. 病变区域进行深度序列特征学习的过程。对于每张裂隙灯显微图像，病变区域外接圆被划分为K个圆环（直观起见，此处K = 3）。我们从每个圆

环（从最内层到最外层）上采样，采样的区域用于生成集合序列。随后通过最大池化和长短期记忆（LSTM）模型进行序列特征学习。f：采样区域的特征；

f’：集合的序列特征。
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主要遵循两步流程。第一步，眼科医生仅依靠图像进行

诊断，将来自测试集中每位患者的首次诊断图像中的四

类角膜病图像，即BK、FK、HSK和其他角膜病的图像

提供给眼科医生，眼科医生通过手动选择为每个图像做

出诊断。第二步，为眼科医生提供与每个图像相关的其

他标准化和结构化的医学信息，包括简短的病史、起病

时间、疼痛程度和复发情况（如果有）以及药物使用史。

第三步，要求眼科医生通过手动检视并考虑其他医学信

息，对每个图像做出诊断决定。所有眼科医生均独立执

行此程序，没有时间限制。

3.4. 统计学分析

鉴于不同的学术头衔、工作机构和专业经验导致

的置信度不同，使用社会科学统计软件包（SPSS 18.0
版；美国Cary公司）对眼科医生的诊断数据进行统计

分析。眼科医生诊断准确度的平均水平以（均值±标

准差）%表示。使用Kolmogorov-Smirnov检验验证数

据的正态性。根据数据正态性，使用单因素方差分析

（ANOVA）分析了不同医院级别和职称组之间的诊断

准确性差异。最小显著差异法用于参数变量的事后分

析。使用皮尔逊相关系数测试了诊断准确性和专业经

验年资之间的相关性。采用逐步法进行多元线性回归

分析，从学术头衔、医院层级和专业经验年资等方面

分析了统计学因素的影响。进行了配对t检验（针对正

态分布的变量）和Wilcoxon符号秩检验（针对非正态

分布的变量），以确定在有无附加医学信息的情况下，

医生在诊断准确性上是否存在显著差异。所有检验的

显著性水平设置为0.05。

4. 结果

4.1. 不同深度模型的性能对比

完整图像疾病的深度模型目前在医学图像诊断任务

中非常流行，此类方法直接将原始医学图像交由CNN处

理。我们的工作中选择了VGG-16、GoogleLeNet-v3和
DenseNet三种经典模型结构，并对比了其对BK、FK、

HSK的诊断准确率，如表1所示。考虑到直接将完整图

像传入CNN可能会含有一些无关的信息，我们进一步

基于这三种结构设计了基于图像子块的模型[42,43]。在

基于图像子块的模型中，图像包含由人工标注的角膜感

染病灶区、角膜感染灶旁区、结膜充血区和前房积脓区

等区域信息，我们并不传入完整的原始图像，而是使

用包含这些区域的图像子块进行分类。三种基于子块

的模型对每个子块的识别准确率分别能够达到49.62%、

51.52%和60%。在每个图像子块分类后，通过多数投票

的方法给出整张图像的诊断结果。基于图像子块的模型

对图像的分类准确率分别可以达到52.50%、55.52%和

66.30%，如表1所示。

最后，我们使用基于图像序列特征的模型，该方法

能够保持医学图像中潜在的空间结构信息。如前所述，

子块集合序列的表征是通过由内而外的顺序排列获得的

（即SOS），使用SOS提取特征能达到78.73%的分类准确

率。除了产生集合序列外，我们还生成了随机排序的子

块（ROP）和顺序排列的子块（SOP）来获得特征序列。

ROP通过随机选择产生子块序列，而SOP按照从内到外

的顺序采样序列（但是没有将属于同一圆环的子块聚成

一个集合）。实验结果表面，ROP方法能够达到74.23%

表1   不同深度模型在测试集上的诊断能力对比

Level Algorithm
Test dataset (%)

Acc BK FK HSK Others

Image-level VGG-16 (image) 55.24 48.84 52.57 62.74 53.90

GoogLeNet-v3 (image) 57.73 53.49 55.67 66.67 58.59

DenseNet (image) 61.04 60.46 56.70 80.39 57.03

Patch-level VGG-16 (voting) 52.50 45.34 54.64 56.00 54.68

GoogLeNet-v3 (voting) 55.52 44.19 51.55 74.51 58.59

DenseNet (voting) 66.30 59.30 68.04 58.82 72.66

Sequence-level Random-ordered patches (ROPs) 74.23 75.29 68.04 82.35 75.00

Sequential-ordered patches (SOPs) 75.14 66.28 86.60 84.31 68.75

SOSs 78.73 65.12 83.51 90.20 79.70

The image-level, patch-level, and sequence-level features are learned from the whole image, the lesion area, and the sequence of patch sets, respectively. 
The test dataset contains 362 images, including 86 BK, 97 FK, 51 HSK, and 128 others from 120 patients. Acc indicates the overall accuracy of each model, 
and columns BK, FK, HSK, and others show the recall for each corresponding category.
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表2  在样本量为120的测试集上眼科医生与深度模型的对比

Level Algorithm Dataset for evaluation of ophthalmologists (%)
Acc BK FK HSK Others

Image-level VGG-16 (image) 50.83 46.67 43.33 73.33 40.00
GoogLeNet-v3 (image) 55.83 50.00 63.33 70.00 40.00
DenseNet (image) 64.17 56.67 63.33 80.00 56.67

Patch-level VGG-16 (voting) 51.67 23.33 43.33 76.67 63.33
GoogLeNet-v3 (voting) 54.17 26.67 73.33 80.00 36.67
DenseNet (voting) 71.67 46.67 86.67 73.33 80.00

Sequence-level ROPs 77.50 66.67 70.00 93.33 80.00
SOPs 79.17 73.33 70.00 96.67 76.67
SOSs 80.00 53.33 83.33 93.33 90.00

Human-level Average performance of ophthalmologists provided with image only 49.27 46.55 45.56 65.01 39.95
Average performance of ophthalmologists provided with image to-
gether with medical history

57.16 a 55.55  a 56.28  a 73.25 a 43.56 a

The first-visit and diagnosis-proven images of patients with four categories of the corneal diseases were selected from the testing set to construct a dataset 
for evaluation and comparison of deep learning models with ophthalmologists. The dataset included 120 clinical images. 
a P < 0.001 compared to the average performance of ophthalmologists provided with image only.

的准确率（BK 75.29%、FK 68.04%、HSK 82.35%）。SOP
方法达到75.14%的准确率。这些实验结果表明我们基

于序列的深度学习模型在基于图像的角膜病分类诊断任

务上能获得最好的表现。

4.2. 与眼科医生的诊断正确率对比

我们使用数据集评估了本文中考虑的所有算法，以

比较每种算法与眼科医生的表现。表2列出了所有算法

的准确性以及该数据集（120幅图像）上眼科医生的平

均表现。表3列出了眼科医生在临床图像诊断中的表现。

从全国各地共招募421名眼科医生参加这项研究。在没

有参考任何额外医疗信息的眼科医生的平均准确度为

（49.27 ± 11.5）%（范围：20.00%~86.67%），远低于AI
深度学习模型所获得的准确性。例如，SOS算法的诊断

表3  根据医院级别、工作年限和眼科医生的专业职称的平均分类准确率

Dr. Group Participant number Boxplot Mean ± STD (%) Range (%)
Total 421 49.27 ± 11.85 [20.00, 86.67]
Hospital RK.

Teaching 84 55.69 ± 12.19 [33.33, 86.67]
City 171 48.46 ± 10.70 [24.17, 78.33]
Community 166 46.84 ± 11.63 [20.00, 81.67]

Year of employments
1–5 89 45.96 ± 13.22 [22.50, 78.33]
6–10 117 49.39 ± 11.80 [20.83, 76.67]
11–15 69 50.85 ± 12.03 [24.17, 81.67]
16–20 41 49.94 ± 12.30 [20.00, 76.67]
> 20 105 50.64 ± 9.66 [25.00, 86.67]

Physician RK
Attending 173 51.76 ± 11.94 [20.00, 86.67]
Fellow 150 49.38 ± 11.18 [20.83, 81.67]
Resident 98 44.69 ± 11.66 [22.50, 78.33]

Hospital RK and physician RK
Attending in teaching 36 57.08 ± 12.02 [33.33, 86.67]
Fellow in teaching 30 55.47 ± 12.21 [35.00, 77.50]
Resident in teaching 18 53.29 ± 12.21 [33.33, 75.00]
Attending in city 78 51.63 ± 10.45 [24.17, 77.50]
Fellow in city 59 46.96 ± 9.07 [24.17, 66.67]
Resident in city 34 43.80 ± 11.57 [25.00, 78.33]
Attending in community 59 48.69 ± 10.36 [20.00 74.17]
Fellow in community 61 48.72 ± 12.53 [20.83, 81.67]
Resident in community 46 41.99 ± 10.51 [22.50, 63.33]

RK: rank; STD: standard deviation; * P = 0.003; ** P < 0.001
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准确度达到80.00%，其中BK、FK和HSK的准确度分别

为53.33%、83.33%和93.33%（表2）。图4描绘了受试者

工作特征（ROC）曲线、SOS模型的混淆矩阵以及眼科

医生的表现。ROC曲线是分类模型的一种可视化。曲

线下的面积（AUC）是性能的衡量，最大值为1。如果

眼科医生的敏感度-特异性点位于分类模型的曲线下方，

则该模型可达到优于眼科医生的性能。

对于工作地点对眼科医生诊断水平的影响，教学

医院的眼科医生的表现比市级医院和社区诊所的要好

（P < 0.001），而市级医院和社区诊所之间没有统计差异

（P = 0.226）。专业级别较高的眼科医生在诊断临床图像

时具有更高的准确性，如高级职称和中级职称医师的表

现优于住院医师（分别为P < 0.001和P = 0.003），但高

级职称和中级职称之间差异无统计学意义（P = 0.071）。
在执业年资和诊断准确性之间未发现显著相关性（P = 
0.084）。

综合考虑医院等级和医生等级的因素，教学医院的

高级职称眼科医生的表现[准确性为(57.08 ± 12.02)％，

范围：33.33%~86.67%]好于社区诊所的住院医生[准确

性为(41.99 ± 10.51)%，范围：22.50%~63.33%]。逐步

多元回归分析得出影响诊断准确性的三个模型。模型

1（R2 = 0.062）仅具有医院水平的因素（β = 0.254, P < 

0.001）；模型2（R2 = 0.100）具有医院水平（β = 0.239, 
P < 0.001）和专业职称（β = 0.200, P < 0.001）的因素；

模型3（R2 = 0.109）具有所有三个因素：医院水平

（β = 0.227, P < 0.001）、专业职称（β = 0.326, P < 0.001）
和工作年限（β = −0.164, P = 0.024）。

当进一步为眼科医生提供每张图像的附加医学信息

时，包括简短的病史、发病时间、疼痛程度和复发发作

（如果有）以及用药史，平均总诊断准确性从49.27%提

高到57.16%，差异具有统计学意义（Wilcoxon符号秩检

验，P < 0.001）。详细而言，附加医学信息后，BK的诊

断准确性从46.55%提高到55.55%（P < 0.001），FK从

45.56%提高到56.28%（P < 0.001），HSK从65.01%提高

到73.25%（P < 0.001），404名医生的平均总准确性提高

了8.28%，9名医生的准确性下降了2.13%，其他8名医

生的准确性保持不变。

5. 讨论

一般而言，人类通过视觉、听觉、触觉、味觉和嗅

觉对事物进行判断，并以此对事物进行适当的分类[44]。
其中视觉感知发挥着最重要的作用[45]，视觉知识可以

描述空间形状、大小和相关性以及颜色和纹理之间的关

图4. SOS模型与眼科医生表现的ROC曲线及混淆矩阵对比图。（a）SOS模型的ROC曲线；（b）、（c）在用于诊断水平测试的数据集上眼科医生与SOS模
型的混淆矩阵；（d）~（f）对应的BK、FK与HSK等各子类的ROC曲线。
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系[46]。医生对疾病的诊断主要依靠观察和推理。在所

有人类疾病中，角膜病具有最直接、最显著的视觉感知

变化；因为健康角膜具有完全透明的独特特征，这与病

理状况下角膜内外图像的变化形成鲜明对比。人类专家

通过对图像的理解和分析来进行角膜病的诊断决策，这

可能是AI辅助人类最合适的任务。

一般而言，深度学习是由大量带标注的数据驱动

的[47,48]。然而，尚不清楚有多少临床图像训练数据

足以被开发用于诊断临床疾病的AI系统。我们中心收集

和记录具有临床图像的角膜病例已有20余年，但是，如

果按照每种疾病类别对所有图像进行标注，那么在最常

见的疾病类别中可以有数千张临床图像，而某些罕见疾

病类别中只有少数临床图像。每个角膜病类别中带标注

数据的不平衡性导致我们将注意力集中在最常见的疾病

（如感染性角膜病）上，以初步开发本研究中的AI诊断

系统。

在本研究中，我们证明了通过裂隙灯显微镜拍摄的

临床图像，通过CNN进行的深度学习可以用于角膜感

染性疾病的临床诊断。我们共评估了3组9种深度学习

架构，以开发用于角膜感染性疾病的图像诊断系统。从

图像级别和图像子块级别模型的结果可以看出，尽管

只有4个类别，但这仍是一个困难的任务，尤其是对于

VGG-16和GoogLeNet-v3。这两种结构在图像子块分类

中均表现不佳，图像子块之间的投票并未显著改善其性

能。相比之下，DenseNet的图像子块分类达到60%，投

票后达到66.3%。研究表明，如果模型在图像子块分类

中表现得足够好，那么从感染性病变区域着眼于图像子

块可以产生比着眼于图片整体更高的性能。ROP方法可

被视为除表决之外组合图像子块特征的另一种方法。结

果表明，即使没有空间信息，采用适当的组合方法也可

以进一步改善图像子块级模型。我们发现，总体而言

SOS是用于角膜病中仅依赖图像进行诊断的最有前景的

方法。SOS比其他方法更好的一个可能原因是在这种深

度学习模型中，直接实现了对临床图像空间结构的适当

利用。SOP表现不佳，是因为它没有考虑病变区域的环

形结构。据我们所知，本研究首次提出了一种角膜病分

类深度学习模型，该模型在仅依靠图像进行诊断时比人

类眼科医生具有更高的准确性。在本研究中，一般眼科

医生在仅依赖图像的角膜病诊断中的表现要比AI系统

差。毫无疑问，错误的诊断可能造成长期使用不适当的

药物，导致识别特征变得更为模糊，使医生诊断更加困

难[6]。我们研究中的多元回归分析表明，就职称、工

作机构和年资而言，这3个统计学因素对诊断性能会有

影响，但3个模型中的确定系数较低。这表明上述因素

可能无法如实全面地决定眼科医生对角膜病的诊断准确

性，或者影响诊断性能的因素可能非常复杂，无法通过

上述3个因素简单地准确总结。因此，如果AI可以帮助

临床医生以更高的诊断准确性显著提高临床能力，那么

这将极大地使角膜病患者受益，同时节省了医疗资源并

减轻社会负担。目前全世界仍有450万人正遭受由角膜

病引起角膜混浊导致的中度至重度视力障碍，特别是在

发展中国家。提高诊断准确性可有两种途径，一是完善

医师培训体系，加强医师专业教育和培训；另一种即开

发实用的AI系统以协助诊断。我们的研究表明，通过

使用临床图像来开发AI系统以提高角膜病诊断准确性

是切实可行的。在测试眼科医生的表现时，我们发现当

向医生提供图像和病史时，诊断准确性比单纯提供图像

有所提高（从49.27%增至57.16%，P < 0.001）。该结果

表明，其他信息可以帮助进一步提高诊断表现，AI诊断

系统也可能如此。研究表明，将数据驱动的机器学习与

人类知识相结合可以有效地开发出可解释、强大且通用

的AI [49]；诸如病史之类的信息可能包含类似于人的常

识，可以使模型利用有限的训练数据来解决许多不同的

任务。为了改善我们的AI诊断系统以提高准确性，在

未来的工作中可能需要设计一种多模态学习模型（即视

觉和非视觉信息的有效组合），或是一个更合适的序列

学习模型。

不可否认的是，在现阶段我们的AI诊断准确性只能

由我们所收集的有限图像数据来证实[50]，并通过与使

用相同临床图像的眼科医生进行对比。这种AI系统在

辅助医生临床实践中的实际应用，需要在将来进行更大

规模的深入临床评估[51]。

6. 结论

传染性角膜炎是最常见的眼科疾病，可能导致失

明。眼科医生通过观察裂隙灯图像诊断疾病，利用计算

机辅助图像分析算法方便诊断。在这项工作中，我们提

出了一个序列水平的深部模型，端到端诊断传染性角膜

炎。具体地说，利用深度卷积网络良好的特征提取性能，

首先提取角膜区域的细节模式，然后将局部特征分成符

合空间结构的有序集合，学习角膜图像的全局表示并进

行诊断。我们收集了超过10 000名患者的110 000张图

像。在此基础上，充分的实验对比结果表明，该模型是

一种更为可行的结构，比传统的CNN具有更好的诊断

性能。另外，通过与400多位专业眼科医生的诊断结果
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进行对比发现，我们的模式可以大大超过专业人士的平

均水平，达到顶级眼科医生的水平表现。据我们所知，

这是第一个关于感染性角膜炎诊断的研究，我们的研究

有力地证明了使用人工智能进行这些类型疾病的临床辅

助诊断的潜力。 
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