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摘要

随着电网中间歇性可再生能源发电规模的增大，为了保证电能质量和频率的稳定性，电网对可控资源的
需求也随之增加。需求响应（demand response, DR）资源的灵活性已成为解决这一问题的一个有价值的
方法。然而，目前关于DR资源的灵活性预测问题尚未得到充分的研究。本研究应用一种深度学习技
术，即结合时间卷积神经网络的Transformer模型（temporal convolution network-combined transformer）来
预测电动汽车与家庭热水系统两种DR资源的聚合灵活性。所提出的灵活性预测方法使用了基于DR资
源的历史用电数据以及为了辅助预测所提出的DR信号数据。所提方法不仅可以预测聚合灵活性的大
小，还可以预测其维持时间。最后，本文通过算例仿真验证了灵活性预测结果的准确性。仿真结果表明，
在不同的灵活性维持时间下，DR资源灵活性的大小会发生变化。文中所提出的DR资源灵活性预测方
法展现了其在释放需求侧资源的灵活性以向电网提供备用容量方面的应用。
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1. 引言

近几十年来，对环境问题的关注在很大程度上促进了

可再生能源的使用[1]。由于可再生能源发电和分布式能

源的内在不确定性，这种转变将会给电力系统的运行带来

挑战。其中，主要的挑战是电力供需之间的不平衡日益加

剧，这将导致系统中对可控资源的部署需求不断增加，而

对传统辅助型服务资源的需求则不断减少[2]。此外，中

低压水平下连接的分布式能源数量的增加可能会导致拥塞

问题[3]。

随着智能电网和电力市场的发展，需求响应（DR）

资源将成为系统运行不可或缺的一部分。因此，整合DR

资源的灵活性成为了保留辅助型服务资源供应的一种有前

景的解决方案[4]。请注意，根据国际能源署（IEA）的定

义，电力系统的灵活性是指在大干扰期间通过调整发电量

或系统负荷来维持系统可靠性的能力[5]。因此，本研究

将灵活性定义为DR资源增加和减少电力需求的能力。聚

合商可以通过价格补偿或者经济激励来发挥DR资源的灵

活性，这将使得DR资源可以根据系统运行的需要调整自

身的用电行为[6-7]。然后，聚合商可以在辅助服务市场

中交易 DR 资源的灵活性，为电力系统运行提供可控

资源。
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到目前为止，关于如何充分利用DR资源的灵活性为

电网提供辅助服务，科研人员已经开展了许多研究。为了

实现峰值负荷转移效应，Li等[8]建立了电动汽车（EV）

集群参与基于价格的DR的模型。Sanandaji等[9]利用住宅

供暖、通风和空调（HVAC）总负荷的电力消耗灵活性，

以一定的爬坡速率对备用服务进行调控。Hu等[10]在研究

中提出了利用DR资源实现多区域电力系统供需平衡的想

法。参考文献[11]中提出的方法为提供灵活性的DR参与

者建立了奖励机制，并使用DR资源的灵活性来实现供电

馈线的负荷转移和电压改进。

如参考文献[8-11]所示，分布式能源聚合的灵活性决

定了DR项目的实施效果[12]。然而，考虑到终端用户行

为的随机性和DR资源的复杂物理特性，在DR项目落地

实施前，DR资源的聚合灵活性通常是不确定的。因此DR

项目中广泛采用了数种风险控制策略来处理这种DR资源

灵活性的不确定性。参考文献[13]将条件风险价值引入

EV模型，从而在辅助服务市场中提供储备，以应对EV

模型中灵活性的不确定性。参考文献[14]为EV集群模型

中的最优调度建立了鲁棒优化问题，以获得保守的频率调

节市场参与策略。针对DR项目中并网EV的实际及预期

灵活性之间的偏差，参考文献[15]依靠一种基于预测控制

的滚动时域法建立了一个优化模型。Han等[16]使用基于

多场景的随机规划方法来处理DR项目中EV模型灵活性

的不确定性。虽然参考文献[13-16]中使用的风险控制方

法可以帮助聚合商衡量目前DR项目中的不确定性，但其

结果可能是高度保守的，这可能导致DR用户的经济利益

损失，甚至妨碍 DR 资源在电网运营中充分展现其灵

活性。

一个准确的聚合灵活性预测模型对于其处理参与电网

运营时的不确定性至关重要。然而，关于灵活性预测问题

的研究很少。许多研究主要集中在电力负荷的预测上，而

非直接预测灵活性。Wang等[17]和Chen等[18]提出了一

种用于系统规划和调度的概率负荷预测方法。参考文献

[19]中，作者回顾了当前的能量预测方法并提供了未来的

研究方向。然而，他们没有讨论对于灵活性的直接表示与

预测方法。目前，关于灵活性的研究仍大多停滞于定义和

评价阶段。参考文献[20]提供了EV灵活性的表示方法，

考虑了EV对于频率调节的参与情况，并使用三年的数据

评估了EV在频率调节中的灵活性。对于住宅DR负荷问

题，在参考文献[21]中，作者建立了需求变化的二项概率

分布模型，并使用最大似然估计来评估需求增加、需求减

少或需求固定时的灵活性。

在参考文献[22]中，作者提出了一种基于循环神经网

络（RNN）的灵活性预测方法，以获取聚合的家用生活

热水系统（DHWS）的灵活性。利用DHWS的灵活性预

测结果，可以在一定精度下解决日前实时的负荷转移调度

问题。然而，该研究所提出的基于RNN的灵活性预测方

法只能预测聚合灵活性的尺度，而不能呈现灵活性的维持

时间。此外，普通的基于RNN的方法可能在复杂问题中

表现不佳。例如，当输入序列足够长时，RNN可能会出

现梯度爆炸或者梯度消失的问题，因此该方法的适用性存

在缺陷[23-24]。

在文献[22]提出的基于RNN的灵活性预测的基础上，

本研究采用了一种先进的深度学习网络，即结合时间卷积

网络（TCN）的Transformer模型，实现了对两种典型DR

资源 ——EV 和 DHWS 的实时聚合灵活性的多步超前预

测。该方法考虑了物理特性以及不同的功耗策略。本研究

的主要贡献有两个方面。首先，本研究为DR资源提供了

一种通用的提前多步的灵活性预测方法。通过本研究所提

出的灵活性预测方法，可以得到聚合灵活性的尺度及持续

时间。其次，我们使用结合TCN的Transformer模型来解

决聚合 EV 和 DHWS 的灵活性预测。结合 TCN 的 Trans‐

former预测模型是用于建模长时间依赖问题最先进的模型

之一。经过实例模拟研究，具有长预测时隙的灵活性预测

的准确性得以验证。本研究所提出的灵活性预测方法可以

支持 DR 规划和运行问题，如向电网提供备用容量服

务等。

本文的其余部分组织如下：第2节为研究提供了准备

工作，内容包括问题描述、系统框架以及一些重要定义；

第 3节详细描述了基于结合TCN的Transformer的预测方

法；第 4节介绍了实例仿真模拟研究的结果和讨论；第 5

节给出结论。

2. 准备工作

2.1. DR资源灵活性的定义

从广义上讲，灵活性是指系统对内部及外部不确定性

的响应能力，即系统在内部或外部变量发生变化时的响应

能力[25]。然而，在电力系统中，灵活性尚没有统一的定

义。目前，一个被广泛接受的定义来自于国际能源署。它

将电力系统灵活性定义为在系统遭受大干扰期间通过调整

发电机发电量或负荷用电量来维持可靠性的能力[5]。根

据国际能源署对灵活性的定义，对于负荷侧的DR资源而

言，其灵活性反映在增加或减少电力需求的能力上。

图1说明了DR资源的灵活性。就DR资源的基本功率

需求（Pbase），即正常使用的功耗而言，功率需求可以增
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加到Pmax或减少到Pmin，其中Pmin < 0表示DR资源可以向

电网供电。Pmax和Pmin的值受限于DR资源的物理特性以

及用户的要求，本问题将在 2.3 节中详细讨论。Pbase和

Pmin/Pmax之间的距离是减少或增加电力需求的能力，即灵

活性。

这种灵活性可用作电力系统的备用容量。在传统意义

上，备用容量为当负荷超出预期时的额外发电能力[16]。

备用容量设置可保护电力系统免受未来运行事件（包括能

量损失或负荷预测错误）的不确定性的影响。当此类运行

事件发生时，DR资源还可以通过增加或减少其电力需求

来弥补供需之间的不平衡。因此，可以将DR减少/增加电

力需求的能力称为上行/下行备用容量，如图1所示。

DR资源提供备用容量的合理方式是允许它们不对称

地申报上行/下行备用容量的值。然而，能量和功率的不

确定性和耦合性使得DR灵活性的描述成为一个复杂的问

题。为了更好地在电力系统中利用DR资源的灵活性，我

们需要探索灵活性的预测方法。

2.2. 问题表述与DR系统框架

我们研究的主要目的是通过使用历史终端用户行为数

据库处理实际用电量的数据记录，从而提前多步预测两种

典型DR资源（即EV和DHWS）的灵活性。

在预测中，我们研究了聚合形DR的灵活性，因为它

可以抵消内部分布式DR资源的不确定性，并且现有的电

力市场规则不允许单个客户参与。考虑到EV和DHWS的

不同电力消耗特性，分别使用EV聚合商（EVA）和DH‐

WS聚合商（DHWSA）聚合各个EV与DHWS。

ì
í
î

ïï

ïï

FEVA (t)= P̂EVA (t)-PEVA (t)

FDHWSA (t)= P̂DHWSA (t)-PDHWSA (t)
（1）

EVA和DHWSA在时间步长 t下的灵活性分别表示为

FEVA (t) 和 FDHWSA (t)，可从式（1）中导出。 PEVA (t) 和

PDHWSA (t)分别表示EVA和DHWSA在时间步长 t下的基本

功率需求，这相当于第 2.1 节中的 Pbase。 P̂EVA (t) 和

P̂DHWSA (t)分别代表EVA和DHWSA在参与DR项目时在时

间步长 t下的总功率，相关内容将在下一节中进一步详细

讨论。

图 2显示了DR系统框架。注意，我们把从电网到需

求侧的功率方向定义为正向。EVA和DHWSA可以参与电

力能源市场和辅助服务市场进行系统备用容量的竞价。为

了更好地对灵活性实现预测及应用，EVA和DHWSA可以

通过发送DR信号（DS，见第 2.4节中的详细讨论）作为

指令，分别协调和调度所有分布式EV和DHWS的功率。

当它们根据DS指令改变用电行为时，EVA和DHWSA可

以为DR用户提供有吸引力的电费折扣。为了进行分布式

EV和DHWS的灵活性预测，EVA和DHWSA都将使用结

合TCN的Transformer的技术。结合TCN的Transformer模

型将在本文第3节中详细描述。

2.3. EV和DHWS的基本电力需求

如 2.1节所述，聚合DR资源的灵活性与基础电力需

求密切相关，聚合DR资源的基础电力需求受DR资源的

物理特性和终端用户用电策略的影响。

2.3.1. 各个DR资源的物理特性

我们的研究考虑了每辆EV的三种运行模式，即以额

定快充功率Pfast快充、以额定慢充功率Pslow慢充和额定放

电功率Pdis放电。我们制定了以下约束来表示单个EV的

特征，如式（2）~（8）所示：

Pdis £ PEV (t) £ Pfast, （2）
E(t + 1)=E(t)+ ηPEV (t)Dt if tÎ[tstarttdep ) （3）

E(t)= 0 if tÏ[tstarttdep ], （4）
E(t)=Estart if t = tstart, （5）
E(t)³Eesp if t = tdep （6）

E(t)£Emax, （7）
PEV (t)³Pslow if E(t)<Ems, （8）

式 中 ， PEV (t) 表 示 EV 在 时 刻 t 的 功 率 。 PEVA (t)=

∑
EVÎEVA

PEVA (t)表示PEV (t)与PEVA (t)之间的关系。EV在时间

步长 t 下的荷电状态（SOC）记为 E(t)。充电桩（电网）

与EV电池之间的能量传递效率记为 η。我们使用Dt来表

示采样时间尺度。EV在充电开始时 tstart 接电的初始荷电

状态可表示为Estart。断电时 tdep 的预期荷电状态可表示为

Eexp。荷电状态的最大限额可表示为Emax。EV需充电达到

图1. DR资源的灵活性。
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一定荷电状态才能满足驾驶需求，如式（6）所述。Ems值

可以保证EV的充电需求，这意味着当EV的荷电状态低

于Ems时，该EV必须处于充电状态。

DHWS用户的需求是将水箱温度Ttank保持在预设的温

度Tref附近，允许的最大偏差在固定区间Tdb内，如式（9）

中所述。DHWS中热水器的耗电量在本研究中用Pb表示，

其运行模型公式如下：

Tref - Tdb £ T tank (t) £ Tref + Tdb （9）
T tank (t + 1)=T tank (t)+

Qheat (t)-Qdrain (t)-Q loss (t)
CpV tank

（10）
Qheat (t) = PbDt, （11）

0 £PDHWS (t) £Pb （12）
Qdrain (t)=Vflow (t) Cp (Toutlet - T inlet ), （13）

Q loss (t)=Λ tank (T tank (t)-Tamb (t)), （14）
式中，Ttank (t)表示时刻 t时DHWS中水箱的温度。DHWS

通过控制恒温式热水器发出的热量Qheat (t)将Ttank (t)保持在

预设值 Tref 附近。Qdrain (t)和 Qloss (t)分别表示在时刻 t 时，

在热水使用过程中，由于终端用户使用而产生的热损失和保

温水箱到周围环境的热损失。Cp和V tank分别是水的比热容

和水箱的容积。Pb指DHWS中热水器的耗电量，Dt代表

采样时间尺度。DHWS在时间步长 t下的功率可以表示为

PDHWS (t)，而 PDHWSA (t)= ∑
DHWSÎDHWSA

PDHWS (t)。 Tinlet 和 Toutlet

分别是进水与出水的温度。Vflow (t)表示供应居民当前DH‐

WS运行的热水总流量。Λtank 为水箱的保温系数，Tamb (t)

是时刻 t下的环境空气温度。

2.3.2. DR资源的功耗策略

除了DR资源本身的特性外，用户偏好的用电策略对

基础用电需求也有显著影响。在本研究中，我们将考虑两

种典型的用电策略并研究其对灵活性的影响：策略1是最

原始的用电方式，即用电方式完全取决于用户的用电需

求；策略2是最经济的用电方式，采用该种策略的用户会

充分考虑电价，在电价低时往往会消耗更多的电量。在未

执行分时电价（ToU）的时期，DR用户主要采用策略1进

行用电，然而，随着分时电价的普遍使用，策略2越来越

被DR用户广泛接受。

按照用电策略 1，EV一停车就开始充电，只有当水

箱温度达到下限时，热水器才会加热。然而，由于分时电

价已广泛应用于EV停车场和住宅区，各个EV和DHWS

的耗电量可能受分时电价的影响。因此，在策略2中，我

们考虑了分时电价计费规则下的优化功耗模式。策略2中

聚合EV和DHWS的优化目标如式（15）所示。

ì
í
î

min cToU (t)×PEVA (t)× Dt

min cToU (t)×PDHWSA (t)× Dt
（15）

式中，cToU (t)表示分时电价。

与策略 1相比，策略 2下的部分DR的灵活性已在某

些时刻激活以响应分时电价。然而，基于策略 2，DR资

源仍然具有额外的灵活性。如果电网有应急备用容量需

求，使用策略2提前预测DR资源灵活性将有助于DR资源

为电网提供备用容量。此类型的需求响应过程可以通过额

外的补贴来推动。

两种功耗策略都受到各个EV [式（2）~（8）]和DH‐

WS [式（9）~（14）]的物理特性的约束，我们假设 EV

的快速充电模式只是在参与DR项目时启用。

2.4. 需求响应信号

在本节中，我们使用DS来预测DR灵活性并帮助实

图2. 系统框架。Pb：DHWS热水器的耗电量；Pdis：以额定放电功率放电；Pfast：以额定快充功率快充；Pslow：以额定慢充功率慢充。
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施DR管理。根据DR管理中的说明，DS由EVA或DHW‐

SA发送到分布式EV或DHWS。DS的不同值代表不同的

DR要求，分布式EV和DHWS需要根据它们收到的不同

DS值来切换其用电量。我们定义了三个DS值来表示EV

和DHWS相应的响应，如表1所示。图3给出的示意图更

好地阐明不同DS值下单个EV和DHWS的电力与状态变

化。要注意的是，本研究中相同的DS是从EVA或DHW‐

SA被发送到所有分布式EV和DHWS。

2.5. 基于DS的灵活性公式

由于已经在第 2.4节中设置了DS，因此可以推断出，

在DS = 0的情况下，式（1）中的 P̂EVA (t)和 P̂DHWSA (t)分别

等于PEVA (t)和PDHWSA (t)。最终，式（1）可改写为：

ì

í

î

ïïïï

ïïïï

FEVA (t)= |P̂EVA (t)
DS ¹ 0

- |P̂EVA (t)
DS = 0

FDHWSA (t)= |P̂DHWSA (t)
DS ¹ 0

- |P̂DHWSA (t)
DS = 0

（16）

式中， |P̂EVA (t)
DS ¹ 0

和 |P̂DHWSA (t)
DS ¹ 0

分别代表DS ≠ 0时的

聚 合 EV 和 DHWS 的 总 功 率 ； |P̂EVA (t)
DS = 0

和

|P̂DHWSA (t)
DS = 0

分别表示DS = 0时EV和DHWS的总功率。

DR计划通常需要DR资源的灵活性，以提供一个可以

维持一段时间的值。因此，本文提出了一种基于DS的灵活

性计算方法，以推导出DR资源在不同维持时间下的灵活

性。首先，我们应该在 k时间步长内充分激活所有分布式

EV和DHWS的灵活性值。因此，EVA和DHSWA可以向

所有分布式 EV 和 DHWS 发送 DS (t)= 1, DS (t + 1)= 1, ...,

DS (t + k)= 1 [或者 DS (t)=-1, DS (t + 1)=-1, ..., DS (t + k)=

-1]，这意味着增加（或减少）电力消耗至少可保持 k时

间步长。之后，基于 DS 可推导出灵活性 F(t) F(t +

1)...F(t + k)。基于 F(t) F(t + 1)...F(t + k)的值，在最小 k

时间步长处剩余的灵活性F k 可以通过找到 | F(t) |  | F(t +

1) | ...| F(t + k) |的最小值来获得。如式（17）所示，式中

的下标表示应用于EVA或者DHWSA。需注意的是，找到

最小值的物理意义是确保灵活性可以在几个连续时间步长

内以常数值的块形式呈现。我们可以从式（17）推断，由

于DR资源的能量有限，除了基本计划之外，维持时间也

是导致灵活性变化的原因。如果电力导致荷电状态达到

EV电池容量的边界或DHWS的水箱温度达到参考温度的

边界，那么DR资源则无法向或从电网输送电力。因此，

灵活性相应地降低。

ì

í

î

ïïïï

ïïïï

|| F k
EVA =min [ ]|| FEVA (t)  || FEVA (t + 1) ... || FEVA (t + k)

|| F k
DHWSA =min [ ]|| FDHWSA (t)  || FDHWSA (t + 1) ... || FDHWSA (t + k)

（17）
因此，基于上述分析和建模方法，我们可以获得聚合

EV和DHWS相应的灵活性。为了更直观地解释本文提出

的基于DS的灵活性计算过程，图3给出了在不同DS值下

持续两个时间步长的单个EV和DHWS的示例。图3所示

的灵活性计算结果见表2。

如式（16）中的定义，当DS = 1时，图 3中示例EV

的灵活性为Pfast − Pslow，该灵活性可以保持两个时间步长。

当DS = −1时，调度灵活性为Pdis − Pslow；然而，考虑EV

用户的能源需求，灵活性只能保持一个时间步长。因此，

根据式（16），如果计算两个时间步长下示例EV的灵活

性，其结果为0。

对于图3中的示例DHWS，当DS = 1时，它可以提供

维持时间为两个时间步长的Pb调度灵活性。由于水箱温

度的限制，当DS = −1时，DHWS无法提供任何灵活性。

考虑EV和DHWS都具有时间耦合约束，如式（3）和式

（10）所示，下一个时间步长的灵活性受前一个时间步长

的灵活性所影响。因此，在DS = −1时，如果水箱的状态

是在加热而不是散热，那么DHWS可以中断加热以提供

调度灵活性。

表2 图3相应的灵活性计算结果

DS value and maintaining time

DS = 1, 2 time steps

DS = −1, 2 time steps

EV flexibility and maintaining time

Pfast−Pslow, 2 time steps

0

DHWS flexibility and maintaining time

Pb, 2 time steps

0

表1 DS值以及单个EV和DHWS的相应反应

DS value

1

−1

0

Demand

Reserve down

Reserve up

Not engage in DR program

EV response

Increase charging power or decrease discharging power

Decrease charging power or increase discharging power

No need for state switching

DHWS response

Increase the power consumption of the boiler

Decrease the power consumption of the boiler

No need for state switching
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3. 灵活性预测方法和算法

3.1. 序列到序列（基于Seq2Seq）的灵活性预测方法

为了预测EV和DHWS多步超前的灵活性，我们首先

在DS = 0和DS ≠ 0的情况下，根据式（16）、（17）预测

了 P̂EVA (t)和 P̂DHWSA (t)。在这里，我们说明预测的过程。

PEVA (t)和 PDHWSA (t)的分析是相似的，因此为简化起见，

在第3节后面部分仅对PEVA (t)进行分析。

我们将 t表示为预测槽的第一个时刻，将PEVA (t)表示

为EVA的基础功率（这在不同的策略中会有所不同）。当

第一个DS (DS (t))将PEVA (t)变为 P̂EVA (t)时，我们用F(×)来

表示这个变换，因此得到式（18）。

P̂EVA (t)=F[PEVA (t)DS (t)eEVA (t)] （18）
在式（18）中，eEVA (t)表示可能有助于 P̂EVA (t)的值的

其他外部条件，这取决于问题策略。需注意的是，可以将

PEVA (t)的预测公式表示为参考文献[26-27]中的时间序列

预测模型。这也可以保证EV和DHWS的时间耦合约束。

因此，我们得到式（19）。

PEVA (t)= f [PEVA (t - 1)PEVA (t - 2)...PEVA (t -N);

uEVA (t)uEVA (t - 1)...uEVA (t -N)]
（19）

同理，uEVA (t)是可能影响PEVA (t)的外部因素，N代表

所考虑的时间依赖的长度。将式（19）代入式（18），并

应用式（20）~（22）中的定义：

Encoder[ṖEVAu̇EVA ]= f [PEVA (t - 1)PEVA (t - 2)...PEVA (t -N);

uEVA (t)uEVA (t - 1)...uEVA (t -N)]

（20）
u̇EVA =[uEVA (t)uEVA (t - 1)...uEVA (t -N)] （21）

ṖEVA =[PEVA (t - 1)PEVA (t - 2)...PEVA (t -N)] （22）
我们得到超前一个时间步长的预测，如式（23）

所示。

P̂EVA (t)=F{DS (t)eEVA (t)Encoder[ṖEVAu̇EVA ]}（23）
考虑到需要预测超前多步的 P̂EVA (t + k)，我们可以重

复使用超前一步预测（采用了多步预测问题的形式）作为

下一个输入，如参考文献[26-27]所示。因此，我们得到

式（24）。

P̂EVA (t + k)=F{P̂EVA (t + k - 1)...P̂EVA (t);

DS (t + k)...DS (t);

eEVA (t + k)...eEVA (t);

Encoder[ṖEVAu̇EVA ]}

（24）

将F(×)表示为Decoder[×]，我们最终得到式（25）。

P̂EVA (t + k)=Decoder{P̂EVA (t + k - 1)...P̂EVA (t);

DS (t + k)...DS (t); eEVA (t + k)...

eEVA (t); Encoder[ṖEVAu̇EVA ]}

（25）

可以将同样的步骤应用于 P̂DHWSA (t)，因此得到

式（26）。

图3. 不同DS值下单个EV和DHWS在两个时间步长下的功耗和状态。（a）DS = 1；（b）DS = −1；（c）DS = 0。
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P̂DHWSA (t + k)=Decoder{P̂DHWSA (t + k - 1)...P̂DHWSA (t);

DS (t + k)...DS (t); eDHWSA (t + k)...

eDHWSA (t); Encoder[ṖDHWSAu̇DHWSA (t)]}

（26）

这种形式类似于自然语言处理（NLP）领域的

Seq2Seq模型形式[28]；因此，我们可以使用在NLP中被

称为最先进的Transformer模型来实现这种预测。

3.2. Transformer模型

Transformer 模型于 2017 年被首次推出[29]。在此之

前，主要是选择各种类型的RNN和卷积神经网络（CNN）

来构建Seq2Seq模型。然而，这些基于RNN/CNN的模型

存在很多问题，特别对于RNN构建的模型来说，其最大

的问题就是无法很好地处理具有长时期依赖性的序列。在

处理长序列输入时，基于RNN的模型可能会遇到梯度爆

炸和梯度消失的问题[23-24]，导致性能不佳。尽管有研

究已经提出了一些更新的 RNN 结构，如长短期记忆

（LSTM）[30]和门循环单元[31]，但这些更新的RNN结构

随着序列变长也会出现问题。

由于Transformer模型的核心是多头注意力机制和自

注意力机制，该模型显示出其在处理长时间依赖方面的强

大能力。这些机制使模型能够自主选择更加重要的输入。

Transformer模型很容易通过训练数据集学习时间耦合关

系。在我们的研究中，一天被划分为 96个时间步长，这

使得输入序列变得更长；因此，毫无疑问，Transformer

模型将是解决这个问题的合适模型。此外，多头注意力机

制和自注意力机制也使得Transformer模型适用于更一般

的情况。因为我们需要预测两个DR资源的灵活性，所以

我们使用了这个更强大的工具。

Transformer模型的结构比较复杂，因此，我们不会

解释详细的机制。关于Transformer模型更多的细节可以

在参考文献[29]中找到。

3.3. 基于TCN的输入嵌入模块

在普通的 Transformer 模型中，输入需要经过一个

“输入嵌入层”才能发送到内部结构。在NLP中，输入嵌

入层的功能是使用一个维数低得多的向量来表示词的相对

高维的独热编码。更一般地说，这可以看作是一种特征提

取方法。基于此，我们找到了实现研究中输入特征提取的

方法。

因为卷积操作是从原始输入中提取信息的强大工具，

所以CNN可能是不错的选择。考虑到本研究中输入的是

时间序列，一个可以捕获序列信息的结构自然会起作用。

在各种基于CNN构建的模型中，2018年提出的“TCN”

模型[32]是基于CNN的处理时间序列最先进的模型之一。

本文之后将展示如何使用一种可以在原始Transformer模

型中实现此类特征提取的TCN模型。

TCN模型的核心结构如图4所示。左图是“扩展因果

卷积”，代表因果卷积和扩展卷积的集成，它使较短的序

列可以表示较长的序列。连接到正方形的蓝线的数量是

“内核大小”（在此图中，内核大小为 3）。“d”是膨胀系

数，代表连接到正方形的两条相邻蓝线之间的距离。我们

可以看到，当内核大小为 3时，深度为 4的网络（层数）

使最终输出（顶层的蓝色方块）包含了输入的所有信息。

右图是“TCN模型中的残差块”，代表了一种设计结构，

可以使网络更深而不会出现退化[33]。这种结构叫做“残

差连接”（residual connection），是在参考文献[33]中被提

图4. TCN模型的核心结构。ReLU：整流线性单元。
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出的。权重归一化（weight norm）[34]对层参数进行缩放，

从而提高模型的性能。

最后，通过串联几个残差块，我们得到了TCN的整

体模型，即“基于TCN的输入嵌入模块”。

需要注意的是，在TCN模型中，输入和输出的长度

是相同的；然而，我们只能选择TCN结构顶部最后96个

时间步长的输出作为Transformer模型的输入。这有两方

面原因：一方面，最后 96个输出通过合理的设计包含了

输入序列的所有信息；另一方面，较短的序列可以减少

Transformer模型的计算负担。我们将整个结构称为结合

TCN的Transformer模型，如图 5所示。可以看出，该模

型结构正好实现了式（25）、（26）的形式。

3.4. 训练详情

3.4.1. 模型的输入和输出

在式（25）、（26）中，我们建立了预测的一般形式。

在本节中，我们使得式（25）、（26）的表达形式更为详

细。如前文所述，在不同的 DS 值下，模型的输出为

P̂EVA (t) 和 P̂DHWSA (t)。 对 于 输 入 ， 除 了 P̂EVA (t + k -

1)...P̂EVA (t)、DS (t + k)...DS (t)和 ṖEVA之外，我们还需要

根据问题的特点指定包括N、u̇EVA、u̇DHWSA、eEVA和 eDHWS

在内的变量。首先，我们为所有场景设置N = 192。由于

本研究将一天分为 96个时间步长，因此，这表明考虑了

过去两天的输入。其他变量取决于不同的情况，包括

图5. 结合TCN的Transformer模型。
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EVA/DHWSA及策略1和2。它们是单独引入的。

3.4.2. EVA的模型输入和输出

对 于 策 略 1， 我 们 设 置 u̇EVA = 0̇ 和 [eEVA (t + k)...

eEVA (t)]= 0̇，这意味着Encoder和Decoder中没有外部因素

介 入 。 在 这 种 情 况 下 ， 式 （25） 可 以 改 写 为 式

（27）、（28）。

P̂EVA (t + k)=Decoder{P̂EVA (t + k - 1)...P̂EVA (t);

DS (t + k)...DS (t); Encoder[ṖEVA ]}
（27）

ṖEVA =[PEVA (t - 1)PEVA (t - 2)...PEVA (t - 192)] （28）
对于策略 2，考虑基础功率是根据分时电价设置的，

在 u̇EVA和eEVA中，我们将分时电价作为外部因素，得到式

（29）~（31）。

P̂EVA (t + k)=Decoder{P̂EVA (t + k - 1)...P̂EVA (t);

DS (t + k)...DS (t); eEVA (t + k)...

eEVA (t); Encoder[ṖEVAu̇EVA ]}

（29）

u̇EVA =[uEVA (t)uEVA (t - 1)...uEVA (t - 192)]

=[cToU (t)...cToU (t - 192)]
（30）

[eEVA (t + k)...eEVA (t)]=[cToU (t + k)...cToU (t)] （31）
3.4.3. DHWSA的模型输入和输出

DHWSA的特点与EVA相似，因此对于策略 1，输入

和输出与 EVA 的输入和输出相同，如式（32）、（33）

所示。

P̂DHWSA (t + k)=Decoder{P̂DHWSA (t + k - 1)...P̂DHWSA (t);

DS (t + k)...DS (t); Encoder[ṖDHWSA ]} (32)

ṖDHWSA =[PDHWSA (t - 1)PDHWSA (t - 2)...PDHWSA (t - 192)]

（33）
对于策略2，同理，我们得到式（34）~（36）：

P̂DHWSA (t + k)=Decoder{P̂DHWSA (t + k - 1)...P̂DHWSA (t);

DS (t + k)...DS (t); eDHWSA (t + k)...

eDHWSA (t); Encoder[ṖDHWSAu̇DHWSA ]}

（34）

u̇DHWSA =[uDHWSA (t)uDHWSA (t - 1)...uDHWSA (t - 192)]

=[cToU (t)...cToU (t - 192)] (35)

[eDHWSA (t + k)...eDHWSA (t)]=[cToU (t + k)...cToU (t)]（36）
3.4.4. 超参数设置

要对模型进行训练，必须有指定超参数。表3列出了

本研究中所使用的超参数，Adam算法在网络训练中表现

良好，可以轻松应用于许多机器学习任务[35]。我们选择

了Adam优化器来训练该网络。

3.4.5. 训练数据集

我们需要指定训练数据集。根据所需的变量创建训练

数据集，即式（27）~（36）中的输入和输出。EVA 和

DHWSA灵活性预测的训练数据集将在下文进行介绍。需

注意的是，因为不同场景（EVA或DHWSA在不同策略

下）的特征是不同的，因此我们需要训练几个不同的

模型。

3.4.6. EVA训练数据集

为了训练结合TCN的Transformer模型，我们假设所

有分布式EV的历史信息，包括到达时间、出发时间、电

池容量和充电状态，都可以由EVA收集。然后，基于式

（2）~（8），我们产生了策略 1下的基础电能消耗。基于

式（2）~（8）、（15），我们得到了策略2下的基础电能消

耗。因此，我们在策略1和2中获得了没有DS的基本调度

功率PEVA。基于基本功率，根据表1，EVA可以推导出每

天在DS = 1和 −1时的EV充电/放电功率 P̂EVA。

3.4.7. DHWSA训练数据集

DHWSA网络的训练需要DHWS的基本信息，包括物

理参数、水温和开关信息。在收集了DHWS的历史数据后，

基于式（9）~（14），我们产生了策略 1下的基础电能消

耗。基于式（9）~（15），我们产生了策略 2下的基础电

能消耗。因此，我们可以在策略1和2中获得没有DS的基

本调度功率PDHWSA。基于基本功率，根据表1，EVA可以

推导出DS = 1和 -1时每天的EV充电/放电功率 P̂DHWSA。

请注意，在策略2的情况下需要为EVA和DHWSA收

集每天的分时电价。

3.5. 应用

经过训练，结合TCN的Transformer模型可以提供准

表3 结合TCN的Transformer模型的超参数

Model structure

TCN-based input embedding block

Transformer

Hyper parameters

Number of residual blocks

Number of channels

Kernel size

Dropout rate

Encoder layers

Encoder heads

Encoder feedforward layer dims

Decoder layers

Decoder heads

Decoder feedforward layer dims

Dropout rate

Value

4

64

4

0.1

3

8

256

3

8

256

0.1
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确的预测。在实时情况下，一旦我们想提前多步预测灵活

性，就会使用一组新的EV/DHWS数据，并将其输入到不

同电力消耗策略下的EVA/DHWSA训练过程中。由不同

的DS值（包括DS = 0和DS ≠ 0）激活的EVA/DHWSA所

对应的功率可以被提前一步生成。例如，如果我们需要预

测时间步长 t + k处的上调灵活性，我们可以将DS(t + k) =

−1作为解码器输入，得到DS(t + k) = −1时预测功率在 t +

k处的网络输出。接下来，我们将DS(t + k) = 0作为解码

器输入，得到DS(t + k) = 0时预测功率在 t + k处的网络输

出。根据式（16），我们将DS(t + k) = −1时的预测功率减

去DS(t + k)= 0时的预测功率来获得上调灵活性。然后，

使用该输出作为下一个输入，可以推导出相应的提前多步

功率。使用式（16）、（17）可以轻松得出提前多步的灵

活性。

3.6. 算法总结

在本节中，我们将介绍算法1，对所提出的基于结合

TCN的Transformer模型的灵活性预测的整体过程进行总

结。需要注意的是，在应用中，EVA/DHWSA只需要在训

练好模型后重复第6步即可。

4. 案例研究

为了证明所提出的基于结合TCN的Transformer的方

法在EV和DHW灵活性预测中的有效性，本文进行了案例仿

真研究，并在本节介绍了研究的结果。我们使用了一台配置为

Intel® CoreTM i7-7500U CPU @2.70-2.90 GHz、8 GB RAM、

RTX2060的计算机，以及一台配置为6 × Intel® Xeon®CPU

E5-2678 v3 @ 2.50 GHz、11 GB RAM、RTX2080 Ti 的云

服务器，来运行所有的模拟。

4.1. 基本数据

该模拟基于一个拥有 2000 DHWS和 1000 EV的居民

区。EV停车行为的数据和参数来自参考文献[36]。DH‐

WS使用行为的数据和参数来自参考文献[37]。上述关键

参数如表4所示。这两种策略的数据来自每年的256个工

作日。选取前 196天组成Transformer模型的训练数据集。

为避免网络的过度拟合，选取剩余的197~226天作为验证

数据集。最后，从第 227~256天中随机选取 30天测试算

法的性能。EV充电站和居民区的分时电价如图6所示。

由于EV和DHWS在用电时间上存在差异，DHWS在

一天内的研究范围是 00:00~24:00，而 EV 的研究范围是

12:00至次日 12:00。在本研究中，一个时间步长是15 min，

因此，一天可以分为96个时间步长。

4.2. Transformer模型的收敛性能

在本研究中，我们使用训练数据集中目标值与网络输

出之间的均方误差作为损失函数。图7说明了两种策略下

的网络学习性能。如图7所示，所有损失函数在开始的一

些 epoch内都经历了急剧下降，此外，随着 epoch的增加，

损失函数在10−5附近呈现稳定以及轻微的下降。尽管有轻

微的波动，但验证集上的损失函数值仍保持下降趋势，没

有出现任何异常激增，这表明学习过程中没有出现过拟

合。总的来说，综合考虑 4 h （600 个 epoch）和 6 h

（1000个 epoch）的总训练时间以及较高的收敛性能，所

图6. EV充电站和居民区的分时电价。

Algorithm 1. Algorithm for the TCN-combined transformer-based DR flex‐

ibility prediction.

1. Prepare 4 TCN-combined transformer models to predict the flexibility of

EVA and DHWS under strategies 1 and 2, respectively.

2. Get historical dataset of EVA and DHWSA considering their characteris‐

tics for strategy 2; ToU tariff should also be collected.

3. Specify the inputs and outputs of the model for EVA and DHWSA under

different strategies based on Eqs. (27–36).

4. Set the model hyperparameters for EVA and DHWSA under different

strategies.

5. Train the 4 models.

6. Input the real-time data of EV/DHWS to the network and achieve a one-

step-ahead prediction. Then, repeatedly use the output as the next input to

achieve the multi-step-ahead prediction; thus, the multi-step-ahead flexibili‐

ty can be predicted using Eqs. (16) and (17).

表4 EV和DHW的一些参数

Parameter

Pfast

Pslow

Pdis

Ems

Value

9 kW

3.3 kW

−3.3 kW

0.5 × 30 kW·h

Parameter

Emax

Eexp

Pb

Vtank

Value

0.9 × 30 kW·h

0.85 × 30 kW·h

3 kW

300 L
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提出的网络结构实现了复杂度和性能之间的平衡。

4.3. 灵活性预测结果分析

为了评估EVA和DHWSA的灵活性在不同维持时间

下的预测性能，我们比较了策略1（不考虑优化功耗）和

策略2（考虑优化功耗）在6种场景下的结果：① DS = −1

维持 15 min；② DS = −1 维持 30 min；③ DS = −1 维持

60 min；④ DS = 1 维持 15 min；⑤ DS = 1 维持 30 min；

⑥ DS = 1维持 60 min。此外，为了验证我们提出的多步

灵活性预测方法能否预测较长时段，我们选择预测接下来

一天的灵活性，这意味着我们需要检验对于 96个时间步

长的提前预测的准确性，因此，k = 96。所以，我们的多

步预测是通过重复进行一步预测来实现的。在实时情况

下，我们可以根据情况随时预测任何提前一步的灵活性。

为了说明所提出的基于结合TCN的Transformer模型

的算法的优越性，我们还使用了LSTM方法（一种更新的

RNN结构，见3.2节）来预测本节中描述的灵活性。经过

训练的LSTM包含一个输入层、两个隐藏层，每个隐藏层

有128个节点。

4.3.1. 一天内的灵活性预测结果

图8至图11显示了在测试数据集中随机选择一天的灵

活性预测结果。从图中可以看出，无论是结合 TCN 的

Transformer，还是LSTM，其灵活性峰值都比其他值稍难

预测。但总的来说，与实际值相比，结合TCN的Trans‐

former 的预测结果要比 LSTM 的预测结果更准确。请注

意，如2.4节和2.5节所述，灵活性的实际值是通过实时向

EV和DHWS发送DS得出的。

如图8至图11所示，不同的维持时间下相对应的灵活

性也不同。灵活性大小随着维持时间的增加而减小。由于

DR资源是分散的，且不确定性很大，很难在较长时间内

提供聚合稳定的灵活性。因此，应将DR程序中DR资源

的维持时间设置为较小的值，有利于激活更多潜在的DR

灵活性。

此外，不同时期使用策略1和策略2的灵活性也不同。

EVA的灵活性主要出现在 16:00至第二天 8:00。策略 2的

正向灵活性（从电网吸收功率）大于策略 1，而策略 2的

负向灵活性（向电网释放功率）小于策略 1。DHWSA的

灵活性一整天都存在。策略2在8:00~24:00的正向灵活性

较高，负向灵活性较低；而策略 2在 0:00~8:00的正向灵

活性较低，负向灵活性较高。另外，维持时间越低，差异

越显著。

此外，在相同的策略下，DR资源在不同的场景下呈

图7. EVA和DHWSA在两种策略下的损失函数。
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现出不同的特点。对于EVA，一旦充电超过最小荷电状

态，EV就有可能放电。然而，当接近出发时间时，几乎

不存在放电来满足EV的能量需求。因此，当DS = −1时，

16:00至第二天8:00存在正向灵活性，最大值为−4.5 MW/

15 min。DS = 1时，快速充电模式下EV的荷电状态快速

增加；然而，由于最大电池容量的限制，EV并没有继续

图8. 策略1下的EVA灵活性预测结果。

图9. 策略2下的EVA灵活性预测结果。

图10. 策略1下的DHWSA灵活性预测结果。
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提供灵活性。因此，当DS = 1时，EVA从 16:00到 24:00

的最大灵活性约为 3 MW/15 min。对于DHWSA，正负灵

活性在预测时段内分布相对均匀。如参考文献[37]中所

述，由于 DHWS 使用的变化（如晚上洗澡，早上淋浴，

13:00~16:00几乎不使用，使用后温度延迟），负向灵活性在

17:00左右达到了−4.5~−4.8 MW/15 min的低点，而正向灵

活性在00:00~8:00之间达到了峰值，大约为−5 MW/15 min。

4.3.2. 连续30天的预测准确率

表5 至表8提供了不同策略和场景下30天预测的平均

绝对误差（预测值与实际值之间误差的平均绝对值，

MAE）的信息。从图8至图11和表5至表8可以看出，所

提出的结合 TCN 的 Transformer 模型的预测灵活性比

LSTM更接近真实值。在更简单的场景中，即策略1下的

EVA 预测，结合 TCN 的 Transformer 模型的表现略好于

LSTM。随着场景变得更加复杂，如策略2下的EVA预测

与策略 1 和 2 下的 DHWSA 预测（由于 DHWS 用户数量

多，DHWSA的复杂度更高），结合TCN的Transformer模

型的预测准确度相对优于 LSTM。如 3.2节所述，LSTM

是一种更新的RNN结构，可以显著改善RNN的长时间依

图11. 策略2下的DHWSA灵活性预测结果。

表5 策略1下30天EVA预测结果的MAE

DS

1 (down)

−1 (up)

Prediction method

LSTM

TCN-combined transformer

LSTM

TCN-combined transformer

15 min (MW)

0.055

0.028

0.105

0.085

30 min (MW)

0.056

0.027

0.102

0.083

60 min (MW)

0.042

0.015

0.106

0.088

表6 策略2下30天EVA预测结果的MAE

DS

1 (down)

−1 (up)

Prediction method

LSTM

TCN-combined transformer

LSTM

TCN-combined transformer

15 min (MW)

0.230

0.177

0.147

0.094

30 min (MW)

0.180

0.155

0.116

0.073

60 min (MW)

0.158

0.148

0.092

0.052

表7 策略1下30天DHWSA预测结果的指标

DS

1 (down)

−1 (up)

Prediction method

LSTM

TCN-combined transformer

LSTM

TCN-combined transformer

15 min (MW)

0.273

0.147

0.282

0.185

30 min (MW)

0.2519

0.1480

0.1987

0.1930

60 min (MW)

0.274

0.121

0.178

0.175
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赖问题。随着分时电价、用户数量、用户行为随机性等影

响因素的增加，LSTM仍然难以完全捕获输入序列中的信

息。在一般情况下，通过多头注意力和自注意力机制，结

合TCN的Transformer模型可以很容易地通过输入序列学

习时间序列信息。结果表明，结合TCN的Transformer模

型的预测灵活性接近于真实值且准确度高，更适合于不同

用电场景下对DR资源的灵活性预测。

4.4. 灵活性预测方法的应用前景

如 2.1节所述，负向灵活性可提供向上储备，正向灵

活性可提供向下储备。从预测来看，聚合DR资源的灵活

性是通过提前多步获得的，聚合商自有资源的可调度灵活

性可以提前和实时预测。获得的预测结果可为聚合商或上

级调度机构的决策提供参考，从而实现聚合商与不同级别

电力系统运营商，如输电系统运营商（TSO）和配电系统

运营商（DSO）等的进一步合作。

在提前预测时，通过输入不同的DS信号，可以获得

灵活性的数量和维持时间，用于掌握灵活性的整体分布，

对资源灵活性进行总体评估。根据预测结果，聚合商可以

在电能和辅助服务市场中交换 DR 资源的灵活性。对于

DR用户而言，可以节约电力成本。对电力系统运营商而

言，可提前保证 DR 资源的用电量和电力系统的备用容

量，有利于减少DR资源的随机用电行为和可再生能源生

产的不确定性对电力系统的影响，从而促进负荷平衡，确

保部分应急储备。例如，根据图 10，在策略 2下，EV在

20:00~24:00期间有足够的向下储备灵活性。4:00~8:00之

间的向上储备灵活性在较短的维持时间（15~30 min）内

分布较为均匀，24:00~8:00之间在维持时间达到60 min时

向上储备灵活性呈递减趋势。基于这一预测结果，未来一

天在储备市场中，聚合商倾向于在 20:00~24:00之间提供

向下储备，并在 4:00~8:00之间提供向上储备，这是一个

更稳健的决策。因此，备用容量可用于系统运行，例如在

TSO层面调节频率或在DSO层面缓解拥塞。

在实时预测时，可以通过持续滚动预测来更新前一天

定义的DR资源的灵活性和维持时间。由于实时预测是超

短期预测，因此比提前一天预测更准确。将更新后的灵活

性相应地报告给系统操作员后，系统操作员可以及时了解

可用储备。此外，聚合商可能需要参与日内市场、平衡市

场和实时运行；在这些聚合商优化问题中，灵活性的预测

定义了分布式能源功率的上下限，因此，在聚合商优化问

题中，更新灵活性是必要的。

5. 结论

本研究提出了一种基于结合TCN的Transformer模型

的算法，用于预测DR中聚合的EV和DHWS在不同维持

时间下的灵活性大小。该预测是基于对EV和DHWS以及

DS的历史功耗行为的网络训练。通过在不同功耗策略下

对一组住宅EV和DHWS终端用户的案例进行研究，验证

了灵活性预测的准确性。我们可以推断，灵活性大小会随

着维持时间的增加而减少。总的来说，所提出的基于结合

TCN的Transformer模型的灵活性预测方法可以支持日常

电网运行中的DR调度。

缺乏足够的数据是深度学习技术在电网领域应用面临

的主要挑战。这种基于学习的方法在工程中通常没有足够

的数据，所测数据大多质量较差。为了进一步应用我们提

出的灵活性方法，我们应该利用智能电表的快速发展，积

极考虑并进行有益的尝试，以获取真实的数据。此外，进

一步发展数据生成技术非常重要，可以在难以获得准确数

据的情况下补充大量数据。由于实际数据在传输过程中可

能会丢失，发展相应的数据修复技术也有助于提高数据

质量。
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表8 策略2下30天DHWSA预测结果的指标

DS

1 (down)

−1 (up)

Prediction method

LSTM

TCN-combined transformer

LSTM

TCN-combined transformer

15 min (MW)

0.234

0.139

0.221

0.140

30 min (MW)

0.191

0.141

0.217

0.163

60 min (MW)

0.169

0.138

0.179

0.143
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