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［摘要］　Ｋ －ｍｅａｎｓ算法是一种常用的聚类算法，但是聚类中心的初始化是其中的一个难点。 笔者提出了一
个基于层次思想的初始化方法。 一般聚类问题均可看作加权聚类，通过层层抽样减少数据量，然后采用自顶
向下的方式，从抽样结束层到原始数据层，每层都进行聚类，其中每层初始聚类中心均通过对上层聚类中心
进行换算得到，重复该过程直到原始数据层，可得原始数据层的初始聚类中心。 模拟数据和真实数据的实验
结果均显示基于层次抽样初始化的 Ｋ －ｍｅａｎｓ算法不仅收敛速度快、聚类质量高，而且对噪声不敏感，其性能
明显优于现有的相关算法。
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1　引言
聚类分析在模式识别、数据挖掘等领域，起着非

常重要的作用。 近些年来，随着数据挖掘研究的深
入，聚类分析日益受到重视［１］ 。 Ｋ －ｍｅａｎｓ 算法是较
常用的聚类算法之一，其中聚类中心的初始化对该
算法的性能影响很大。 若选取的初始聚类中心不合
适，将不仅影响收敛速度，还有可能使算法陷入局部
最优，但目前许多参考文献往往绕开该问题。 迄今
为止，对聚类算法中聚类中心初始化的研究相对较
少，且没有简单通用的好方案，重复不同的随机选择
似乎成为了事实上的方法

［２］ 。 Ｐｅｎａ 等对目前常用
的初始化算法从聚类质量（有效性）、聚类方法的敏
感性（鲁棒性）和收敛速度（即效率）等方面进行了
实验比较研究

［ ３］ ，结果表明随机初始化方法和 Ｋａｕｆ唱
ｍａｎ 方法［４］ （ＫＡ）在有效性和鲁棒性方面均优于
Ｆｏｒｇｙ 方法［５］ （ＦＡ）和 Ｍａｃｑｕｅｅｎ 方法［６］ （ＭＡ），其中
ＫＡ 在收敛速度方面优于随机化方法。

最近， Ｂｒａｄｌｙ 和 Ｆａｙｙａｄ 等人对目前的一些初始
点选择的方法进行了评述，并指出“在离散数据上
采用 ＥＭ 算法和随机的初始化方法相比，并没有什
么提高” ［７， ８］ 。 在文献［７］中，其算法思想：首先对

数据进行随机抽样，例如，抽取原数据的 １ ％，然后
在抽样后的数据上采用 ＥＭ 算法进行聚类，得到一
组聚类中心，然后，重复上述过程（再重新抽样和进
行聚类），假设重复 n 次，那么就得到 n 组聚类中
心；然后对上述所有采样的数据，利用 n 组聚类中心
采用 Ｋ －ｍｅａｎｓ 算法再进行聚类，选取性能最佳的
一组，作为最终的初始聚类中心。 从他们论文所提
供的结果来看，该方法能够适用于大规模的数据，并
且总体性能较好。

Ｋｈａｎ 和 Ａｈｍａｄ提出了一种基于属性的初始化
方法

［ ９］ 。 其方法的主要思想是，数据点的每个属性
可以为初始化提供信息，利用这一点，首先获得比类
别数多的初始聚类中心，然后再进行合并，使得初始
聚类中心的个数等于类别数。 实验结果显示，该方
法的性能优于随机化的初始化方法。

笔者提出了基于层次方法的聚类中心初始化方

法（ＨＩＫＭ），通过分层聚类，找到较好的初始聚类中
心。 该算法采用误差平方和最小作为聚类测度，首
先采用金字塔结构，对原始数据进行层层抽样，在抽
样后的数据上进行聚类。 尽管抽样后数据有所减
少，但对 Ｋ －ｍｅａｎｓ 算法而言，原始信息却损失较
少，抽样后的数据能较好反映抽样前的信息，同时能
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够抑制噪声。 经过一定次数的抽样后，数据量大大
减少，聚类的收敛速度很快。 由于上述聚类中心是
基于抽样后数据的，而聚类算法所需的是原始数据
的初始聚类中心，因此必须在抽样后所得初始聚类
中心的基础上，再去求取原始数据的初始聚类中心。
2　基于层次初始化的相关理论

在给出算法之前，先介绍该算法所用到的相关
理论。 以二维情况为例，原始数据定义为 ０ 层，经过
一次抽样后为 １ 层，依此类推。 此外，假设聚类数据
每一维的坐标起始值为 １，权值为非负，采用误差平
方和最小为聚类准则。 抽样方法如下：k ＋１ 层的点
P，对应 k 层的 ４ 个点，即采用 ２（２ 的抽样方式，点 P
的权值等于其对应 ４ 个点权值的平均。 设点 P 所
对应 k层 ４ 个点的坐标及权值均可用三元组表示，
即 （ i， j， wk，i， j ）， （ i ＋１， j， wk i ＋１， j ）， （ i， j ＋１，
w k， i， j ＋１ ）， （ i ＋１， j ＋１， wk， i ＋１， j ＋１ ），其中前二元代表
坐标， w k， i， j代表第 k层，横坐标为 i 纵坐标为 j 的点
的权值，i， j均为奇数。 则点 P 的坐标及权值为（（ i
＋１） ／２， （ j ＋１） ／２， （ w k， i， j ＋ wk， i ＋１， j ＋ wk， i， j ＋１ ＋
w k， i ＋１， j ＋１ ） ／４）。

性质 １　对于加权数据，可把每点的权值视为
密度函数，则对于密度聚类，若采用误差平方和最小
准则，其聚类中心即为其重心［１０］ 。

性质 ２　基于前述抽样算法，层次抽样（或金字
塔结构）相邻两层（k 层和 k ＋１ 层）聚类中心的任一
维之间存在如下关系：

２Xk ＋１≥Xk，
２Xk ＋１ －Xk≤１ （１）

其中 Xk ＋１为 k ＋１ 层的某聚类中心的某一维坐标，Xk

为 k 层对应聚类中心的对应维坐标，１ 为单位坐标
长度。 式（１）表明，若将第 k ＋１ 层聚类中心的坐标
投射到第 k 层（均换算为 k 层坐标），其大于等于 k
层相对应聚类中心的对应维坐标，但二者之差小于
１，也即相邻两层经抽样后，同一聚类中心的任一维
所引起的误差小于 １。

证明　假设第 k ＋１ 层第 j 个聚类中心为向量
CCk ＋１， j， 可认为第 k ＋１ 层聚类于该中心的点所对
应的第 k 层的点也将聚类于相对应中心 CCk， j（实际
可能会有少数不满足该特性的点，不会对结论产生
本质的影响），根据性质 １，该聚类中心即为重心。
为不失一般性，以 X 坐标为例，分别计算第 k ＋１ 层
和 k 层的相应重心。

对于 k ＋１ 层重心，
Xk＋１， j ＝∑n

m ＝１
w k＋１，m xk＋１，m ∑n

m ＝１
w k＋１，m （２）

抽样后第 k ＋１ 层点的权值等于其所对应第 k 层的 ４
个点权值的平均，故 wk ＋１，m和 k 层对应点的 x 坐标
权值的关系为

w k ＋１，m ＝（wk， i， j ＋wk， i ＋１， j ＋wk， i， j ＋１ ＋w k， i ＋１， j ＋１） ／４
（３）

则 k层相对应聚类中心的 X 坐标为

Xk， j ＝∑４ n
l ＝１

wk， lxk， l ∑４ n
l ＝１

w k， l （４）
令 T ＝∑４n

l ＝１
wk， l ， S ＝∑n

m ＝１
wk＋１，m ，且 T ＝４S，可得

２ Xk ＋１， j －Xk， j ＝
２∑n

m ＝１
wk＋１，m xk ＋１，m ∑n

m ＝１
wk＋１，m －∑４ n

l ＝１
wk， lxk， l ∑４ n

l ＝１
wk， l ＝

∑n

m ＝１
８w k＋１，m xk＋１，m T －∑４ n

l ＝１
wk， lxk， l T （５）

抽样后 k ＋１ 层的重心可用其对应的 k 层数据表示，
现仅以 k ＋１ 层某点和其所对应 k 层的 ４ 个点为例，
可得

８wk ＋１，m xk ＋１，m ＝
（wk， i， j ＋wk， i ＋１， j ＋wk， i， j ＋１ ＋wk， i ＋１， j ＋１）（ i ＋１） （６）

wk，lxk，l ＝
wk， i， j i ＋w k， i ＋１， j（ i ＋１） ＋w k， i， j ＋１ i ＋wk，i ＋１， j ＋１ （ i ＋１）

（７）
其中 i 为奇数。

联立方程式（５）至式（７），得
２Xk＋１， j －X k， j ＝ ∑n

m ＝１
wk，２m－１， j ＋w k，２m －１， j＋１ T

（８）
式（８）表明，由于分母 T 是 k 层所有属于该类

点的权值之和，而分子∑n

m ＝１
wk，２m －１， j ＋w k，２m －１， j＋１ 仅为

其中部分点的权值之和（X 坐标为奇数所对应的所
有点的权值之和），因此 ２Xk ＋１， j －X k， j不大于 １，但一
定大于 ０。 性质 ２ 证毕。
3　基于层次初始化的聚类算法（HIKM）
3．1　算法描述

为简单起见，假设数据为二维数据，每一维大小
相等且为 ２ 的整数次幂，ｃｌｕｓｔｅｒｎｕｍ 为聚类类别数。
ＨＩＫＭ 算法主要包括自底向上和自顶向下两个过
程，首先通过层层抽样减少数据，然后进行聚类，得
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到一组聚类中心，再根据该聚类中心，推算原始数据
的初始聚类中心，进行聚类。 预处理将原始数据处
理为所需要的形式。

ＨＩＫＭ 算法步骤如下：
Ｓｔｅｐ ０：对于原始数据进行预处理，通过线性变换

把原始数据的坐标变换为［１ … ２N］范围内的整数。
Ｓｔｅｐ １：对原始数据进行层层抽样，直到某层数

据个数为大于 ２０倡ｃｌｕｓｔｅｒｎｕｍ 的最小整数为止。
Ｓｔｅｐ ２：对抽样结束层的数据，采用 Ｋ －ｍｅａｎｓ

迭代算法进行聚类，得到该层的聚类中心。 具体做
法：首先，对所有的数据点按照权值进行排序；然后，
选择前 ｃｌｕｓｔｅｒｎｕｍ 个点作为初始聚类中心进行迭
代，找到该层数据的聚类中心。

Ｓｔｅｐ ３：基于相邻两层聚类中心的位置关系（性
质 ２），从高层向低层逐层进行聚类，即将 k ＋１ 层的
聚类中心投射到 k 层，作为 k 层的初始聚类中心进
行聚类运算，得到 k 层的聚类中心，再把 k 层的聚类
中心投射到 k －１ 层，作为 k －１ 层的初始聚类中心，
依此类推，直到原始数据层为止。 然后，依据此初始
聚类中心，对原始数据进行聚类。

Ｓｔｅｐ ４：对 Ｓｔｅｐ ３ 得到的聚类中心，采用 Ｓｔｅｐ ０
中的逆变换，得到真正的聚类中心。
3．2　HIKM 算法的分析及说明
３．２．１　ＨＩＫＭ 算法说明

１）假设某坐标值为 x，Ｓｔｅｐ ０ 所采用的线性变换
为（２N －１） （ x －ｍｉ） ／（ｍａ －ｍｉ） ＋１，其中 ｍａ 和 ｍｉ
分别为所有数据点坐标的最大值和最小值。 由于聚
类算法的测度是基于欧氏距离的，而上述线性变换
只改变距离的绝对大小，不改变相对距离，因此原始
数据的误差平方和与变换数据误差平方和之间只相

差一个系数，对于最终的聚类结果没有本质的影响。
２）若数据每一维的大小不是 ２ 的整数次幂，可

将其扩充为 ２ 的整数次幂，扩充部分的权值为 ０。
３）Ｓｔｅｐ １ 抽样结束条件为某层剩余数据量大于

２０倡ｃｌｕｓｔｅｒｎｕｍ 的最小整数（ ｃｌｕｓｔｅｒｎｕｍ 大小可根据
需要进行调整），使得最终用于找到初始聚类中心
的数据点不要太少，否则聚类无意义。 假设数据大
小为 ２５６（２５６，ｃｌｕｓｔｅｒｎｕｍ ＝３， 则抽样过程应该多
在 ８ ×８ 层结束，这样可以保证数据点多于 ２０ ×３
个。

４）对于 Ｓｔｅｐ ２，尽管数据较少，但若随机选取初
始聚类中心，则很容易收敛到局部最优，故采用排序
策略，即取权值最大的前 ｃｌｕｓｔｅｒｎｕｍ 个点作为该层

聚类迭代的初始聚类中心。 该策略若直接用于原始
数据，有可能选取噪声点，而经过多层抽样后，如果
是噪声点的话，其周围数据点应该很少或者周围数
据点的权值都应该很小，按照 ＨＩＫＭ抽样方法，在二
维情形下，噪声点的权值按照（１／４） k

进行衰减，其
中 k代表抽样的次数，衰减的速度很快，噪声会被严
重削弱，因此权值大的点也就几乎不可能为噪声点
了。

５）ＨＩＫＭ 算法处理完所有数据点后再更新聚类
中心，使算法结果与数据顺序无关。
３．２．２　ＨＩＫＭ 算法分析

１）存储空间分析　假设数据维数为 D，每维大
小为 S，则原始数据的存储空间 M ＝ SD，采用层层
抽样算法，抽样后每层数据量以 ０．５ D

的速度减少，
极限情况下（即抽样的次数为无穷）所需的存储空
间为 M／（１ －０．５D ）。 D ＝１ 时总的存储空间为 ２M，
其中一半用于存储原始数据，另一半存储抽样后数
据；D ＝ ２ 时所需存储空间为 １．３３３３ M， 其中
０．３３３３ M的空间存储抽样数据；依此类推，随着 D
的增加，抽样后数据的存储空间越小。

２）时间复杂度分析　ＨＩＫＭ 算法的主要时间开
销在于 Ｓｔｅｐ ３ 中的迭代聚类，Ｓｔｅｐ ２ 中抽样聚类时
间却很少，抽样过程需处理的总数据量（极限情况
下）仅 M／（１ －０．５D）。 原始数据层迭代一次所处理
的数据量为 ｃｌｕｓｔｅｒｎｕｍ 倡M，且涉及大量的浮点乘
法运算，而抽样过程仅涉及加法运算（实际处理过
程无须采用除法运算求平均）。 与原始数据量相
比，Ｓｔｅｐ ２ 中聚类的高层数据很少，抽样后第一层的
数据量仅为原始数据的 １／２D ，第 k 层迭代相同次数
的运算量仅为原始层的（１／２D） k。 若 D 和 k 均为 ２，
迭代相同次数的运算量约为原始层的 ０．０６３；若 D
和 k均大于 ２，迭代相同次数的运算量更小，与原始
数据层的运算时间相比，几乎可以忽略。 可见，与
Ｓｔｅｐ ３ 相比，Ｓｔｅｐ ２ 的时间开销几乎可以忽略。

对于 Ｓｔｅｐ ３，每层初始聚类中心距真正聚类中
心很近，在每一维上均小于一个单位长度，因而每层
的聚类速度都很快，通常几次迭代即可收敛。 因此，
采用基于层次的方法进行分层迭代，可以得到较好
的初始聚类中心，再通过层层映射直到原始数据层，
可显著减少原始数据层的迭代次数，从而节省了聚
类算法总的运算时间，使算法收敛速度大大提高。
4　实验结果及分析

为验证 ＨＩＫＭ 算法的有效性，聚类数据采用
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ＵＣＩ机器学习数据库中的真实数据集：Ｉｒｉｓ 数据集、
Ｒｕｓｐｉｎｉ数据集和 Ｇｌａｓｓ数据集［ ３］ 。 上述数据集通常
有 １００ ～２００ 实例，每个实例最多 ９ 个属性，聚类的
类别数为 ３ 至 ４ 个，主要和以下初始化算法进行比
较：随机化算法、Ｋａｕｆｍａｎ 等的 ＫＡ 方法［ ４］

和 Ｆａｙｙａｄ
等的方法

［７］ ，对比实验研究分为两组，其中一组根
据 Ｐｅｎａ 的结论［３］ ，ＫＡ 方法和随机化方法的总体性
能最好，因此，采用方差作为聚类质量的评判指标，
采用聚类开始到结束所用时间（包括聚类中心初始
化）评价收敛速度，将 ＨＩＫＭ 方法与 ＫＡ 方法及随机
化方法进行比较。 另一组则将 ＨＩＫＭ 方法和 Ｆａｙｙａｄ
方法及随机化方法进行对比，主要基于 ＵＣＩ 数据库
的加权数据，但评价聚类质量的指标为算法收敛到
全局最优的平均迭代次数。 上述实验的运行环境：
ＰＩＩＩ８００ 笔记本电脑， １２８Ｍ 内存， ＷｉｎｄｏｗｓＸＰ 和
ＭＡＴＬＡＢ ６．５。
4．1　与 KA 方法及随机化方法的对比

采用 ＵＣＩ 机器学习数据库中的 Ｉｒｉｓ 和 Ｇｌａｓｓ 数
据集，将随机化方法及 Ｋａｕｆｍａｎ的 ＫＡ 方法与 ＨＩＫＭ
方法进行比较， Ｉｒｉｓ 数据集的线性变换区间为 １ ～
２５６，Ｇｌａｓｓ数据集的线性变换区间为 １ ～４０９６，基本
上不产生舍入误差，不影响最终聚类结果。 算法聚
类质量数据如表 １、表 ２ 所示，均为算法运行 １００ 次
后的平方误差，K 表示聚类类别数。 采用 ＨＩＫＭ 方
法和 ＫＡ 方法，聚类结果均具有唯一性，但随机初始
化方法的聚类结果具有不确定性，故分别列出最好
和最差结果。 可以看出，对于 Ｉｒｉｓ数据集和 Ｇｌａｓｓ 数
据集聚类，ＨＩＫＭ 方法和 ＫＡ 方法及随机初始化方法
的最佳结果基本一致，尤其表 ２ 中的 Ｇｌａｓｓ 数据集
聚类，k ＝２ 时层次抽样方法的平方误差最小。

表 1　Iris数据集的聚类质量
Table 1　Square唱error for Iris data set

K ＝３ K ＝４
随机初始化方法 ７８．９４ ５７．３２

（分别代表最好和最差的结果） ７８．９５ ７１．６６
ＫＡ 方法 ７８．９４ ５７．３２

ＨＩＫＭ 方法 ７８．９４ ５７．４７

表 2　Glass 数据集的聚类质量
Table 2　Square唱error for Glass data set

K ＝２ K ＝７ K ＝１０
随机初始化方法 ８３８．７８ ２９８．１６ ２３０．０７

（分别代表最好和最差的结果） ８４０．１９ ５７１．６０ ３２１．３１
ＫＡ 方法 ８３８．７８ ２９８．１６ ２３０．０７

ＨＩＫＭ 方法 ８１９．６５ ３１５．４９ ２４３．４８

Ｐｅｎａ等的研究结果［３］
表明 ＫＡ 的收敛速度最

快，因此仅与 ＫＡ 方法进行时间性能比较。 实验仿
真结果如表 ３、表 ４ 所示，均为算法运行 １００ 次时间
的平均值。 可以看出，ＨＩＫＭ 方法能显著减少算法
时间。 随着类别数的增加，ＨＩＫＭ 方法运行时间的
增加幅度远远低于 ＫＡ 方法，对于 Ｇｌａｓｓ 数据集，当
类别数 k 从 ２ 增加到 ７ 时，ＫＡ 方法运行时间从 ３ ｓ
多增加到 ３１ ｓ多，而 ＨＩＫＭ 方法的运行时间仅增加
了零点几秒。 此外，线性变换范围对 ＨＩＫＭ 方法运
行时间的影响较小，表 ３ 中线性变换范围增加了 ６４
倍，而 ＨＩＫＭ 算法所增加的运行时间不超过 １０ ％，
表 ４ 的线性变换范围增加了 ４ 倍，但增加的运行时
间不超过 ３０ ％（０．５ ｓ）。

表 3　Iris 数据集的算法运行时间
Table 3　Running time for Iris data set ｓ

K ＝２ K ＝７ K ＝１０
ＫＡ 方法 ３．０４ ３１．７ ６４．６

ＨＩＫＭ 方法 （４０９６） １．２６ １．５３ １．５５
ＨＩＫＭ 方法 （１６３８４） １．３８ １．８７１ ２．０６６

表 4　Glass 数据集的算法运行时间
Table 4　Running time for Glass data set ｓ

K ＝３ K ＝４
ＫＡ 方法 ３．４５ ６．０３

ＨＩＫＭ 方法 （２５６） ０．５５ ０．７５９
ＨＩＫＭ 方法 （１６３８４） ０．５６１ ０．７９５

4．2　与 Fayyad 方法及随机化方法的对比
模拟数据是二维数据，大小为 ２５６ ×２５６，分别

采用混合高斯分布和平均分布对每一数据点赋权

值，且加入正态分布噪声，旨在测试算法对噪声的敏
感程度。
４．２．１　正态分布 ＋噪声的情形　生成数据大小为
２５６ ×２５６，３ 个中心分别取为（１２８，６４），（６４，１９２），
（１９２，１９２）。 权值采用正态分布函数
　f（x， y） ＝（１／２ σ２）ｅｘｐ［ －（（x －x０ ） ２ ＋

（y －y０ ） ２ ） ／σ２ ］ （９）
其中σ ＝１０。 为避免权值太小，仿真实验中实

际采用函数

f（x， y） ＝ ｅｘｐ ［ －（（x －x０ ） ２ ＋（y －y０） ２ ） ／σ２ ］
（１０）

每个点的权值等于 ３ 个不同中心的正态分布函
数值之和，即对以（１２８，６４），（６４，１９２），（１９２，１９２）
为中心的正态分布函数值求和，在此基础上叠加平
均分布的随机噪声，即得每个点的最终权值。
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对于 Ｆａｙｙａｄ 方法［７］ ，每次抽样 １ ％数据，可得
一组聚类中心，共抽样 ５ 次，共得 ５ 组聚类中心，在
此基础上采用 Ｋ －ｍｅａｎｓ 算法得到最终初始聚类中
心。 算法仿真结果如表 ５ 所示，均为 １００ 次实验的
平均，Ｃａｓｅ ０ 为未加噪声的数据，Ｃａｓｅ １ 对应（０．０５，
０．０５）区间上均匀分布的随机噪声（若该值小于 ０
则取 ０），Ｃａｓｅ ２ 对应（０ ～０．１）范围内均匀分布的随
机噪声。

由表 ５ 可以看出，ＨＩＫＭ 方法能收敛到全局最
优，且迭代聚类任一层迭代次数一般小于 １０，为
６ ～７ 次。 Ｃａｓｅ １ 最终聚类中心在 （ ６２， １８７ ），
（１２８， ５９），（１９４， １８６）附近，Ｃａｓｅ ２ 最终聚类中心
在（６１， １８１），（１２８， ５５），（１９６， １８１）附近。

表 5　正态分布加权数据实验结果
Table 5　Experimental results for normal

distribution weighted data

Ｃａｓｅ 比较项目
ＨＩＫＭ
算法

随机初始

化方法

Ｆａｙｙａｄ
方法

０
平均时间／ｓ １４．２ ２６．８ ２８．９
收敛到局部最优的次数 ０ ２１ ２６

１
平均时间／ｓ ２１．７ ４６．７ ３８．８
收敛到局部最优的次数 ０ ２ １

２
平均时间／ｓ ４４．１ １０９．３ １１０．３
收敛到局部最优的次数 ０ ２１ ２４

４．２．２　均匀分布 ＋噪声的情形　实验数据大
小仍为 ２５６ ×２５６，每点权值为（０， １）区间均匀分
布，并叠加中心分别为 （１００， １００）， （１００， ２００），
（２００， ２００）正态分布的噪声，聚类类别数为 ４。 算
法仿真结果如表 ６ 所示，均为 １００ 次实验的平均结
果，其中 Ｃａｓｅ ０ 表示未加噪声，Ｃａｓｅ １ 则对应加噪
声数据。

表 6　均匀分布加权数据实验结果
Table 6　Experimental results for uniform

distribution weighted data

Ｃａｓｅ 比较项目
ＨＩＫＭ
算法

随机初始

化方法

Ｆａｙｙａｄ
方法

０
平均时间／ｓ ４７．９ ８２．６ ８１．４
收敛到局部最优的次数 ０ ０ ０

１
平均时间／ｓ ６１．８ ９４．１ ８７．４
收敛到局部最优的次数 ０ ０ ２

4．3　结果分析
对于采用层次初始化的 Ｋ －ｍｅａｎｓ 算法，由上

述实验结果可得如下结论：

１）算法具有较快的收敛速度。 模拟数据和真
实数据均显示新算法的收敛速度较传统的 Ｋ －
ｍｅａｎｓ算法有显著提高；

２）算法的聚类质量较高。 对于模拟数据，能收
敛到全局最优；对于真实数据，尽管最终所得的平方
误差不一定能达到最小值，但接近最小值；

３） 算法的结果具有唯一性，即给定数据顺序
后，新算法的最终聚类结果唯一，而随机初始化算法
和 Ｆａｙｙａｄ 方法对于同样数据每次的聚类结果则不
唯一；

４）算法具有较好的抗噪性能，在有噪声的情况
下，也能获得较好的聚类结果。
5　结语

针对 Ｋ －Ｍｅａｎｓ 算法，提出了一种新的基于层
次思想的初始聚类中心选取方法。 该方法具有如下
特点：

１）对于 Ｋ －ｍｅａｎｓ 算法而言，在抽样过程中信
息丢失很少，一般认为高层信息基本上完全包含了
低层信息；

２）新算法在抽样过程中具有更强的抑制噪声
能力；

３）对于相邻两层间的聚类中心，高层聚类中心
投射到相邻低层后，与低层真正聚类中心相比，其每
维之差均小于 １，即初始中心和实际中心很接近，从
而使得新算法具有较快的收敛速度；

４）对于 ＨＩＫＭ 算法，初始化结果和数据顺序无
关，最终聚类结果具有唯一性，即不会产生多种聚类
结果。 模拟数据和实际数据的实验结果验证了新算
法的正确性和有效性，表明其性能不仅优于文献［４］
和文献［７］的方法，而且优于传统的随机初始化方法。
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