
Engineering 2 (2016) xxx–xxx

Research
Artificial Intelligence—Feature Article

深度学习的几何学解释
雷娜 a,#, 安东生 b,#, 郭洋 b, 苏科华 c, 刘世霞 d, 罗钟铉 a, 丘成桐 e, 顾险峰 b,e,*
a DUT-RU Co-Research Center of Advanced ICT for Active Life, Dalian University of Technology, Dalian 116620, China
b Department of Computer Science, Stony Brook University, Stony Brook, NY 11794-2424, USA
c School of Computer Science, Wuhan University, Wuhan 430072, China
d School of Software, Tsinghua University, Beijing 100084, China
e Center of Mathematical Sciences and Applications, Harvard University, Cambridge, MA 02138, USA

a r t i  c l e   i  n f  o 摘要

Article history:
Received 2 March 2019
Revised 31 August 2019
Accepted 11 September 2019
Available online 11 January 2020

本文从几何角度来理解深度学习，特别是提出了生成对抗网络（GAN）的最优传输（OT）观点。
自然数据集具有内在的模式，该模式可被概括为流形分布原理，即同一类高维数据分布于低维流
形附近。GAN主要完成流形学习和概率分布变换两项任务。其中，后者可以用经典的OT方法来实
现。从OT的角度来看，生成器用于计算OT映射，而判别器用于计算生成数据分布与真实数据分
布之间的Wasserstein距离；两者都可以归结为一个凸优化过程。此外，OT理论揭示了生成器与判
别器之间的内在关系是协作的而不是竞争的，并且解释了模式崩溃的根本原因。在此基础上，我
们提出了一种新的生成模型，该模型利用自编码器（AE）进行流形学习，并利用OT映射进行概率
分布变换。这个AE-OT模型提升了深度学习理论的严谨性和透明性、提高了计算的稳定性和效率，
尤其是避免了模式崩溃问题。实验结果验证了我们的假设，并充分展示了我们提出的AE-OT模型
的优点。
© 2020 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher 

Education Press Limited Company This is an open access article under the CC BY-NC-ND license  
(http://creativecommons.org/licenses/by-nc-nd/4.0/).
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1. 引言

生成对抗网络（GAN）是无条件图像生成的主要方

法之一。在对数据集进行训练后，GAN能够生成逼真

的、视觉上吸引人的样本。GAN方法训练了一种无条

件生成器和一种判别器，其中生成器可以将随机噪声转

换成真实图像，而判别器用于测量生成样本与真实图像

之间的差异。GAN已经过多次改进。其中一个突破是

将最优传输（OT）理论与GAN相结合，如Wasserstein 
GAN（WGAN）[1]。在WGAN框架中，生成器计算了

从白噪声到数据分布的OT映射，而判别器计算了真实

数据分布与生成数据分布之间的Wasserstein距离。

1.1. 流形分布假设

GAN的成功可以通过以下事实进行解释，即GAN
有效地发现了真实数据集的内在结构。该结构可以用

流形分布假设来表示，即一类特定的自然数据主要集

中在一个低维流形上，且该低维流形被嵌入高维背景

空间[2]。
图1显示了MNIST数据集的流形结构。每个手写数
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字图像的维数为28 × 28，且被看作是R784图像空间中

的一个点。MNIST数据集主要集中在一个低维流形（2D
流形）附近。通过利用t-SNE流形嵌入算法[3]，MNIST
数据集可被映射到一个平面区域上，而且每个图像可被

映射到一个点上。表示相同数字的图像被映射到同一个

集群中，这里共有10个集群，每个集群分别用不同的

颜色编码。这表明MNIST数据集分布在一个二维（2D）

曲面附近，该曲面被嵌入在R784的单位超立方体中。

1.2. GAN 理论模型

图2显示了GAN的理论模型。真实数据分布ν主要

集中在被嵌入背景空间χ中的流形Σ上。(Σ, ν) 共同揭

示了真实数据集的内在结构。GAN模型计算了隐空间

Z到流形Σ的解码映射gθ，其中，θ表示深度神经网络

（DNN）参数。ζ是隐空间中的Gaussian分布，gθ将ζ前
推为µθ。判别器计算了真实数据分布ν和生成数据分布

µθ之间的距离，如Wasserstein距离Wc(µθ, ν)，其等价于

Kontarovich势能φξ。

虽然GAN有很多优点，但是它们也有一些严重的

缺点。从理论上讲，我们对深度学习的基本原理的理

解仍然比较粗浅。从实践来看，GAN的训练是复杂的，

且其对超参数非常敏感，而且GAN经常会遇到模式崩

溃问题。最近，Meschede等[4]研究了9种不同的GAN
模型及其变体，结果表明，基于梯度下降的GAN优化

并不总是局部收敛的。

根据流形分布假设，自然数据集可以被表示为关于

流形的概率分布。因此，GAN主要完成两项任务：①流

形学习，即计算隐空间与背景空间之间的解码映射和编

码映射；②概率变换，即在隐空间或图像空间中计算白

噪声与数据分布之间的变换。

图3显示了生成器映射gθ = h ◦ T的分解, 其中，h: Z 
→Σ是从隐空间到背景空间中数据流形Σ的解码映射，

T: Z → Z是概率分布变换映射。流形学习的解码映射是

h，测度变换映射是T。

1.3. OT 观点

OT理论[5]研究的是以最经济的方式将一个概率分

布转化为另一个概率分布的问题。OT理论给出了计算

最优映射的严格而强大的方法，这些方法可以将一个概

率分布转换为另一个概率分布，同时计算出它们之间的

距离[6]。
如前所述，GAN完成了流形学习和概率分布变换

两大任务。后一项任务可以通过直接使用OT方法完成。

具体来说, 在图3中, 概率分布变换映射T可以通过OT理

论来计算。判别器计算了真实数据分布和生成数据分布

之间的Wasserstein 距离Wc(µθ, v)，这个可以利用OT方法

直接计算得到。

从理论角度来看，GAN可以由OT理论来解释，从

而使得一部分黑匣子变得透明，同时将概率分布变换过

程简化为一个凸优化过程。OT理论使解的存在性和唯

一性具有理论保证, 而且其收敛速度和近似程度也可以

得到全面分析。

OT理论也解释了模式崩溃的根本原因。根据

Monge-Ampère方程的正则性理论，变换映射在某些奇

图1. MNIST数据集的流形分布。（a）MNIST数据集中的手写数字；（b）利用t-SNE算法得到的2D平面内数字的嵌入结果。将x和y相对坐标进行
标准化。
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异集上是不连续的。然而，DNN只能表达连续函数和

连续映射。因此，目标变换映射位于GAN所表示的函

数空间之外。这种内在的冲突使得模式崩溃问题不可

避免。

OT解释还揭示了更复杂的生成器和判别器之间的

关系。在现有的GAN模型中，生成器和判别器之间是

相互竞争的，它们不共享中间的计算结果。OT理论表

明，在L2成本函数下，生成器和判别器的最优解可以用

闭合式来相互表示。因此，生成器与判别器之间的关系

应该是相互协作的而不是相互竞争的，而且它们应该共

享中间的计算结果以提高计算效率。

1.4. AE-OT 模型

为了降低GAN的训练难度，特别是避免模式崩溃

问题，我们提出了一种基于OT理论的更简单的生成模

型——自编码（AE）OT模型（AE-OT），如图4所示。

如前所述，生成模型的两个主要任务是流形学习和

概率分布变换。AE计算了编码映射fθ : Z →Σ和解码映

射gξ: Σ → Z, 目的是为了流形学习。OT映射T : Z → Z , 
将白噪声ζ变换为由编码映射(fθ)#v前推的数据分布。

AE-OT模型有很多优点。从理论上讲，OT理论已

经建立并得到了人们的充分理解。通过解耦解码映射和

OT映射，我们可以提高生成模型的理论严谨性，从而

使部分黑匣子透明化。实际上，OT映射可被简化成一

个凸优化问题，从而保证解的存在性和唯一性，同时使

得训练过程不会仅局限于局部最优；与OT映射相关的

凸能量具有明显的Hessian矩阵结构，因此，我们可以

利用二阶收敛的牛顿法或超线性收敛的拟牛顿法进行优

化。相比之下，现有的生成模型是以具有线性收敛性的

梯度下降法为基础的。而且在AE-OT模型中，未知数的

个数与训练样本的个数相等，从而避免了过度参数化的

问题。在Monte Carlo方法中，采样密度可以完全控制

OT映射的误差范围。自适应等级分层算法进一步提高

了计算效率。利用图形处理器（GPU）可实现并行OT
映射算法。更重要的是，AE-OT模型可以消除模式崩溃

问题。

1.5. 贡献

本研究运用OT理论对GAN模型进行了解释。GAN
可以完成流形学习和概率分布变换两大任务，后一项任

务可以通过OT方法来实现。生成器计算了OT映射，而

判别器计算了真实数据分布和生成数据分布之间的Was-
serstein距离。使用Brenier定理，我们可以将生成器和

判别器之间的竞争关系用协作关系来代替；根据Monge-
Ampère方程的正则性理论，分布变换映射的不连续性

导致了模式崩溃。我们进一步提出，利用AE-OT模型来

解耦流形学习和概率分布变换，从而使部分黑匣子透明

化、提高训练效率以及避免模式崩溃。实验结果表明了

我们所提出的方法的有效性。

本文的组织结构如下：第2部分简要回顾了OT与

GAN的相关工作；第3部分简要介绍了OT的基本理论以

及Monge-Ampère方程的正则性理论；第4部分介绍了一

种适合深度学习设置的用于计算OT的变分框架；第5部

图2. GAN的理论模型。G：生成器；D：判别器。

图4. 生成模型AE-OT，将AE和OT相结合。

图3. 生成器映射被分解为解码映射h和概率分布变换映射T。T#ζ是由
T推导出的前推测度。
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分从OT的角度分析了GAN模型，解释了生成器与判别

器之间的协作关系（不是竞争关系），以及揭示了模式

崩溃的内在原因；第6部分总结了实验结果；第7部分对

全文进行了总结。

2. 前期工作

2.1. 最优传输

OT问题在各个领域都发挥着重要的作用。详细描

述，请读者参照参考文献[7]和[8]。
当输入域和输出域均为Dirac分布时，OT问题可被

看作是一种标准线性规划（LP）任务。为了将问题扩展

到大数据集，参考文献[9]的作者在原LP问题中增加了

一个熵正则化器，则正则化解可以通过Sinkhorn算法被

快速计算出来。后来Solomon等[10]通过引入快速卷积

提高了计算效率。

第二种解决OT问题的方法是通过OT问题与凸几何

之间的联系来最小化凸能量[6]，从而计算出连续测度

与逐点测度之间的OT映射。在参考文献[11]中，作者

利用Legendre对偶理论将凸几何OT问题与Kantorovich

对偶问题联系起来。本文所提出的方法是该方法在高维

空间上的一种扩展。如果输入和输出都是连续密度，求

解OT问题就等价于求解著名的Monge-Ampère方程，该

方程是一个高度非线性椭圆偏微分方程（PDE）。有了

一个额外的虚拟时间维度，这个问题可以通过计算流体

动力学来解决[12–14]。

2.2. 生成模型

在机器学习领域，能够生成复杂且高维的数据的生

成模型近年来变得越来越重要。具体来说，生成模型主

要被用于从给定的图像数据集中生成新的图像。在早期

研究中，一些方法已被采用，如深度信念网络[15]和深

度玻尔兹曼机[16]。然而，这些方法的相关训练通常比

较困难和低效。后来，变分AE（VAE）方法取得了重

要突破[17]，其中解码器利用变分方法将Gaussian分布

逼近了真实数据分布[17,18]。在此基础上，研究人员进

行了一系列新的研究工作，包括对偶自编码器（AAE）
[19]和Wasserstein AE（WAE）[20]。尽管VAE训练相对

容易，但它们生成的图像看起来很模糊。在某种程度上，

这是由于显式表达的密度函数可能无法表示真实数据

分布的复杂性和无法学习高维数据分布[21,22]。后来，

研究人员提出了其他非对抗性训练方法，如PixelCNN 
[23]、PixelRNN [24]和WaveNet [25]。然而，由于这些

方法的自回归性质，新样本的生成是不能并行的。

2.3. 对抗生成模型

针对上述模型的不足，研究人员提出了GAN [26]。
虽然GAN是生成逼真样本的强大工具，但是它们很难

被训练，而且会出现模式崩溃的问题。为了更好地训练

GAN，研究人员已经提出了各种改进措施，包括改变

损失函数（如WGAN [1]）以及通过剪切[1]、梯度正则

化[4,27]或者光谱归一化[28]来将判别器正则化。然而，

GAN的训练仍然是棘手的，需要仔细选择超参数。

2.4. 生成模型的评估

生成模型的评估仍然具有挑战性。早期的工作包括

概率标准[29]。然而，最近的生成模型（尤其是GAN）

不适合这种评估。传统上，GAN的评估依赖于对少数

示例或用户研究的可视化检查。近年来，研究人员提出

了几种定量评价标准。Inception score（IS）[30]可同时

测量多样性和图像质量，然而它不是距离指标。为了克

服IS的缺点，研究人员在参考文献[31]中引入了Fréchet 
inception distance（FID）。该方法对图像的破坏具有较

强的鲁棒性，而且与视觉保真度有很好的相关性。最近

的研究[32]介绍了分布的精度和召回率（PRD），这两

个指标用于测量真实数据分布和生成数据分布之间的精

度和查全率。为了公平地评测GAN，研究人员在参考

文献[33]中进行了大规模比较，在统一的网络架构下，

研究人员比较了7种不同的GAN和VAE，并建立了一个

通用的评价标准。

2.5. 非对抗性方法

最近，研究人员也提出了各种非对抗性的方法。生

成潜优化（GLO）[34]是一种“无编码器AE”的方法，

其中生成模型通过非对抗性损失函数进行训练，并且取

得了比VAE更好的结果。隐式最大似然估计（IMLE）
[35]是一种最近点迭代（ICP）相关的生成模型训练方

法。后来Hoshen和Malik [36]提出了生成式隐含最近

邻（GLANN），该方法结合了GLO和GLANN的优点。

该方法首先利用GLO发现了从图像空间到隐空间的嵌

入，然后利用IMLE计算出了任意分布与隐藏代码之间

的转换。
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其他一些方法则是利用含有可控Jacobian矩阵的

DNN直接逼近了从噪声空间到图像空间的分布变换映

射[37–39]。近年来，研究人员选择了一些基于能量的

模型[40–42]，他们利用DNN来表示能量函数，并通过

Gibb分布对图像分布进行建模。这些方法利用现有模型

交替生成伪样本，然后利用生成的伪样本和真实样本对

模型参数进行优化。

3. OT 理论

在本章中，我们将介绍经典OT理论中的基本概念

和定理，重点介绍Brenier方法及其在离散集中的推广。

具体细节可参考Villani的专著[5]。

3.1. Monge 问题

假设X ⊂Rd, Y ⊂Rd是两个d维Euclidean空间Rd的子

集，µ和υ是被分别定义在X和Y上的两个概率测度，则

密度函数如下：

µ(x) = f (x)dx
v(y) = g(y)dy

假设总测度相等，即µ (X) = υ (Y )，那么

    （1）

我们只考虑保测度的映射。

Defnition 3.1（保测度映射）。如果对于任何可测集

B ⊂  Y，集合T−1(B)是µ-可测的，并且µ[T−1(B)] = υ (B)，
那么映射T : X → Y是保测度的，即

    （2）

保测度条件被记作T#µ = υ，其中T#µ为T诱导的前

推测度。

给定成本函数c(x, y): X × Y→R≥0，该函数表示从源

到目标的传输每个单位质量的代价，则定义映射T: X → 
Y的总传输代价为

   （3）

Monge的OT问题在于寻找使总传输成本最小的保

测度映射。

Problem 3.2（Monge’s [43]；MP）。给定传输成本函

数c(x, y): X × Y→R≥0，求使总传输成本最小的保测度映

射T: X → Y，即

  （4）

Defnition 3.3（OT映射）。Monge的问题的解被称

为OT映射。OT映射的总传输成本被称为µ和υ之间的

Wasserstein距离，被记作Wc (µ, υ)。

  （5）

3.2. Kontarovich 的方法

根据成本函数及其测度的性质，(X, µ)和(Y, υ)之间

的OT映射可能不存在。Kontarovich将传输映射扩展至

传输平面，并定义了联合概率测度ρ(x, y): X × Y→R≥0，

这样ρ的边际概率分别等于µ和υ。令投影映射πx(x, y) = 
x和πy (x, y) = y，然后定义联合测度类如下：

 

   （6）

Problem 3.4（Kontarovich；KP）。给定一个传输成

本函数c(x, y): X × Y→R≥0，求得联合概率测度ρ(x, y): X 
× Y→R≥0，使得传输总成本最小。

   （7）

Kontarovich的问题（KP）可以采用LP方法来求解。

由于LP的对偶性，方程（7）（KP公式）可以被重新表

述为对偶问题（DP），具体如下：

Problem 3.5（对偶；DP）。给定一个传输成本函数

c(x, y): X × Y→R≥0，求得真实函数φ : X→R和ψ:Y→R，
使得

  （8）

公式（8）的最大值给出了Wasserstein距离。现有的

WGAN模型大多是基于L1成本函数下的对偶形式。
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Defnition 3.6（c-变换）。φ : X→R的c-变换被定义

为φc : Y →R：

    （9）

则对偶问题可被重新表述为如下形式：

    （10）

3.3. Brenier 的方法

对于二次Euclidean距离成本函数，Brenier [44]证明

了OT映射的存在性、唯一性和内在结构。

Theorem 3.7（Brenier’s [44]）。假设X和Y是Euclid-
ean空间Rd中的子集，并且传输成本是Euclidean 距离的

平方，即c(x, y) = 1/2||x – y||2。此外，µ是绝对连续的，

而且µ和υ存在有限的二阶矩

    （11）

则存在一个凸函数u: X→R，即所谓的Briener势能，其

梯度映射∇u给出了Monge问题的解：

     （12）

由于Brenier势能在常数范围内是唯一的，因此OT
映射是唯一的。

假设Brenier势能是C2光滑的，则它是下面Monge-
Ampère方程的解。

   （13）

在Rd中，对于Euclidean空间上的L2传输成本函数

c(x, y) = 1/2||x – y||2，c-变换与经典Legendre变换之间有

着特殊的关系。 
Defnition 3.8（Legendre变换）。给定一个函数φ: 

Rn→R，其Legendre变换被定义为如下形式： 

    （14）

由此可知，当c(x, y) = 1/2||x – y||2时，下面的等式

成立。

      （15）

Theorem 3.9（Brenier极分解[44]）。假设X和Y是
Euclidean空间Rd，µ相对于Lebesgue测度是绝对连续

的，且映射φ: X→Y将µ前推为ν，即φ#µ = υ，则存在一

个凸函数u: X→R，使得φ = ∇u ◦ s。式中，s: X→X是保

测度的，即s#µ = µ。此外，这个分解是唯一的。

下面的定理在OT理论中是众所周知的。

Theorem 3.10（Villani [5]）。给定凸紧区域Ω⊂Rd

上定义的测度µ和υ，这里存在一个成本函数为c(x, y) = 
h(x – y)的OT平面ρ，其中h是严格凸的。假定µ是绝对

连续的，并且∂Ω为零测度，则ρ是唯一的，且其具有

(id, T#)µ（id：恒等映射）的形式。另外，这里存在一个

Kantorovich势能φ，而且映射T 可用下式表示为：

当c(x, y) = 1/2||x – y||2时，我们可以得到

在这种情况下，Brenier势能u和Kantorovich势能φ
有如下关系：

   （16）

3.4. OT 映射的正则性

令Ω和Λ是Rd中两个有边界的光滑开集，令µ = 
fdx和ν = gdy是Rd上两个概率测度，那么f |RdΩ = 0和
g|RdΛ = 0。设f和g在Ω和Λ上分别是非零和非无穷的。

3.4.1. 凸目标域

Defnition 3.11（Hölder 连续）。一个实值函数或复

值函数f在d维Euclidean空间中满足Hölder条件， 或者它

是Hölder连续时，此时存在非负实常数C，且α > 0，使

得| f (x) – f (y)|≤C||x – y||α对于f定义域中的所有x和y都
成立。

Defnition 3.12（Hölder空间）。Hölder空间为Ck,α (Ω)，
其中Ω是某个Euclidean空间的一个开子集，并且整数

k≥0，它是由在Ω上有直到k阶连续偏导数的函数组

成，从而使得k阶偏导数是α阶Hölder连续的，且0 < α 
≤ 1。Ck,α (Ω)意味着上述条件适用于Ω的任意紧子集。

Theorem 3.13（Caffarelli [45]）。如果Λ是凸的，那

么Brenier势能u是严格凸的，此外，

（1）如果 λ≤ f，当λ > 0时，g≤1/λ，那么u ∈ Cloc
k,α (Ω)。

（2）如果f ∈ Cloc
k,α (Ω)和g ∈ Cloc

k,α (Λ)，并且 f, g > 0，
那么u ∈ Cloc

k+2,α (Ω)且[k ≥ 0, a ∈ (0.1)]。
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3.4.2. 非凸目标域

如果Λ是非凸的且存在光滑的f和g，那么u ∉ C1 (Ω)，
而且OT映射∇u在奇异点处是非连续的。

Defnition 3.14（次梯度）。给定开区间Ω⊂Rd和一个

凸函数u: X→R，对于x ∈ Ω，u在x点的次梯度（次微分）

可被定义为如下形式：

显然，u(x)是一个闭凸集。从几何学来看，如果p ∈ 
u(x)，那么超平面lx,p(z) = u(x) + 〈p, z – x〉在x点从下方触

碰到了u，即Ω中的lx,p≤ u并且lx,p(x) = u(x)，其中lx,p是u
在x点处的支撑平面。

如果Brenier势能u的次梯度∂u(x)包含一个点，则

u在x点处可微。我们根据次梯度的维数对这些点 
进行分类，并且定义集合

。

可以看出，Σ0(u)是正则点的集合，而Σk(u)是奇异

点的集合，其中k > 0。我们也定义了x点的可达次梯度，

具体如下：

 
由此可知，次梯度等于可达次梯度的凸包，即

∂u(x) = Convex hull ∇*u(x)

Theorem 3.15（正则性）。令Ω, Λ⊂Rd为两个有边

界的开集，并且令 f, g :Rd→R+为两个概率密度函数，

该密度函数在Ω和Λ之外为0，而在Ω和Λ上则界于0和
无穷之间。Theorem 3.7中的OT映射被表示为T = ∇u: 
Ω → Λ。那么存在两个相对闭集ΣΩ⊂Ω和ΣΛ⊂Λ，且ΣΩ = 
ΣΛ = 0，当常数α>0时，使得T: ΩΣΩ→ΛΣΛ是属于Cloc

0,α 类

的拓扑同胚。

我们称ΣΩ为OT映射∇u: Ω → Λ的奇异集。图5给出

了基于Theorem 4.2的算法所计算出的奇异点集结构。

具体形式如下：

x0点的次梯度∂u(x0)整个覆盖了Λ内部孔洞，而

∂u(x1)覆盖了阴影三角形区域。对于γk(t)上的每个点，

∂u[γk(t)]是Λ外部的一条线段。x1是γ1、γ2和γ3的分歧点。

Brenier势能在Σ1和Σ2上是不可微的，OT映射∇u在Σ1和

Σ2上是不连续的。

4. 计算方法

Brenier定理可以被直接推广到离散情形中。在

GAN模型中，源测度µ是一个被定义在紧凸集Ω上的均

匀（或高斯）分布；目标测度ν被表示为经验测度，它

是Dirac测度的总和，即

   （17）

式中，Y = {y1, y2, ..., yn}是训练样本，其权重为Σn
i=1 υi = 

μ(Ω)；δ是特征函数。

每个训练样本yi对应一个Brenier势能的支撑平面，

且用下式表示，即

  （18）

式中，支撑平面的截距（高度）hi是未知变量。我们将

所有的高度变量记为h = (h1, h2,…, hn)。
Euclidean空间中一族超平面的包络是一个超曲面，

它与该族的每个成员都相切于某一点，这些切点共同

构成了整个包络超曲面。如图6所示，Brenier势能uh: 
Ω →R是一个由h确定的分片线性凸函数，这个凸函数

是它所有支撑平面的上包络，即

   （19）

Brenier势能图是一个凸多面体。每一个支撑平面

πh,i对应多面体的一个面。多面体的投影诱导了Ω的一个

单元分解，其中每个支撑平面πi(x)的投影形成一个单元

Wi(h)，而p是Rd中的任意一点，具体如下：

   （20）

图5. OT映射的奇异点集结构。
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这个单元分解是一个功率图。Wi ∩ Ω 的µ测度被记

为wi(h)，即

   （21）

梯度映射∇uh : Ω→Y将每个单元Wi(h)映射为一个点

yi，即

  （22）

如果公式（17）中目标测度υ已知，则由公式（19）
可得到一个离散的Brenier势能，且该势能的每个支撑平

面wi(h)投影的µ-体积等于给定的目标测度υi。这个结论

已被Alexandrov [46]在凸几何中证明。

Theorem 4.1（Alexandrov [46]）。假设Ω是一个紧凸

多面体，其在Rn中内部非空；n1,…, nk⊂Rn+1是 k个不同

的单位向量；第(n+1)个坐标是负的以及υ1, ..., υk > 0，使

得Σk
i=1 υi = vol(Ω)。则存在凸多面体P⊂Rn+1恰有k个余维

数为1的平面F1,..., Fk，使得ni是Fi的法向量，且Ω与Fi

投影之间的交集体积为υi。此外，P在垂直平移下唯一。

Alexandrov对解的存在的证明是以代数拓扑为基础

进行的，其不具构造性。最近，Gu等[6]基于变分方法

给出了构造性证明。

Theorem 4.2（参考文献[6]）。令µ是一个被定义在

Rd中紧凸区域Ω上的概率测度，令Y = {y1, y2,...,yn}是Rd

中的一组不同点。那么，对于任意υ1, υ2,..., υn > 0，其中

Σn
i=1 υi = μ(Ω)，存在 h = (h1, h2, ..., hn)∈ Rn，在相差一个

常数(c, c,..., c)的意义下唯一，使得对于所有1 ≤ i ≤ n，
wi(h) = υi。向量h是以下凸能量的唯一最小变元，

   （23）

在开凸集上被定义为

   （24）

此外，∇uh在所有的传输映射T#µ = υ中的最小化二

次成本为

     （25）

公式（23）中上述凸能量的梯度由下式给出。

   （26）

能量的第i行和第j列的Hessian元素可由下式给出。

   （27）

如图6所示，Hessian矩阵具有明确的几何意义。图

6（a）显示了离散的Brenier势能uh，图6（b）显示了

Hessian矩阵由Definition 3.8所定义的Legendre变换u*
h。

Legendre变换可以用几何方法来构造，即对于每个支撑

平面πh,i，我们构造了对偶点π*
h,i = (yi, hi)，其中对偶点的

凸包 {π*
h,1, π

*
h,2, ..., π

*
h,n}是Legendre变换u*

h的图。

u*
h的投影诱导了Y = {y1, y2, ..., yn}的加权Delaunay

三角剖分。如图7所示，公式（20）中的power diagram
和加权Delaunay三角剖分是彼此的Poincaré对偶，即在

power diagram中，如果Wi(h)和Wj(h)相交于某个(d−1)
维单元，则在加权的Delaunay三角剖分中，yi与yj相连。

公式（27）中Hessian矩阵的元素是power diagram中(d−1)
维单元的µ-体积与加权Delaunay三角剖分中对偶边的长

度之间的比率。

传统的power diagram与上述定理密切相关。

图6. 分片线性Brenier势能函数（a）及其Legendre变换u*
h（b）。ð*

h,i：
πh,i的Legendre对偶；∇：uh的梯度；Proj：投影映射；Proj*：Legendre对
偶空间内的投影映射。

图7. Power diagram（蓝色）和其对偶加权Delaunay三角剖分（黑色）。
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Defnition 4.3. (power 距离)。给定具有power权重ψi

的点yi ∈ Rn，power距离可由下式给出。

  （28）

Defnition 4.4. (power diagram)。给定加权点 (y1, ψ1) 
,..., (yk , ψk)，power diagram是Rd的单元分解，即

   （29）

这里的每个单元都是凸多面体，即

   （30）

加权Delaunay三角剖分用T(ψ)表示，它是power 
diagram的Poincaré对偶，如果Wi(ψ)∩ Wj(ψ) ≠ ϕ，则在

加权Delaunay三角剖分中存在连接yi和yj的边。注意，

pow(x, yi) ≤ pow(x, yj)等价于

  （31）

令hi = 1/2(ψi – ||yi||
2)，我们将Wi (ψ )的定义重写为

  （32）

在实践中，我们的目标是通过优化凸能量方程（23）
来计算离散Brenier势能方程（19）。对于低维情况，我

们可以通过计算梯度方程（26）和Hessian矩阵方程（27）
来直接使用牛顿法。对于深度学习的应用，直接计算

Hessian矩阵是不可行的，我们可以使用梯度下降法或

超线性收敛的拟牛顿法。梯度下降法的关键是估计µ-
体积wi(h)。我们可以通过使用Monte-Carlo方法来完成，

即我们从分布µ中随机抽取n个样本，并计算落入Wi(h)
的样本数，该样本数是收敛到µ-体积的比率。此方法是

完全并行的，并可以通过GPU来实现。此外，我们可以

使用等级分层方法来进一步提高效率。首先，我们将目

标样本按聚类簇进行分类，然后计算目标样本到聚类簇

质心的OT映射；其次，对于每个聚类簇，我们计算了

从相应单元到聚类簇内原始目标样本的OT映射。

为了避免模式崩溃，我们需要找到Ω中的奇异点

集。如图8所示，目标Dirac测度有两个聚类簇，源是单

位平面圆盘上的均匀分布。Brenier势能函数的图是中间

带有脊线的凸多面体。脊线在圆盘上的投影是奇异点集

Σ1(u)，OT映射在Σ1上是不连续的。在一般情况下，如

果两个单元Wi(h)和Wj(h)相邻，那么我们可计算相应支

撑平面的法线之间的角度为：

如果θij大于阈值，则公共平面Wi(h) ∩ Wj(h) 位于不

连续奇点集中。

5. GAN 和最优传输

OT理论为GAN奠定了理论基础。最近的研究成果，

如WGAN [1]、WGAN-GP [27]和RW-GAN [47]，都使

用了Wasserstein距离来度量已生成的数据分布与实际数

据分布之间的偏差。

从OT角度来看，生成器与判别器最优解之间存在

一个闭合式，因此生成器与判别器之间应该是相互合

作的而不是竞争的。更多细节见参考文献[11]。此外，

Monge-Ampère解的正则性理论可以解释GAN的模式崩

溃[48]。

5.1. 竞争与合作

图2显示了WGAN [1]的OT视图。根据流形分布假

设，真实数据分布υ与一个被嵌入背景空间χ中的流形Σ
非常接近。生成器计算了从隐空间Z到背景空间的解码

映射gθ，并且把白噪声ζ（如Gaussian分布）变换为生成

分布µθ。通过计算Kantorovich势能φξ，判别器计算了µθ

图8. Brenier势能函数的奇异点集与OT映射的间断点集。
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和真实分布υ之间的Wasserstein距离Wc(µθ, υ)。gθ和φξ都

是通过DNN来实现的。

在训练过程中，生成器通过优化gθ以使(gθ)#ζ 能更

好地逼近υ；判别器通过优化Kantorovich势能φξ来改善

对Wassertein距离的估计，生成器和判别器相互竞争、

不共享中间结果。在L1成本函数下，WGAN的交替训

练过程可以被看作是期望值的最小-最大优化过程：

但是如果我们把成本函数换成L2距离，那么根据

Theorem 3.10，在最优情况下，Briener势能u和Kon-
tarovic 势能能能φ是通过公式（16）的闭合式u(x) = 
1/2||x||2 – φ(x)相联系的。生成器寻找到了OT映射∇u，
而判别器计算出了φ。因此，一旦生成器达到最优解，

判别器无需任何训练即可得到最优解，反之亦然。

更详细地说，假设在第k次迭代中，生成器映射为

gk
θ。判别器计算了Kontarovich势能φξ，其给出了当前生

成的数据分布(gk
θ)# ζ与实数据分布υ之间的Wasserstein

距离；∇u给出了从(gk
θ)# ζ到υ的OT映射。因此我们可以

得到：

这意味着生成器映射可以被更新为

   （33）

这个结论表明，原则上我们可以跳过生成器的训练

过程；在实际应用中，我们通过共享中间计算结果可以

大大提高计算效率。因此，在设计GAN架构时，协作

优于竞争。

5.2. 模式崩溃和正则性

尽管GAN在许多应用中十分强大，但是它们有十

分致命的缺陷。第一，GAN的训练比较复杂，其对超

参数敏感以及收敛性差；第二，GAN易产生模式崩溃问

题；第三，GAN可能会产生不真实的样本。不收敛性

差、模式崩溃和生成不真实的样本等问题都可以通过

OT映射的正则性定理来解释。

根据Brenier的极分解定理，即Theorem 3.9，任何

保测度映射都可以被分解为两个映射，其中一个是OT
映射，它是Monge-Ampère方程的解。根据正则性The-
orem 3.15，如果目标测度υ的支集Λ具有多个连通分支，

即υ具有多个模式，或者Λ是非凸集合，那么OT映射T: 
Ω→Λ在奇异点集ΣΩ上是不连续的。

图9显示了多个连通的情形，Λ具有两个连通分支，

OT映射T在Σ1上间断。图10显示了Λ是连通但非凸的情

形。Ω是矩形、Λ是哑铃形、密度函数是常数、OT映射

是不连续的、奇异点集合Σ1 = γ1∪ γ2。

图11显示了R3中两个概率测度之间的OT映射。源

测度µ和目标测度υ均为均匀分布，Ω的支集是单位实心

球，Λ的支集是实心斯坦福（Stanford）兔子。我们基于

Theorem 4.2计算了Brenier势能u : Ω→R。为了可视化映

射，我们按如下方式插值概率测度：

图11显示了插值测度ρt的支集。表面的褶皱是奇异

点集，其中OT映射是不连续的。

在一般情况下，由于实际数据分布、嵌入流形Σ以

图9. 不连续的OT映射，由基于Theorem 4.2的一个GPU算法实现生成。（a）源域； （b）目标域。（a）图中间的线代表的是奇异点集合Σ1。
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及编码和解码映射的复杂性，目标测度支集很少是凸

的，所以传输映射几乎不可能整体上都连续。

另外，一般的DNN，如ReLU DNN只能是逼近连续

映射。ReLU DNN所表示的函数空间不包含所需的非连

续传输映射。训练过程，即搜索过程，将出现以下三种

情况：

（1）训练过程不稳定、不收敛。

（2）搜索过程会收敛到Λ的多个连通分支之一，映

射会收敛到所期望的传输映射的一个连续分支。这意味

着我们遇到了模式崩溃。

（3）训练过程能使传输映射成功覆盖所有模式，但

同时也覆盖了Λ以外的区域。在实际应用中，这种情况

将导致GAN产生不真实的样本。如图12所示。因此，

从理论上讲，直接使用DNN来近似OT映射是不可能的。

5.3. AE-OT 模型

如图4所示，我们将GAN的两个主要任务分为流形

学习和概率分布变换。第一个任务是通过AE来计算编

码映射fθ和解码映射gξ；第二个任务是利用变分方法来计

算隐空间中的OT映射T。编码映射fθ将实际数据分布υ前
推为(fθ)#υ。在隐空间中，T将均匀分布µ映射到(fθ)#υ。

AE-OT模型有许多优势。寻找OT映射实际上是一

个凸优化问题，这保证了解的存在性和唯一性。训练过

程是稳定的，并采用了拟牛顿法进行超线性收敛。未知

数的数量与训练样本的数量相等，避免了过度参数化。

并行OT映射算法可以通过使用GPU来实现。OT映射的

误差限可以通过Monte Carlo方法中的采样密度来控制。

具有自适应性的等级分层算法进一步提高了计算效率。

另外，AE-OT模型可以消除模式崩溃。

6. 实验结果

在这一部分，我们将展示实验结果。

6.1. 训练过程

AE-OT模型的训练主要包括两个步骤，即训练AE

和寻找OT映射。正如第4节所述，使用GPU的算法实现

来完成OT的步骤。在训练AE过程中，我们使用Adam

算法[49]来优化神经网络的参数，其中学习率为0.003，
β1 = 0.5，β2 = 0.999。当L2损失停止下降时，这意味着

神经网络找到了良好的编码映射，我们固定编码器部分

并继续训练神经网络以获得解码映射。编码器固定前后

图10. 不连续的OT映射，由基于Theorem 4.2的一个GPU算法实现生成。（a）源域； （b）目标域。（a）图中的γ1和γ2是两个奇异点集合。

图11. 从Stanford兔子到实心球的OT映射。边界曲面上的皱褶是奇异点集合。（a）~（d）显示了变化过程。
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的训练损失见表1。接下来，为了找到从给定分布（我

们在这里使用均匀分布）到隐空间特征的OT映射，我

们从均匀分布中随机采样100N个随机样本点来计算能

量梯度。这里，N是数据集隐空间特征的数目。实验

中，θij对于不同数据集也是不一样的。具体来说，对

于MNIST和FASHION-MNIST两个数据集，θij是0.75，
但对于CIFAR10和CELEBA数据集，θ ij分别为0.68和
0.75。

我们的AE-OT模型是在Linux平台上通过使用Py-
Torch来实现的。所有实验均在GTX1080Ti上进行。

6.2. 传输映射不连续性测试

在这个实验中，我们的目的是去验证我们的假设，

即在大多数实际应用中，目标测度的支集是非凸的、奇

异点集是非空的以及在奇异点集上概率分布变换映射是

非连续的。

如图12所示，我们使用AE来计算从CelebA数据集

(Σ, υ)到隐空间Z的编码和解码映射，其中，编码映射fθ : 
Σ→Z在隐空间上将υ前推为(fθ)#υ。在隐空间中，我们用

第4节所描述的算法计算了OT映射，即T : Z→Z, 其中T
将单位立方体ζ中的均匀分布映射为(fθ)#υ。然后，我们

从分布ζ中随机抽取样本z，并使用解码映射gξ : Z→Σ将
T (z) 映射为生成的人脸图像gξ ◦ T (z)。图12（a）展示了

由该AE-OT模型生成的实际人脸图像。

如果隐空间中前推测度(fθ)#υ的支集是非凸的，则存

在奇异点集合Σk，其中k>0。我们希望验证ΣK的存在。

我们在隐空间的单位立方体中随机划上一条线段，然后

沿着该线段密集插值以生成面部图像。如图12（b）所示，

我们找到了一条线段γ，并生成了一个变形序列，该序

列的起点是具有一对棕色眼睛的男孩面部图像，终点是

具有一对蓝色眼睛的女孩面部图像。在图像中间部分，

我们生成的人脸的一只眼睛是蓝色的，另一只眼睛是棕

色的。这些不真实人脸图像，应该在流形Σ之外。这意

味着线段γ穿过了奇异点集Σk，而传输映射T在其上是不

连续的，这也验证了我们的猜想是正确的，即被编码的

人脸图像测度的支集在隐空间中是非凸的。

同时，我们发现AE-OT模型将训练速度提升了5倍，

并且提高了模型的收敛稳定性，这是因为OT过程是一

种凸优化过程。这为改进现有的GAN模型提供了一种

很有前途的方法。

6.3. 模式崩溃比较

由于合成数据集由明确的分布和已知模式组成，因

此利用这种数据集进行实验，可以精确地测量模式崩

溃。我们选择了两个在之前的工作[50,51]中已经研究或

提出的合成数据集——2D网格数据集。

关于模式崩溃测量指标的选择，我们选取了三种以

前使用过的指标[50,51]。模式数量（number of modes）
是指由生成模型生成的样本所捕捉到的模式个数。在这

个指标中，如果在该模式的三个标准差范围内没有生成

图12. AE-OT模型生成的人脸图像。（a）生成的实际人脸图像；（b）经过奇异点的路径。（b）图中心位置处的图像的传输映射是非连续的。

表1 编码器固定前后AE的 L2损失

Situation Dataset

MNIST FANSION CIFAR-10 CelebA

Before 0.0013 0.0026 0.0023 0.0077

After 0.0005 0.0011 0.0018 0.0074
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样本，则我们判定该模式已失效。高质量样本的百分比

（percentage of high-quality samples）测量的是在最近模

式的三个标准差范围内生成的样本比例。参考文献[51]
使用了第三个测量指标，即逆Kullback-Leibler（KL）
散度。对于这个指标，每个生成样本都被分配给离其最

近的模式，我们计算了被分配给每个模式的样本的直方

图。该直方图形成了一种离散分布，然后我们计算了由

真实数据形成的直方图的离散分布的KL散度。直观地

说，该指标测量了生成样本在所有模式间关于真实分布

的平衡程度。

在参考文献[51]中，作者用以上三种指标评估了

GAN [26]、ALI [52]、MD [30]和PacGAN [51]在合成数

据集上的表现。每个训练实验使用的生成器都具有相同

的网络结构，训练参数共约400k个。网络训练的训练样

本共有100k个，迭代次数为400次。对于AE-OT实验，

由于源空间和目标空间都是2D，因此我们不需要训练

任何AE。我们直接计算了单位正方形上的一致分布与

真实数据分布之间的半离散OT映射。理论上，OT映射

恢复所有模式所需的最小真实样本数量是每个模式需要

一个真实样本。然而这可能导致在插值阶段生成低质量

的样本。因此，对于OT映射的计算，我们采用了512个
真实样本，并根据这个映射生成了新的样本。在这种情

况下，我们注意到，在OT映射的计算中只有512个参数

需要被优化，并且由于Hessian矩阵的正定性，优化过

程是稳定的。我们的结果见表2，其中前面使用的方法

的衡量标准见参考文献[51]。我们在合成数据集上的

结果和GAN、PacGAN的结果如图13所示。

6.4. 与现有技术的比较

我们通过实验对本文提出的AE-OT模型和其他现有

生成模型进行了比较，现有生成模型主要包括Lucic等
在参考文献[33]中评估的对抗模型和Hoshen、Malik在

参考文献[36]中研究的非对抗模型。

出于公平考虑，我们采用了相同的测试数据集和网

络架构。数据集与参考文献[31,36]中的测试数据集类

似，包括MNIST [53]、MNIST-Fansion [54]、CIFAR-10 
[55]和CelebA [56]。网络架构与参考文献[33]中Lucic等
使用的网络架构类似。特别是，在我们的AE-OT模型

中，解码器的架构和参考文献[33]中GAN生成器的架构

一样，并且编码器和解码器是对称的。

我们利用FID评分[31]和PRD曲线作为评估标准来

比较我们的模型和现有的生成模型。FID评分衡量了生

成结果的视觉保真度，并且对图象损坏具有鲁棒性。但

是FID评分对模式的添加和删除非常敏感[33]，因此我

们又使用了PRD曲线，PRD曲线可以量化真实数据集上

模式丢失和添加的程度[32]。

6.4.1. 利用 FID 评分进行比较

FID评分计算方法如下：①通过运行inception网络

[30]来提取生成图像和真实图像中有视觉意义的特征；

②利用Gaussian分布来拟合真实图像和生成图像的分

布；③用如下公式计算两个Gaussian分布之间的距离：

   （34）

表2 2D格点数据集上的模式崩溃比较

Method Modes Samples Reverse KL

GAN 17.3 ± 0.8 94.8 ± 0.7% 0.70 ± 0.07

ALI 24.1 ± 0.4 95.7 ± 0.6% 0.14 ± 0.03

MD 23.8 ± 0.5 79.9 ± 3.2% 0.17 ± 0.03

PacGAN2 23.8 ± 0.7 91.3 ± 0.8% 0.13 ± 0.04

PacGAN3 24.6 ± 0.4 94.2 ± 0.4% 0.06 ± 0.02

PacGAN4 24.8 ± 0.2 93.6 ± 0.6% 0.04 ± 0.01

AE-OT 25.0 ± 0.0 99.8 ± 0.2% 0.007 ± 0.002

图13. 2D格点数据集上的模式崩溃比较。（a）GAN；（b）PacGAN4；（c）AE-OT。橙色点代表真实样本，绿色点代表生成样本。
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式中，µr和µg分别代表真实分布的均值和生成分布的均

值；Σr和Σg分别代表两个分布的方差。

比较的结果见表3和表4，几种GAN的统计数据来

自Lucic等[33]，非对抗生成模型的统计数据则来自于

Hoshen和Malik [36]。一般，我们提出的模型比其他现

有生成模型能够获得更好的FID评分。

理论上来说，我们的AE-OT模型的FID评分和之前

预训练的AE的FID评分接近，这从我们的实验中也得

到了证实。

我们的AE采用的是Lucic等在参考文献[33]中提

到的固定网络结构，它的性能不足以编码 CIFAR-10或
者 CelebaA，因此我们必须下采样这些数据集。我们从

CIFAR-10中随机选择了2.5×104张图像和从CelebaA中

随机选择了1.0×104张图像来训练模型。即使是这样，

我们的模型在CIFAR-10上依然取得了最好的FID评分。

由于InfoGAN模型容量的有限性，CelebA的AE性能的

FID评分（67.5）并不理想，这就使得生成的数据集的

FID评分为68.4。通过在AE架构中增加两个额外的卷积

层，CelebA的L2损失将低于0.03，而且FID评分也超过

了所有其他模型（28.6，如表4括号中所示）。

6.4.2. 利用 PRD 曲线进行比较

FID评分是度量生成分布和真实数据分布之间差距

的一个有效方法，但它主要用于评价精确度，它不能准

确地捕捉生成模型所能覆盖的真实数据比例。参考文献

[32]中的方法将分布之间的散度分解为两个部分，即精

确度和查全率。

给定一个参考分布P和一个学习分布Q，精确度可

直观地衡量Q中样本的质量，而查全率衡量了Q所覆盖

的P的比例。

我们使用Sajjadi等在参考文献[32]中介绍的(F8, F1/8)

的概念量化了精确度和查全率的相对重要程度。图14总
结了对比结果。每个点代表的是一个有超参数集的具体

模型。点离右上角越近，模型的性能越好。蓝色和绿色

的点分别表示了参考文献[32]中评估的GAN和VAE，黄

色的点代表的是参考文献[36]中的GLANN模型，而红

色的点代表的是我们的AE-OT模型。

显然，在MNIST和FASHION-MNIST数据集上，我

们提出的模型的性能要优于其他模型。对于CIFAR-10

数据集，我们模型的精确度比GAN和GLANN的稍低，

但是查全率是最高的。对于CelebA数据集，由于AE容

量有限，我们的模型表现得不是很可观。但是，在AE

里添加两个卷积层后，我们的模型得到了最高的评分。

6.4.3. 可视化比较

图15显示了由我们所提出的方法生成的图像和参

考文献[33]中Lucic等研究的GAN以及参考文献[36]中
Hoshen和Malik研究的非对抗模型生成的图像之间的可

视化的比较结果。第一列是初始图像，第二列是由AE

生成的结果，第三列是由Lucic等[33]采用GAN得到的

表3 用FID进行定量比较-I

Dataset Adversarial

MM GAN NS GAN LSGAN WGAN BEGAN

MNIST 9.8 6.8 7.8 6.7 13.1

Fansion 29.6 26.5 30.7 21.5 22.9

CIFAR-10 72.7 58.5 87.1 55.2 71.4

CelebA 65.6 55.0 53.9 41.3 38.9

The best result is shown in bold. MM: manifold matching; NS: non-saturating; LSGAN: least squares GAN; BEGAN: boundary equilibrium GAN.

表4 用 FID 进行定量比较-II

Dataset Non-Adversarial Reference

VAE GLO GLANN AE AE-OT

MNIST 23.8 49.6 8.6 5.5 6.4

Fansion 58.7 57.7 13.0 4.7 10.2

CIFAR-10 155.7 65.4 46.5 28.2 38.1

CelebA 85.7 52.4 46.3 67.5 68.4 (28.6)

The best result is shown in bold.
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图14. 在四个数据集上，以(F8, F1/8)的精确度-查全率进行比较。（a）MNIST；（b）FASHION；（c）CIFAR-10；（d）CelebA。黄褐色的点表示参考文
献[36]中的结果。红色的点是利用本文所提出的方法生成的结果。（d）中紫色的点代表添加两个卷积层后，利用本文所提出的方法生成的结果。

图15. 生成图像质量在 4 个数据集上的可视化比较。第一列（a）是真实数据；第二列（b）是由AE生成的结果；第三列（c）显示的是由
GAN[33]以最高的精确度-查全率(F8, F1/8)生成的结果，它对应着图14中的B点；第四列（d）是参考文献[36]中的结果；最后一列（e）是利用本
文所提出的方法生成的结果。
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最好的生成结果，第四列是由Hoshen和Malik采用模型

生成的结果，最后一列是用我们方法生成的结果。很明

显，采用我们的方法生成了高质量的图像并且该图像包

含了所有模式。

7. 结论

本文利用OT理论来解释GAN。根据数据流形分布

假设，GAN主要完成两个任务——流形学习和概率分

布变换。概率分布变换可以利用OT方法直接实现。OT
理论解释了模式崩溃的基本原因，并指出生成器和判别

器之间应该是合作而非竞争的内在关系。此外，我们提

出了AE-OT模型，该模型提高了理论的严谨性、增强了

训练的稳定性和效率，并且消除了模式崩溃问题。

我们的实验结果验证了我们的理论推测，即如果分

布传输映射是不连续的，那么奇异点集的存在会导致模

式崩溃。此外，通过将我们提出的模型与现有最先进的

模型进行比较发现，我们提出的模型消除了模式崩溃，

并在FID评分和PRD曲线方面要优于其他模型。

未来，我们将对流形学习阶段的理论理解进行探

索，并用严格的方法使这部分黑匣子透明化。
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