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摘要

随机微分方程（SDE）是一种广泛用于描述受不同来源噪声干扰的复杂过程或现象的数学模型。由于数
据固有的强随机性和系统动力学的复杂性，控制系统的SDE的辨识通常是一个挑战。辨识SDE的现有
参数化方法的实用性通常受到数据资源不足的限制。本研究提出了一种通过稀疏贝叶斯学习（SBL）技
术从候选基函数空间中搜索简洁但物理必需的表示形式来辨识SDE的新框架。更重要的是，利用SBL
的解析可处理性开发了一种可以通过少量数据来高效地构建辨识SDE的线性回归模型的方法。本文利
用股票和石油价格、轴承变化和风速的真实数据，以及包括广义维纳（Wiener）过程和朗之万方程在内的
著名随机动力系统的仿真数据，验证了所提出框架的有效性。该框架旨在帮助专家从自然科学、经济学
和工程领域的随机现象中提取随机数学模型，用于分析、预测和决策。
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1. 引言

自然界、工业和人类社会充满了在随机噪声影响下演

化的现象、过程和系统。这类系统的实例包括：布朗粒子

在流体中的运动[1]、由肿瘤-免疫相互作用驱动的肿瘤演

变[2]、股票价格和风的运动。随机微分方程（SDE）是

建模和分析受随机噪声影响的系统的一种强有力的数学方

法。对SDE的研究起源于爱因斯坦在 1905年发表的论文

[1]，该论文建立了布朗粒子在热浴中的波动理论。从那

之后，SDE已经在众多科学和工程领域得到了广泛的应用

[3‒7]。传统上，可以根据数据的统计特性和专家的经验

利用 SDE 对随机现象进行建模。然而，在许多情况下，

数据的统计特性可能与充分理解的SDE的统计特性不同，

因此对于发现潜在SDE的帮助较小。此外，用于控制随

机现象的SDE通常未知或难以捉摸。因此，开发一种数

据驱动方法来辨识随机现象的潜在SDE至关重要。然而，
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系统（由SDE控制）的复杂行为和强随机性使得精确辨

识SDE具有很大的挑战性。

确定 SDE的关键是辨识其漂移项和扩散项。关于这

一主题的工作可以大致分为两类。第一类是非参数化辨

识，该工作试图从时间序列数据中为漂移项和扩散项建立

一个无模型的输入输出映射。Kramers-Moyal平均法引入

了基于直方图回归（HBR）为漂移项和扩散项建立适当

映射[8]。然而，即使对于一维 SDE，该方法也需要大量

的数据，并且所需的数据量随着SDE的维数呈指数增长。

实际上，这种数据需求加重了传感器成本、数据存储和计

算资源的负担，这在某些情况下可能难以满足。为了利用

有限的数据量提高辨识精度，基于核函数[9]和多项式[10]

的回归方法可以作为针对一维SDE更有效的映射方法。此

外，非参数化的贝叶斯估计提供了另一种减少数据量要求

的映射方法[11‒14]。最近提出采用马尔可夫链蒙特卡罗

（Markov chain Monte Carlo, MCMC）方法[11‒12]和高斯过

程回归（GPR）[13]来辨识SDE。进一步地，具有高计算

效率的稀疏GPR方法也被提出用于辨识SDE [13‒14]。虽

然上述方法可以充分地预测漂移项和扩散项，但是它们不

能对随机动力系统建模，因为它们仅提供模型的黑箱表示。

相比之下，参数化方法侧重于辨识 SDE的漂移项和

扩散项的模型结构，并且更有利于揭示随机动力系统的潜

在物理规律。对于具有已知模型结构的标量齐次SDE，可

以结合KBR和最小二乘法来估计参数[15]。对于非线性动

力系统，在假设模型结构在可能的基函数空间中稀疏的情

况下，非线性动力学稀疏辨识（SINDy）框架已经被用来

确定控制方程[16]。基于HBR和SINDy，已经提出了稀疏

学习方法来辨识漂移项和扩散项[17‒18]。然而，因为这

些方法最初依赖于HBR估计漂移项和扩散项，所以它们

表现出与HBR相同的缺点。

在系统辨识和信号处理领域，一种用于辨识模型结构

的新兴技术为稀疏贝叶斯学习（SBL）[19‒25]，其目的在

于通过平衡模型的复杂性和准确性从输入输出数据中找到

模型在基函数空间的简洁表示。本研究利用相对有限的时

间序列数据，通过此技术来发现随机动力系统的潜在

SDE。所提出的算法的实现过程可以概括为以下两个阶段。

首先，利用Euler-Maruyama方法对SDE进行离散，得到漂

移项和扩散项的理论表达式。然后，基于中心极限定理，

将SDE的辨识问题转化为一个针对漂移项和扩散项的输入

输出回归问题。虽然分箱操作可以用于估计选定点处的漂

移项和扩散项的值，从而实现输入输出回归问题的构建表

达，但是此操作需要大量数据并且受到维度灾难的影响。

基于稀疏贝叶斯学习的解析可处理性，本文提出了一种在

实际中更有效的从相对有限的时间序列数据中构建输入输

出回归问题的实现方法。通过与最先进的方法相比，所提

的SDE的贝叶斯辨识（BISDE）方法的强大性能和鲁棒性

已经在著名的SDE上得到了证明。此外，本文所提出的

BISDE算法在大量的仿真和实际系统中得到了验证。

2. 方法

2.1. 漂移项和扩散项的数学表达式

在本研究中，考虑了n维SDE的一般形式：

dx (t ) = f ( x (t ) )dt +G ( x (t ) )
1
2 dW (t ) （1）

式中，x (t ) ÎRn是时刻 t的状态向量；f ( x (t ) ) ÎRn是状

态相关的漂移向量；G ( x (t ) ) ÎRn ´ n是正定的扩散矩阵；

W (t )是 n 维标准布朗运动或维纳过程。假设 f ( x (t ) )和
G ( x (t ) )的每个元素都是连续函数。但是， f ( x (t ) )和
G ( x (t ) )的确切模型结构未知。本研究的目的是从关于

x (t )相对有限的时间序列数据中辨识它们。

由于 SDE 的解析解通常难以得到，因此采用 Euler-

Maruyama离散法来计算其数值解。为了确保方程（1）中

SDE解的存在性和唯一性以及 Euler-Maruyama方法的可

行性，需要假设漂移项和扩散项满足局部 Lipschitz 和

Khasminskii型条件（见附录A中的第S1节）。此外，在此

条件下，基于Euler-Maruyama方法的数值解依概率收敛

于解析解[26‒27]。

将 Euler-Maruyama 方法应用于方程（1）的 SDE，

得到

x̂ ((k + 1)Dt ) - x̂ (kDt )
= f ( x̂ (kDt ) )Dt +G ( )x̂ ( )kDt

1
2 Dt ϵk （2）

式中， k 是离散化时间索引；Dt 是离散化时间步长；

x̂(kDt)是x (kDt )的数值解，且 ϵk~N (0In )，满足均值为零

且协方差矩阵为In（In为n ´ n单位矩阵）的正态分布。考

虑连续时间近似进行分析更方便。因此，对于任

意tÎ(kDt (k + 1)Dt)，设

x̂ (t ) = x̂ (kDt ) （3）
已知 x̂ (kDt )，显然，方程（2）中的 x̂ ((k + 1)Dt )满足

高斯分布。这意味着，对于任意t ³ 0，

x̂ (t +Dt ) ∣x̂ (t ) N ( x̂ (t ) + f ( x̂ (t ) )DtG ( x̂ (t ) )Dt ) （4）
根据方程（4），可以推导出漂移项和扩散项的表达

式。首先，对于任意点 ξÎRn，通过条件期望可以得到漂

移项 f (ξ )的表达式如下：
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f (ξ ) = 1
Dt
Ε [ x̂ (t +Dt ) - x̂ (t ) |x̂ (t ) = ξ ] （5）

式中，Ε表示期望算子。

与漂移项的情况类似，通过条件方差可以得到扩散项

G (ξ )的表达式如下：

G (ξ ) = 1
Dt
Ε é

ë( x̂ (t +Dt ) - x̂ (t ) - f ( x̂ (t ) )Dt )·
                    ( x̂ (t +Dt ) - x̂ (t ) - f ( x̂ (t ) )Dt ) T

|x̂ (t ) = ξùû （6）
式中，T表示转置算子。

虽然是根据数值解 x̂ (t )来估计漂移项和扩散项，但是

可以证明：当Dt® 0时，f ( x̂ (t ) )  和G ( x̂ (t ) )的所有元素

分别依概率收敛于 f ( x (t ) )和G ( x (t ) )的相应元素。下面

的命题总结了这个结果，为了简单起见，省略了元素索引

的下标符号。

命题1.假设方程（1）中的SDE满足局部Lipschitz和

Khasminskii型条件，并且漂移项和扩散项的所有元素都

是连续函数。那么，对于任意τ > 0，

lim
Dt® 0

 ( sup
0 £ t £ τ

 ∣f ( x̂ (t ) ) - f ( x (t ) ) ∣) = 0  in probability（7）
和

lim
Dt® 0 ( sup

0 £ t £ τ
 ∣G ( x̂ (t ) ) -G ( x (t ) ) ∣) = 0  in probability（8）

证明：参见附录A中的第S2节。

根据中心极限定理，可以基于方程（5）通过收集的

时间序列{x̂ (ti )}  m
i = 1 近似计算 f (ξ )。然而，计算G (ξ )更

复杂。根据方程（6），注意到计算G (ξ )不仅需要数据，

而且还需要 f (ξ )。一种可行的方法是使用辨识的漂移项

来估计 f (ξ )的值。

2.2. 推断漂移项

在收集时间序列{x̂ (ti )}  m
i = 1后，根据中心极限定理可

以利用下式来估计 f (ξ )：
∑s = 1

K [ ]x̂ ( )tjs + 1 - x̂ ( )tjs
|x̂ ( )tjs

= ξ

KDt
» f (ξ ) + ε1 （9）

式中，K是等于 ξ的 x̂ (tjs )的数量，且 x̂ (tjs ) Î {x̂ (ti )}  m
i = 1；

ε1是一个向量，其中每个元素都服从均值为零、方差与1/K

成比例的高斯分布。由于噪声可以被建模为高斯噪声，因

此该方程将经验估计与SBL连接起来。因此，辨识漂移项

的问题可以转化为一个输入输出回归问题。该方程还意味

着可以独立地辨识漂移项的每一个元素。在不失一般性的

情况下，假设 ξ (i) ÎRn，fr(ξ (i) )  ÎR，i = 1 2N分别

表示第 r个漂移项的输入输出数据，并根据方程（9）使

用Ki对时间序列数据点估计fr(ξ (i) )。设

X =
é

ë

ê

ê
êêê
ê

ê

ê ù

û

ú

ú
úúú
ú

ú

ú| | |

ξ ( )1 ξ ( )2 
| | |

   

|

ξ ( )N

|

T

  

Y = [ ]fr( )ξ ( )1   fr( )ξ ( )2     fr( )ξ ( )N
T

（10）

假设第 r个漂移项是属于候选函数库的一些基函数的

线性组合。通常希望函数库足够大，来实现对潜在模型结

构的彻底搜索和确定。对于许多实际系统，漂移项在由基

函数张开的空间中是稀疏的，因为它仅包括几项基函数。

此外，所考虑的随机动力系统的任何可用的先验知识都可

以指导我们更有效地选择基函数。示例库包含如下的常数

项、线性项和多项式项：

Φ = [1  X  X 2 X 3 ] （11）
式中，X 2、 X 3等表示更高次的多项式。例如，X 2的每一

列都可以被指定为ξ (i)  和ξ ( j )的元素乘积（其中 i可以等

于 j）。剩下的问题在于估计基函数的权重。稀疏权重向量

的精确辨识对于辨识第r个漂移项的模型结构至关重要。

为了估计权重向量，可以近似地求解从方程（9）推

导出的以下回归方程：

Y =Φθ + ε （12）
式中，ΦÎRN ´M是构建的字典矩阵；M是基函数的数量；

θ = [θ1 θ2  θM ]T
是权重向量。假设噪声向量 ε遵循高斯分

布N (0Ψ )，其中Ψ是第 i个元素为 σ2/Ki的对角矩阵，σ2

是一个标量的方差参数。首先，考虑漂移项的模型结构在

所选基函数张开的空间中是稀疏的，对权重θi施加具有均

值为零和方差为 γi的稀疏促进的高斯先验。因此，θ表示

具 有 初 始 概 率 分 布 p (θ; γ) 的 随 机 向 量 ， 其 中 γ =

[ γ1 γ2  γM ]T
。基于最大后验（MAP）原则，θ的后验

分布

p (θ|Y ;Ψγ) µ p (Y|θ ;Ψ ) p (θ; γ) （13）
的均值被选为 θ的估计值。这里，p (Y|θ;Ψ )是由方程

（12）得出的似然函数。然而，θ的估计涉及 γ。为了设置

γ的合理值，可以最大化第 II 类似然函数 p (Y;Ψγ) =
∫p(Y∣θ;Ψ)p(θ; γ)dθ。因此，在获得其最优值（表示为 γ*）

之后，可以得到

θ = (ΦTΨ -1Φ +Γ * -1 ) -1
ΦTΨ -1Y （14）

式中，Γ * = diag(γ* )。

对于一个感兴趣的系统，可能难以获得等于 ξ的多个

测量 x̂ (ti )。近似地估计条件期望 f (ξ )的一个有用技巧是

将落在 ξ的小邻域内的任何数据点 x̂ (tjs )视为 ξ；或者，具
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体而言，

∑s = 1

K [ ]x̂ ( )tjs + 1 - x̂ ( )tjs
|x̂ ( )tjs

Î(ξ - δξ + δ)

KDt
» f ( )ξ + ε1

（15）

式中，δ = [δ1 δ2  δn ]
T
是用于控制邻域大小的超参数向

量。参考文献[8,17‒18]已经证明了该分箱技术的有效性。

以 这 种 方 式 ， 对 于 n 维 SDE， 数 据 点 被 划 分 进

∏j = 1

n ( ){ }max [ ]x̂ j( )ti -min [ ]x̂ j( )ti ∕ 2δj 个区间中，其中，

x̂ j (ti )是 x̂(ti )的第 j个元素。因此，如果想要保持总体上的

近似精度，该方法会受到维数灾难的影响，因为SDE维

数的增加会导致区间和数据的数量呈指数级增长。此外，

也很难平衡区间的数量和近似的准确性。为了解决上述问

题，本文开发了一种更有效的策略来构建回归方程以辨识

漂移项的模型结构。首先，采用方程（12）中回归方程的

等效实现来获得相同的权重向量。

定理1.通过下式辨识的权重向量

Y͂ = Φ͂θ͂ + ε͂ （16）
即 θ͂，与方程（12）中辨识的权重向量θ相同，式中

Y͂ = [ f͂r(ξ (1) )  f͂r(ξ (2) )   f͂r(ξ (N ) ) ]T

（17）

f͂r( )ξ ( )j =
é

ë

ê
êê
ê
ê
ê |

|
||||1

Dt ( )x̂r( )tj1 + 1 - x̂r( )tj1

x̂ ( )tj1
= ξ ( )j



ù

û

ú

ú
úú
ú

ú
              

|
|
||||1

Dt ( )x̂r( )tjKj
+ 1 - x̂r( )tjKj

x̂ ( )tjKj

= ξ ( )j
（18）

Φ͂ =
é

ë

ê

ê
êê
ê

ê ù

û

ú

ú
úú
ú

úaT
1 ⊗Φ1


aT

N ⊗ΦN

    a i = [ ]1 1
Ki

（19）
式中⊗是克罗内克积；x̂r是x̂的第r项 ;Φi是Φ的第 i行；ε͂ 

服从高斯分布N (0σ2 I )，这里I是一个∑i = 1

N Ki ´∑i = 1

N Ki

单位矩阵。

证明：参见附录A中的第S2节。

备注 1. 对于任何置换矩阵 P，有 PY͂ =PΦ͂θ͂ +Pε͂。因

此，Y͂的元素可以按时间顺序重新排列。

定理1给出了一种通过考虑方程（12）的替代回归方

程（16）来辨识θ的构造性方法，其优点显著。首先，方

程（16）意味着“导数”可以直接用作输出，从而避免了

对分箱操作的需要减少了所需的数据量并避免实际中的维

数灾难。其次，与分箱操作不同，当构造字典矩阵和输出

向量的时候，x̂ (tjs ) Î(ξ - δξ + δ)的值被保留而不是被替换

为 ξ，这避免了相应的近似误差。最后，实验也表明所提

方法减少了所需数据量并且对高维SDE具有鲁棒性。

2.3. 推断扩散项

一旦成功地辨识出漂移项，则可以建立回归方程辨识

扩散项。根据方程（6），考虑
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式中，ε2是一个矩阵，其中每个元素均服从均值为零、方

差与1/K成比例的高斯分布。辨识的漂移项可以用于估计

相应的精确漂移项的值。遵循与漂移项类似的辨识路线，

可以建立回归方程来辨识扩散项，并利用SBL方法求解。

注意，这里基函数的选择可以不同于用于辨识漂移项的基

函数。

2.4. 模型验证

接下来，通过仿真和实验对所提出的BISDE算法进

行了评估。对于仿真系统，由于确切的模型结构已知，所

以可以通过比较测量值处的真实漂移项（扩散项）和拟合

漂移项（扩散项）生成的数据之间的均方误差（MSE）

来评估辨识模型的性能。对于真实的实验数据，由于缺乏

基准信息，设计了三个准则来评估辨识模型的性能。

准则1：如果存在一个被广泛接受的模型，可以利用

该模型来评估辨识模型。如果发现它们之间具有良好的一

致性，则通过交叉验证验证了该模型的有效性。否则，明

显的不一致性意味着有可能确定一个更有效的模型，其性

能可通过准则2或准则3进行评估。

准则2：如果实际的动力过程近似平稳，则可以将通过

求解平稳Fokker-Planck方程得到的辨识模型的解析概率密

度函数（PDF）与时间序列的经验PDF进行比较。它们之

间的良好匹配则表明辨识模型的可靠性。非平稳过程可以

通过构造代数或对数增量或其他方法转换为平稳过程[28]。

准则3：对于平稳过程，当PDF无法解析求解或数值

估计时，可以给定真实数据的初始值，利用辨识的模型生

成仿真数据，然后通过比较仿真数据的 PDF与真实数据

的PDF来评估辨识模型的性能。

3. 结果

3.1. 利用仿真数据发现朗之万方程

首先将提出的 BISDE 算法应用于朗之万方程（见
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附录A中的第S3.1节），该方程在物理学中起着重要作用

[29‒30]，具体如图1所示。尽管其数学形式很简单，但物

理学家花了将近一百年的时间才发现该方程。具体而言，

朗之万方程描述了布朗粒子在所有时间尺度上的动力学特

性，克服了参考文献[1]中爱因斯坦理论的缺点。考虑一

个浸入流体中的布朗粒子[图1（a）]。由于热运动，布朗

粒子与各个方向的液体分子产生碰撞从而形成速度遵循朗

之万方程的随机运动。

通过采用时间步长Dt = 0.04的均匀离散区间[0, 1000]

获得数据。基函数由常数项、关于x高达15次的多项式和

指数为从x到10x的指数函数组成。在该示例中，相同的

基函数被用于漂移项和扩散项辨识。如果与漂移项或扩散

项相关的先验信息（如对称性和周期性）是已知的，则应

指定每一项的基函数。图1（b）、（c）表明BISDE成功地

以非常高的精度辨识了朗之万方程。该朗之万方程的示例

表明了BISDE可以帮助物理学家从数量相对有限的时间

序列数据中辨识随机现象的潜在SDE的能力。

3.2. 利用实验数据发现轴承振动的动力学

接下来，展示了美国凯斯西储大学（Case Western 

Reserve University, CWRU）轴承数据集滚动轴承振动的

动力学发现。随着现代工业的快速发展，旋转机械在制造

系统和家用电器中得到了广泛的应用。虽然滚动轴承在这

些机械中得到了广泛和不可或缺的应用，但它也被列为与

机械缺陷相关的首要部件[31‒33]。轴承故障将减小机器

寿命和性能，降低工件的质量，极端情况下还会造成安全

隐患甚至人员伤亡。因此，轴承故障诊断已成为工程界的

热门话题。一般而言，振动信号被认为是评估轴承缺陷的

最有用数据，因为轴承中的任何故障都可能影响振动动力

学[34]。因此，在无故障和有故障阶段确定轴承振动信号

的动力学特性，可以提供关于潜在轴承缺陷的知识。

CWRU数据集是一个用于探索正常和故障轴承动力

学特性的开源数据集。原始试验台及其横截面图分别如

图2（a）、（b）所示。试验台由电机、编码器或扭矩传感

器及测力计组成。数据是以 48 kHz的功率在三种不同的

状态下采集的：①正常轴承（NB）；②内圈故障（IRF）；

③滚珠故障（BF）。将单点故障引入驱动端和风扇端轴

承，故障直径分别为 7 mil、14 mil 和 21 mil（1 mil = 

0.0254 mm）。将每个故障轴承重新安装到电机中，并在

电机负荷为 1~3 hp（马力；1 hp = 0.7457 kW）下进行

测试。

本文重点介绍了1 hp下正常和故障风扇端轴承动力学

辨识的结果；更全面的比较可参见附录A中的第S3.2节。

因为有足够的数据量，所以分箱操作可以为漂移项和扩散

项提供合理的估计。此外，此估计值可以作为BISDE的

辨识结果的验证基准。为了说明本文提出的方法可以减少

所需的数据量，BISDE只使用了大约十分之一的数据集来

发现潜在的动力学方程。图 2（c）~（h）给出了在不同

的操作条件下分箱操作估计的漂移项和扩散项与通过BIS‐

DE辨识的相应漂移项和扩散项之间的比较；使用MSE评

估辨识模型的性能。实验结果表明所辨识的漂移项和扩散

项可以准确地捕获轴承振动信号的动力学行为。不同电机

负载下的正常轴承的辨识模型可以帮助操作员或从业者进

行故障的早期诊断，以防止灾难性后果并减少维护费用。

3.3. 发现经典的随机模型和应用

最后，应用所提出的BISDE算法确定了多个经典的

和现实世界中的SDE。仿真模型基于常见的物理系统和随

图1. 朗之万方程的BISDE的流程示意图。（a）浸没在流体中的布朗粒子（红点），其速度满足朗之万方程；（b）、（c）分别建立线性回归方程，从候

选基函数张开的空间中辨识漂移项和扩散项。
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机过程（见附录A中的第S3.3~S3.5节）。通过一个二维仿

真模型验证了BISDE算法在有限数据量下辨识多维 SDE

的能力。实际系统包括股票价格波动、风速和油价（见

附录A中的第S3.6~S3.8节）。为这种随机动力系统建立一个

辨识框架，可以帮助从业者改进系统设计并为不同场景开

发更有效的系统管理策略。更详细的说明见下文和附录A

中的第S3节。此外，数据和代码实现可参见https://github.

com/HAIRLAB/BISDE。

图3总结了待辨识的仿真和实际系统。每个类别的三

个示例都用特定的背景颜色标记。第一行和第四行分别显

示了仿真和实际系统。第二行显示了用颜色表示其概率密

度值的模拟样本路径。第五行由于缺乏基准信息仅显示实

际样本路径。第三行和第六行评估辨识模型的性能。对于

仿真系统，可以比较测量点处由真实和辨识的漂移项/扩

散项生成的数据点之间的MSE，以评估其性能。对于实

际系统，采用准则 1、准则 2和准则 3来评估辨识模型的

性能。

与最先进方法的比较：为了证明BISDE可以从相对

有限数量的时间序列数据中辨识 SDE，将BISDE与参考

文献 [17] 中最先进方法 （为方便起见，以下称为

SDE_SINDy） 进 行 了 比 较 。 图 4 显 示 了 BISDE 和

SDE_SINDy在仿真系统上的直观比较。当数据量相对有

限时，SDE_SINDy未能辨识所有情况下的潜在模型结构，

而BISDE产生近乎完美的辨识结果。

图2. 发现正常和故障风扇端轴承的动力学特性。（a）CWRU数据集轴承实验平台；（b）原始试验台的横截面图，包括电机（左）、扭矩传感器/编码

器（中）和测力计（右）；（c）、（d）分别为1 hp和2 hp的正常轴承的辨识结果；（e）、（f）分别具有7 mil故障直径的滚珠故障和内圈故障的辨识结果

（电机负荷：1 hp）；（g）、（h）分别具有14 mil故障直径的滚珠故障和内圈故障的辨识结果（电机负荷：1 hp）。
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金融经济学-股票价格：股票价格受许多经济、金融

和政治因素的相互影响。股票价格的动态变化可以被认为

是一个随机过程，因为随机噪声在预测未来股票价格时引

入了不确定性。20世纪70年代，获得2013年诺贝尔经济

学奖的Eugene Fama提出了弱式有效市场假说，指出未来

股票价格不能通过分析历史数据来预测[35]。基于这一假

设，通常假定股票价格遵循马尔可夫过程。冗长的历史数

据序列对确定股票价格的动态变化是无益的，因为这些动

态变化会随时间的推移而变化[3]。因此，本文仅收集了

2020 年 7 月 1 日至 2020 年 9 月 30 日三个月内每分钟的

Facebook股票价格数据[图5（a）、（b）]。

应用提出的BISDE算法后[图5（c）]，图5（d）显示

了描述 Facebook股票价格行为的几何布朗运动模型。几

何布朗运动是用于描述股票价格行为的最广泛的模型[3]，

也是用于推导Black-Scholes-Merton公式以定价欧式看涨

和看跌期权的假设之一[36‒37]。令人惊讶的是，辨识出

的波动率（0.4039）与使用参考文献[3]中建议的方法估计

的波动率（0.4087）几乎一致，证明辨识模型的准确性。

通过与不同银行提供的一年期年收益率（APY）相比[图5

（e）]，可以推断出购买Facebook股票的预期回报是在指

定银行存钱回报的数倍。基于辨识模型和一年期年收益

率，投资者可以选择一种策略来平衡预期回报和股票的不

确定性或风险，以获得更好的收益[图 5（f）、（g）]。总

的来说，该应用揭示了BISDE是一个用于辨识股票动态

行为的强有力工具。辨识模型可以为投资者提供对股票的

见解，并帮助证券交易所确定股票期权的价格[3]。

图3. BISDE算法应用于诸多实例的总结。BISDE已经在三个仿真系统和三个实际系统上进行了测试，包括一个二维仿真系统，其中每种类型都用特

定的背景颜色标记。
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电力系统-风速波动：作为一种分布广泛、可持续的

再生能源，风能在许多国家的电网中发挥着重要作用。截

至2020年年底，全球风力发电量约占总发电量的5%。由

于风速在空间和时间尺度下均不可控且波动，因此即使年

总发电量几乎保持不变，但风电场每一分钟的发电量都不

一样。风速波动会影响额定功率输出，有时会破坏电能质

量和可靠性，并导致极端风力涡轮机疲劳载荷[7,38‒39]。

因此，确定风速波动的动力学特性对于电力生产和负荷设

计至关重要，以确保风能资源的安全性和经济性。

为了说明BISDE对该问题的适用性，本研究收集了

2020 年上半年新西兰惠灵顿 Greta Point Cws （位于

174.80574°E、41.30243°S、平均海平面以上 3 m）的风速

数据[40]。通过计算风速数据的差异获得风速波动，从而

将非平稳序列（风速）转换为平稳序列（风速波动）。可

以将辨识的模型看作一个含有二次状态依赖项的Ornstein-

Uhlenbeck 过程。然后，通过求解稳态 Fokker-Planck 方

程，可以得到辨识模型的解析 PDF。通过解析的 PDF和

由测量值生成的经验 PDF之间的高相似性验证了模型的

性能（图 3）。BISDE成功地辨识了用于描述风速波动的

SDE。通过将辨识模型嵌入风力涡轮机模型中，可以进行

动态研究，从而实现对风力涡轮机的控制[41‒42]。

能源经济-油价波动：尽管可再生能源的重要性日益

增加，但石油仍然是大多数国家的主导资源。与其他所有

商品相比，石油对宏观经济具有相当大的影响，这是因为

图5. 发现Facebook的股票价格行为。（a）金融机构（数据采集）；（b）Facebook三个月的股票价格；（c）股票价格数据分析；（d）用于描述Facebook
股票价格行为的辨识的SDE；（e）2020年8月美国不同银行一年期年收益率（APY）汇总；（f）投资者或技术分析师；（g）投资者通过整合投资信息

制定的投资策略。

图4. BISDE和SDE_SINDy在仿真系统上的比较。BISDE和SDE_SINDy在广义Winner过程（a）、具有状态相关的双井势扩散过程（b），以及合成二

维随机模型（c）上的辨识结果。
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石油在国际市场上具有不可替代性和高度流动性[43‒44]。

油价波动会给出口国和进口国造成重大损失或带来重大利

润。此外，油价波动可能导致通货膨胀、运输成本增加和

商业政策变化，不仅影响工业，而且影响个人和家庭的日

常生活。由于油价受多个独立和相互关联的因素影响，因

此建立准确的模型极具挑战性。

本研究应用BISDE算法来解决这个具有挑战性的问

题。为此，使用从美国能源情报署（US Energy Informa‐

tion Administration）收集的 1986年年初至 2017年年中的

原油价格。首先，计算了油价的每日变化。在确定油价波

动后，应用BISDE发现潜在的动力学行为。为了说明辨

识模型的有效性，基于所辨识的SDE生成了一个样本路

径，该样本路径具有与真实数据相同的初始值。然后，比

较了实际数据和仿真数据的经验 PDF。辨识模型产生的

PDF非常接近高概率区域中真实数据的 PDF（图 3）。在

已知当前油价波动的情况下，辨识模型可以帮助预测下一

次油价波动，并从企业和决策者的角度刻画相应的不确定

性，有助于避免不必要的损失。

4. 讨论

本研究提供了一种称为BISDE的新参数化算法，用

于发现 SDE 控制的系统。该算法具有几个显著的优点。

第一，与不能提供可解释模型的非参数化方法[13]不同，

该算法可以辨识漂移项和扩散项的模型结构，以确定随机

动力系统的潜在机理。第二，现有的最先进辨识SDE的

数据驱动算法将多维系统投影到低维系统，以减少所需的

数据量[17‒18]。而BISDE则可以在有限的数据量下直接

发现原始的多维系统。这种能力通过辨识二维SDE得到

了验证，并且可以自然地推广到高维 SDE。第三，虽然

BISDE 和之前的研究一样采用了 Euler-Maruyama 离散化

方法[10,13‒14]，但本研究探讨了漂移项和扩散项的限制

条件，进行了待辨识项和实际项之间的收敛性分析，并将

非参数估计与参数辨识连接起来。总体而言，BISDE是一

种利用相对有限的时间序列数据来辨识随机动力系统潜在

动力学行为的可行方法，并且具有帮助研究人员对自然现

象和受不同来源随机噪声干扰的工程系统进行建模的

潜力。

尽管BISDE具有诸多优势，但仍存在一些问题。首

先，先验知识有助于选择基函数，使得模型结构的辨识更

快且更准确。然而，缺乏先验信息，难以建立函数库。更

糟糕的是，真实的模型可能会被多项式、核函数和其他形

式的函数近似逼近[22]。此外，在不知道确切模型结构的

情况下，建立非平稳过程的验证方法也是一个问题，因为

在许多情况下，需要直接探索状态变量的内在的动力学行

为。最后，两个不同的 SDE可能产生相同的 PDF（见附

录A中的第S4.1节），在这种情况下，它们虽然具有相同

的统计特性，但涉及两种完全不同的机制，这可能会误导

研究人员做出错误的决断。
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