
Engineering 2 (2016) xxx–xxx

Research
Artificial Intelligence—Article

基于 Wasserstein GAN 的新一代人工智能小样本数据增强方法——
以生物领域癌症分期数据为例
刘宇飞 a,b,d, 周源 b,*, 刘欣 a, 董放 b, 王畅 a, 王子鸿 c

a College of Life Science and Technology, Huazhong University of Science and Technology, Wuhan 430074, China
b School of Public Policy and Management, Tsinghua University, Beijing 100084, China
c School of Mechanical Science and Engineering, Huazhong University of Science and Technology, Wuhan 430074, China
d Center for Strategic Studies, Chinese Academy of Engineering, Beijing 100088, China

a r t i  c l e   i  n f  o 摘要

Article history:
Received 5 March 2018
Revised 2 June 2018
Accepted 7 November 2018
Available online 11 January 2019

以大数据为基础的深度学习算法在推动新一代人工智能快速发展中意义重大。然而深度学习的有效
利用对标注样本数量的高度依赖，使得深度学习在小样本数据环境下的应用受到制约。本研究提
出了一种基于生成对抗网络（generative adversarial network，GAN）和深度神经网络（deep neural 
network，DNN）分类器的方法。首先，将原始样本划分为训练集样本和测试集样本，采用训练集
样本训练 GAN 后生成模拟样本数据，扩增训练集样本规模；然后，使用模拟样本训练 DNN 分类
器；最后，使用测试集样本测试分类器，并通过指标验证该方法在小样本多分类问题下的有效性。
作为实证案例，将该方法应用于生物领域癌症分期识别，结果表明该方法比传统方法获得更高的
识别准确率。同时，该方法是一次将基于原始样本的经典统计机器学习分类方法转变为基于数据
增强的深度学习分类方法的尝试。本研究有助于探索以深度学习为代表的新一代人工智能技术在
应用范围与应用效果方面的潜力。这将对各领域全面推进新一代人工智能的发展具有重要意义。
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1. 引言与背景

自1956年人工智能概念被提出以后[1]，经过60多年

的发展，特别是在移动互联网、大数据、超级计算、传感

网、脑科学等新理论、新技术的引领下，人工智能发展

所处的信息环境和数据基础已经发生了巨大而深刻的变

化[2]。国务院2017年7月印发的《新一代人工智能发展规

划》标志着人工智能将全面进入新一代人工智能的发展阶

段[3]。该规划指出新一代人工智能呈现出深度学习、跨

界融合、人机协同、群智开放和自主智能的新特点，其技

术基础是大数据驱动算法[4]。潘云鹤院士[2]也提出人工

智能的基本方法是数据驱动算法，大数据智能是新一代人

工智能的重要发展方向。

在大数据环境下，Hinton和Salakhutdinov[5]发起的深

度学习已经成为大数据智能的关键核心技术[6]，并在智

能驾驶[7]、智慧城市[8]、语音识别[9]和信息检索[10]等
多个领域取得重大突破。以深度学习为核心的大数据智能

方法相比于经典的统计机器学习方法具有更大的模型容

量，经大规模已标注样本数据充分训练后，可以展现出更

加优越的性能[11]。换言之，在现有的深度学习技术框架

下，训练数据规模越大、标注质量越高，算法模型的性能

就越好。标注数据对深度学习的应用效果有决定性的作

   * Corresponding author. 
      E-mail address: zhou_yuan@tsinghua.edu.cn 
 
2095-8099/© 2019 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher Education Press Limited Company 
This is an open access article under the CC BY-NC-ND license (http://creativecommons.org/licenses/by-nc-nd/4.0/). 
英文原文: Engineering 2019, 5(1): 156 –163 
引用本文: Yufei Liu, Yuan Zhou, Xin Liu, Fang Dong, Chang Wang, Zihong Wang. Wasserstein GAN-Based Small-Sample Augmentation for New-Generation 
Artificial Intelligence: A Case Study of Cancer-Staging Data in Biology. Engineering, https://doi.org/10.1016/j.eng.2018.11.018

Contents lists available at ScienceDirect

journal  homepage:  www.elsevier.com/ locate /eng

Engineering



2 Author name et al. / Engineering 2(2016) xxx–xxx

用，同时影响着新一代人工智能行业的发展态势。然而在

许多应用场景中，标注样本获取困难且成本很高。例如，

在生物领域进行数据分类时，一个训练样本的获取往往需

要长时间且昂贵的实验[12]；在数控机床健康保障中，数

控机床出现故障的情况属于个例，异常样本的收集往往需

要长期积累，然而我国数控机床仍在普及阶段，使得异常

样本的收集更加困难[13]；在战略情报分析中，数据标注

需要各领域专家的高度配合，得到大规模标注样本的成本

同样极高[14–20]。导致数据获取困难的原因除了高昂的

成本外，数据的复杂性和高维性也是关键因素。在这种情

况下，当特征空间的维度大于样本数量时，被认为是小样

本问题[21]。该问题使得经典统计机器学习算法无法获得

优良的泛化性能，同时更进一步制约了以深度学习为核心

的大数据智能方法在此类领域中的应用。在实践中，面临

小样本问题的领域远多于具有大数据环境的领域，这严重

制约了新一代人工智能的发展[22–26]。
为了解决标注样本不足的问题，近年来的相关研究主

要集中在过采样技术。过采样技术是对原始数据集进行过

采样，从而扩大标注样本规模。早期通过简单复制原始数

据集或者在原始数据集上加上人工噪声形成新数据集，可

以解决数据不平衡情况下标注样本不足的问题[27]。2002

年，Chawla等[28]提出了经典的合成少数类过采样技术

（synthetic minority oversampling technique，SMOTE），并

生成模拟样本。Han等[29]基于SMOTE提出了边界和距离

边界合成少数类过采样技术，但这两种技术仅仅考虑了相

邻的样本并过采样处于边界附近的样本。2008年，He等
[30]提出了自适应合成抽样方法，根据少数样本类的学习

难度对数据集分配权重。2014年，Barua等[31]提出了多

数加权少数过采样技术，目的在于产生有效的模拟样本。

这种方法通过先找出难以学习的少数类样本，然后根据距

离其最近的多数类样本的欧几里得距离分配权重，最后通

过聚类方法生成模拟样本。2015年，Xie等[32]提出了基

于低维空间局部密度的少数类过采样技术，通过将训练样

本映射到低维空间并分配权重，以解决过采样中的维数灾

难问题。2017年Douzas和Bacao[33]提出了自组织映射过

采样技术，其生成的模拟数据仅对特定的分类器有较好的

效果。现有的研究主要通过在少数类数据集中加入过采样

生成的模拟样本，集中解决数据不平衡的问题。然而，在

实际应用中，数据集在很多领域面临的问题不是数据不平

衡的问题，而是每一类样本规模均较小，难以对模型进行

有效训练。

除了SMOTE，还可以尝试用一些传统方法来解决小

样本问题。1995年，Bishop等[34]提出带着噪声训练可以

得到更好的结果，这一想法符合Tikhonov规则。2004年，

Zhou和Jiang[35]提出了一种名为基于神经元集群的C4.5决
策树方法。这种方法首先对神经网络进行训练，然后使用

训练后的神经网络生成训练集样本。2006年，Li和Lin[36]

提出了一种基于内核密度估计的虚拟样本生成方法，根据

已知小样本训练数据，估计出样本数据服从的概率密度

函数，然后根据估计得到的概率密度函数生成训练样本。

2009年，Li和Fang[37]利用组发现技术和超球特征方程提

出了一种非线性虚拟样本生成技术，用于解决样本不足的

问题。这些方法对于解决小样本问题具有推动作用，但是

难以有效捕捉小样本的固有特征，导致训练的虚拟样本生

成模型仍具有局限性。

随着新一代人工智能及大数据智能的快速发展，近

年来提出的以深度神经网络（deep neural network，DNN）

为基础的生成对抗网络（generative adversarial network，
GAN）为解决此类小样本问题提供了新的方法，同时为

小样本数据下应用以深度学习为核心的大数据智能方法

提供了可能。GAN是一种强大的样本生成模型[38]，由

Goodfellow等[39]于2014年提出。GAN针对标注样本不足

的问题，能够生成与真实样本分布相同的模拟样本，扩大

标注样本规模[40]。GAN包含生成器和判别器，并均为深

度神经网络结构。GAN在生成器与判别器相互博弈的过

程中学习真实样本的分布[41]。在GAN的训练过程中，生

成器尽可能地拟合真实样本的分布并生成模拟样本，判别

器则尽可能准确地分辨出真实样本和模拟样本。

近期研究表明，GAN已在多个领域中发挥重要作用，

如图片合成、语言处理、低质量数据的监督式学习。在

图片合成方面，Santan和Hotz[42]提出了一种根据真实驾

驶场景的数据分布生成模拟图片的方法。Gou等[43]采用

GAN生成模拟样本提高了人眼识别的准确率。在自然语

言处理方面，Li等[44]采用GAN生成模拟对话数据，Pas-
cual等[45]基于GAN提出了一种优化问答系统框架。这些

研究表明，GAN可以生成符合原始样本分布的模拟样本，

同时，在多个领域的应用也表明，GAN对领域知识没有

很强的依赖性，可以很容易地推广到其他领域。目前，在

提高监督式学习数据质量的研究中，GAN主要用于解决

数据不平衡问题。Fiore等[46]采用GAN生成小样本类别

的模拟样本，并与原始数据混合，训练分类器以提升信用

卡欺诈的识别效果。Douzas和Bacao[47]在不同数据集上
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采用GAN生成小样本类别的模拟样本，并与多种过采样

方法进行对比，结果显示GAN方法更为有效。这些研究

表明，GAN在提高数据质量——数据增强方面取得了成

功，基于深度学习生成的模拟样本质量优于采用传统过采

样方法生成的样本质量。此外，大多数标准数据增强方法

都已经集成到扩增器（Augmentor）中，Augmentor是一种

公认的具有高级应用编程接口（application programming 
interface，API）的数据增强工具[48]。然而，GAN目前应

用于数据增强方面的研究依然集中在解决数据不平衡问题

上，应用于小样本环境下监督式学习的研究还比较缺乏。

因此，本文尝试将GAN应用于多类别的小样本数据增强，

这样可能会提高基于DNNs的监督式机器学习在各领域的

性能。另一方面，随着数据规模的增大，DNN的应用成

为可能，凭借样本容量更大的模型，可以为多分类问题提

供相比于经典机器学习更好的性能。

基于上述研究，为了解决小样本下的监督式学习问

题，本文提出一种结合GAN与DNN的分类器方法。首先，

将原始样本划分为训练集样本和测试集样本，使用生成对

抗网络对生物领域癌症分期训练样本进行数据增强，生成

大量模拟样本。然后，使用生成的模拟样本训练基于深度

学习的DNN分类器。最后，使用测试样本对训练得到的

分类器进行测试，并结合经典监督式机器学习方法——
DNN、SMOTE和GAN，通过对比多个指标，验证该方法

在小样本多分类问题下的有效性。该方法是一次将基于原

始样本的经典统计机器学习分类方法转变为基于数据增强

的深度学习分类方法的尝试。本研究有助于探索以深度学

习为代表的新一代人工智能在应用范围与应用效果方面的

潜力。同时，本研究首次将GAN与DNN分类器结合应用

于改善癌症分期识别精度。期望通过实证分析的结果为癌

症的早期诊断分析提供帮助。

2. 方法

2.1. 研究流程

为了探索小样本下监督式学习问题的解决方案，扩大

深度学习的适用范围，本文提出一种基于GAN和DNN分

类器的小样本多分类方法。提出的方法流程如图1所示：

（1）将原始样本划分为训练集样本和测试集样本，采

用训练集样本分别训练GAN模型，优化GAN模型参数；

（2）采用GAN的生成器生成模拟样本，采用GAN的

判别器进行过滤；

（3）采用过滤后的模拟样本训练DNN分类器，采用

测试集样本测试DNN分类器。

2.2. 生成式对抗网络

本文采用沃瑟斯坦生成式对抗网络（Wasserstein 
generative adversarial network，WGAN）生成对抗样本

[49]。由于原始GAN的训练过程是一种极大极小的博弈游

戏，优化目标是达到纳什平衡[40]，所以这一过程存在梯

度消失的问题[50]。相比于原始GAN，WGAN采用的是

Wasserstein距离而不是Jensen-Shannon（JS）差异来评估

真实样本和模拟样本之间的分布差异[51]。同时，由于采

图1. 小样本多分类方法流程。
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用Wasserstein距离，WGAN训练速度更快，训练过程更加

稳定[52]。
WGAN模拟样本的生成过程包含两个过程：生成器

生成原始模拟样本，判别器对原始模拟样本判断过滤最终

得到模拟样本。首先，WGAN生成器和判别器经多次训

练，在其损失函数均收敛时，生成器开始生成原始模拟样

本。然后，根据GAN的对抗思想[53]，生成器尝试生成可

以骗过判别器的模拟样本，而判别器尽可能分辨真实样本

与模拟样本。因此，当原始模拟样本经判别器判断为真实

样本时，则该模拟样本就骗过了判别器，这部分骗过判别

器的模拟样本就作为最终的有效模拟样本。在本文提出的

方法中，通过采用各个类别的真实样本分别训练相应的

WGAN生成相应类别的模拟样本。

2.3. 深度神经网络

本文所选择的DNN是一种基于深度学习具有多层神

经网络结构的分类器。DNN分类器能够利用几种计算模

型学习到数据的多层次抽象特征，其中高层次的特征由低

层次的特征组合构造而成，能够更加有效地表达数据的分

布特征，从而相比于经典统计机器学习模型获得更好的

学习效果。为了避免出现过度学习的现象，DNN分类器

采用WGAN生成的大量模拟样本进行训练，并采用测试

样本测试，这样可以有效检验分类器的泛化性能。为了

测试DNN分类器的表现，采用基于混淆矩阵（图2）的三

个多分类指标评估DNN分类器，即accuracy，F-measure，
G-mean。Accuracy是分类预测正确的比例，F-measure是
精准率和召回率的调和平均值[54]，G-mean是每个类别召

回率的几何平均值[55]。Accuracy，F-measure和G-mean
的定义如式（1）至式（3）所示。

  （1）

  （2）

  （3）

在这些公式中，L为类别数，Ci类样本被正确预测为

Ci类的样本数为nii，被错误预测为Cj类的样本数为nij。Ri

和Pi分别为Ci类召回率和精度，具体计算公式：

  （4）

  （5）

3. 实证分析与讨论

病理数据作为一种患者隐私，具有数据标引难获取

以及获取成本高的特点，本方法在此领域的应用具有典

型性，将为一系列的类似问题提供解决思路。肝细胞癌

（hepatocellular carcinoma，HCC）是一种常见的恶性肿

瘤，5年生存率低于15%[56,57]。而肝细胞癌的早期治疗

能够有效提升患者的5年生存率，因此，肝细胞癌的早期

识别对于该癌症的治疗有重要价值，在近年来的研究中也

逐渐受到关注。但是，受限于含有癌症分期信息的样本数

量缺乏，相关研究进展缓慢。糖基化是最广泛的蛋白质翻

译后修饰形式之一，在不同的生物学过程中起着关键作用

[58–60]。许多癌症相关的过程，包括致癌转化[59,61]、肿

瘤进展[62]和抗肿瘤免疫[63]都与蛋白质的异常糖基化有

关。此外，多种肿瘤标志物都是来源于血清糖组中变化的

糖蛋白[64–67]。因此，糖基化数据可以作为癌症分期预

测的有效方法。本研究将WGAN结合DNN的方法应用于

肝癌样本数据的对抗生成，对小样本下肝癌患者的病理周

期分类以及肝癌的早期识别具有重要意义。

3.1. 数据获取

在本研究中，作为实验数据的血清样本由同济医院

（华中科技大学同济医学院）提供。首先通过肽N-糖苷酶F
（PNGase F）切断糖链与天冬酰氨间的糖肽键，从人血清

糖蛋白中特异性释放N-聚糖[68]。然后进行全甲基化修饰，

并通过MALDI 4800（AB SCIEX, Concord, Canada）进行

质谱检测，得到样本中N-聚糖质荷比（m/z）在质谱上峰

的分布及相对含量，如图3所示。最后，使用Data Explorer  图2. 混淆矩阵示意图。
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4.5对得到的质谱数据进行处理，并生成包含m/z值与质谱

强度（参照美国信息交换标准代码对照光谱）的.txt文件。

癌症分期按照肿瘤TNM（tumor node metastasis）分期系

统进行划分。通过上述生物学过程，获得60个肝癌样本

（TNM I期21个、TNM II期24个、TNM III期15个）和作为

对照组的18个健康样本。其中每个肝癌样本包含42个特

征，每个样本根据其峰值分布及相对强度可表示为一个42
维的特征向量（图3）。将所有肝癌分期原始样本分别按照

60%和40%的比例划分为训练集样本和测试集样本，划分

结果如表1所示。

3.2. 结果分析

根据本文所提出的方法，首先，分别采用TNM I
期、TNM II期、TNM III期、对照组的训练集样本训练

WGAN；之后，使用训练后的WGAN生成模拟样本。通

过多次实验，选择以下表现最好的WGAN模型结构参

数：生成器具有1层隐藏层，隐藏层为32个修正线性单元

（rectified linear unit，ReLU），生成器的输出层为42个sig-
moid单元，噪声向量z的维度设置为15；判别器同样具有

1层隐藏层，隐藏层为64个ReLUs，判别器的输出层为1个
无激活函数单元。每种类别训练样本对应的WGAN结构

参数相同。WGAN的开发环境为TensorFlow1.1，在GPU
环境下训练。WGAN训练过程包含3×105个迭代周期，在

每个迭代周期中，判别器首先迭代100次，之后生成器迭

代1次。

在生成模拟样本之后，使用模拟样本对DNN分类器

进行训练，并使用肝癌分期测试样本对DNN分类器进行

测试。DNN分类器的类型为多层感知机（multi-layer per-
ceptron，MLP）分类器。经过多次实验选择以下结构参

数：DNN分类器的输入层数量为42，等同于肝癌样本数

据的特征数量，DNN分类器具有3个隐藏层，每层均包含

32个ReLUs，输出层为softmax函数，损失函数为交叉熵。

DNN分类器的开发环境同样为TensorFlow1.1，并在GPU
环境下训练，迭代次数为3000次。

为了测试WGAN生成模拟样本数量对DNN模型训练

的影响，在100个模拟样本以内时，每生成20个样本，使

用当前样本对DNN进行训练，并计算模型的accuracy，
F-measure，G-mean这三项指标，在100个样本以上时，每

100个样本测试一次这三项指标。指标变化如图4所示。

随着样本数量的增加，准确率逐渐提高。生成100个
模拟样本后，accuracy为51.61%。当训练样本数量达到

1000时，accuracy达到64.52%。随着样本数量的增加，准

确率继续逐渐上升，当样本数量达到2000时，accuracy
达到67.74%。但是在这之后，样本数量的增加并没有带

来准确率的继续提升，准确率一直在67%上下波动。直

到样本数量达到4000后，准确率稳定在70%左右。另外，

F-measure在样本数量增加的过程中，变化趋势与准确率

的变化趋势基本吻合，表明各类别的预测准确率与总体情

况保持一致，各时期的HCC样本都能够被有效地预测，误

诊率很低。G-mean在样本数量增加的过程中，虽然一直

略低于准确率，但总体趋势保持一直，说明在分类器的

预测过程中，一直保持着较低的漏诊率。根据accuracy，
F-measure，G-mean三项指标，可以认为当模拟样本数量

达到4000时，DNN就可以得到针对小样本下HCC样本分

图3. 基于MALDI-MS的肝细胞癌样本N-聚糖分布与含量示意图。
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期识别的有效训练模型。

具体而言，当生成模拟样本数量为4000时，原始样本

的测试准确率为70.97%（31个原始样本，22个预测正确），

F-measure为70.07%，G-mean为68.39%。这时，DNN对

癌症每一个时期的预测情况如表2所示。具体而言，当

生成模拟样本数量为4000时，原始样本的测试准确率为

70.97%（31个原始样本，22个预测正确），F-measure为
70.07%，G-mean为68.39%。这时，DNN对癌症每一个时

期的预测情况如表2所示。作为对照组的健康测试样本全

部预测正确，8个TNM I期的测试样本有5个预测正确，有

2个被预测为TNM II期，有1个被预测为TNM III期。10个
TNM II期的测试样本有7个预测正确，有2个被错误的预

测为健康样本，这以结果可能会带来比较大的漏诊风险，

需要在未来的预测中对TNM II期样本保持关注，另外，还

有1个样本被错误的预测为TNM III期。6个TNM III期样本

只有3个被预测正确，另外3个样本被预测为TNM I期，对

TNM III期样本的预测准确率只有50%，这也拉低了DNN
分类器整体的预测准确率，在未来的研究中需要尝试增加

TNM III期的原始训练样本数量，进一步提高DNN模型对

TNM III期的特异性学习能力。根据生物学，因为TNM I
期和II期具有类似的临床表征，可以将其归为一类，共称

为癌症的早期。从对于肝细胞癌早期的预测效果来看，共

18个癌症早期测试样本，有14个预测正确，预测准确率

达到了77.78%，超过了分类器总体的预测准确率，这对

于肝癌的早期识别与治疗有重要意义，因为目前的研究发

现，对肝癌的早期治疗能够显著提高患者的存活率[69]。
Holzinger等[70]最近的一项研究表示如果机器学习能够为

数字化病理学提供帮助，将会显著改变病理学家的医学研

究流程。因此，对癌症分期的准确预测为进一步研究肝癌

的致病机理提供了可能性。

3.3. 方法评价

为了验证提出框架应用于小样本肝癌数据分期的有效

性，分别在数据生成和分类模型算法上采用了数据过采样

算法和经典统计机器学习模型与其进行对比。由于随机森

林（random forest，RF）作为一种集成学习模型相比于其

他统计机器学习模型具有更高的分类准确性和更好的泛化

性能[71]，同时朴素贝叶斯（naive Bayes，NB）算法原理

简单，具有稳定的分类性能[72]，因此采用RF和NB作为

经典统计机器学习分类模型。对于原始小样本肝癌数据，

由于深度学习对样本需求量大，分类器仅在经典统计机器

学习算法上测试。在原始小样本肝癌数据应用于经典统计

机器学习算法时，采用训练样本训练分类器、测试样本测

试分类器。在采用数据过采样方法生成模拟样本时，首

先采用SMOTE方法对原始样本数据各类别分别进行过采

样，之后采用SMOTE算法生成的模拟样本对分类模型进

表1 训练集样本和测试集样本划分结果

HCC original samples Total

Training set Test set

Healthy 11 7 18

TNM stage I 13 8 21

TNM stage II 14 10 24

TNM stage III 9 6 15

Total 47 31 78

图4. 评价指标与生成样本数量的关系。

表2 HCC分期识别的混淆矩阵

Predicted Total

Healthy TNM stage I TNM stage II TNM stage III

Real healthy 7 0 0 0 7

Real TNM stage I 0 5 2 1 8

Real TNM stage II 2 0 7 1 10

Real TNM stage III 0 3 0 3 6

Total 9 8 9 5 31
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行训练并采用原始样本测试模型。在数据过采样方法实验

中，多分类模型分别采用经典统计机器学习分类模型RF、
NB以及深度学习分类模型DNN。在生成对抗网络方法中，

采用WGAN生成大量模拟数据对分类模型进行训练并采

用原始样本对模型进行测试，多分类模型同样采用RF、
NB和DNN。

由表3可见，使用训练样本分别对RF、NB进行训练，

采用测试样本测试，accuracy分别为54.84%和32.26%，

F -measure分别为56.73 %和12.20 %，G -mean分别为

45.50%和0，三项指标均较低，大量肝癌样本没有被识别

出来，尤其是NB的各项指标远低于RF，说明在这一数据

集中NB相比于RF对样本数量更加敏感。这一结果表明在

小样本数据的环境下，难以对经典机器学习模型进行有效

训练。

使用SMOTE算法生成4000个过采样样本，使用这些

样本分别对RF、NB进行训练，相比原始样本，各项指标

均有所提升，这表明通过SMOTE进行过采样训练经典机

器学习模型，可以在一定程度上提升癌症样本的识别准

确率并降低模型漏诊率；使用SMOTE算法生成4000个过

采样样本对DNN进行训练，相比于使用这些样本分别对

RF、NB进行训练，各项指标均有较大提升，accuracy达
到64.52%，F-measure达到66.05%，G-mean达到63.32%，

这表明使用大数据量训练深度学习模型相比于经典机器学

习模型可以取得更好的效果。

使用由WGAN生成的4000个模拟样本对RF和NB进行

训练，相比于使用SMOTE生成的过采样样本对RF和NB
进行训练，RF的这三项指标均大幅降低，然而NB的这三

项指标均大幅增加，这一结果说明WGAN生成的模拟样

本在不同类别经典机器学习模型的表现并不一致，这表明

WGAN与经典机器学习模型结合应用并不一定能取得良

好的结果。使用WGAN生成的模拟样本对DNN进行训练，

相比于SMOTE过采样方法则会进一步提高模型有效性，

accuracy由64.52%上升到70.97%，F-measure由66.05%上

升到70.07%，G-mean由63.32%上升到68.39%，这表明

WGAN结合DNN的深度学习方法可以有效地解决小样本

下的HCC分期识别问题。这也标志着深度学习方法在小样

本多分类问题上的有效应用。

3.4. 讨论

根据上述结果，深度学习结合生成对抗网络应用于改

善癌症分期识别精度取得很好的效果，各项指标均超过了

传统方法。这一结果对癌症研究有重要意义。多数癌症都

面临样本量偏小，尤其是具有准确分期信息的样本。这导

致癌症早期诊断与治疗的研究进展缓慢，进一步影响了对

癌症致病机理的探寻。基于GAN的数据增强方法很可能

促进这些问题的解决。本文方法的设计初衷并不仅是为了

解决肝癌的分期预测问题，更是为了解决小样本下的有监

督学习问题，因此，特意选择了样本数据量偏小、在传统

统计机器学习方法中效果不理想的基于血清样本的癌症分

期研究。同时，基于深度学习的特性，该方法并不依赖精

准的癌症研究领域知识，因此，在保证有效性的同时，大

大降低了该方法拓展到其他应用领域的障碍。对因样本问

题而难以实现深度学习的领域，本方法的推广为其智能化

提供了巨大的潜力[26,73–75]。

4. 结论

本文构建了一套深度神经网络结合生成式对抗网络的

方法，并首次应用于小样本下癌症分期识别，相比于传统

分类方法，不仅改善了有效性，同时充分地保留了样本的

特征，可以更好地帮助癌症的早期识别，这对于癌症的诊

断具有重要的意义。更重要的是，该研究提出的这种小样

本下的有监督深度学习方法，为其他应用领域中的小样本

问题提供了具有潜力的高效解决方法，从而提高各个领域

的智能化程度。这对各领域全面推进新一代人工智能的发

展具有重要意义。这也是我们未来研究的重点，将在更多

领域的数据集上应用这一方法，不断提高该方法的适用性

[76–78]。
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