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安全、高效、可持续的运行是工业生产过程控制的主要目标。然而，目前的技术严重依赖人为干
预，因此在实际应用中体现出明显的局限性。蓬勃发展的大数据时代对流程工业产生了巨大的影
响，为实现智能制造提供了前所未有的机遇。这种新的生产方式不仅要求机器能够帮助人类减轻
繁重的体力劳动，还要能有效地承担智力劳动，甚至能够实现自主创新。为了实现这一目标，数
据分析与机器学习扮演着不可或缺的角色。在本文中，我们回顾了数据分析和机器学习在工业生
产过程监控、控制和优化方面的最新进展，着重分析机器学习模型的可解释性和功能性。通过分
析实际需求与研究现状之间的差距，为未来的研究方向给出了建议。
© 2019 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher 

Education Press Limited Company This is an open access article under the CC BY-NC-ND license  
(http://creativecommons.org/licenses/by-nc-nd/4.0/).
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1. 引言

流程工业在促进全球经济增长、保障社会效益方面

扮演着非常重要的角色。例如，世界500强企业中包括

许多流程工业公司，如中石化、壳牌和埃克森美孚。随

着化学工程、装备制造与信息技术的发展，现代流程工

业生产过程的空间规模和功能复杂性迅速增长。这一趋

势也给不同层次的最佳和安全操作带来了重大挑战。在

底层的控制层，由于不同的装置与过程之间联系紧密，

因此多回路、多尺度的耦合现象普遍存在，这直接阻碍

了全厂控制运行策略的有效设计。此外，由于流程易受

到干扰和故障源的影响，在过程设计阶段很难将这些因

素考虑在内，因此异常事件的风险大大增加。在顶层的

调度和计划优化中，必须根据外部环境中的各种因素，

实时、灵活地做出决策；在全球竞争日益激烈的情况下，

为了节约运营成本和提高经济效益，这种决策方式是必

不可少的。

为了满足现代流程工业对安全、效率和可持续生产

的严格要求，智能制造方面的技术革新迫在眉睫。这些

需求同时也为第四次工业革命带来了机遇和挑战。第三

次工业革命的兴起源于信息技术的发展，而在过去的30
年里，流程工业的繁荣发展很大程度上归功于自动控制

技术的广泛应用。正在进行的第四次工业革命中，人们

已经普遍认识到，机器不仅要能够代替人类进行繁重的

体力劳动——这是前三次工业革命的重点——还应能有

效地承担智力劳动，甚至达到能够自主创新的程度。在

流程工业中，所有的生产设备与过程都应该是“智能

的”，这样它们才能作为一个整体智能地感知环境、发
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掘新知识，并作出合理决策。此外，机器智能可以分为

低级智能和高级智能，低级智能在功能上与人类相近，

而高级智能将远远超出人类水平，这是我们未来不断追

求的终极目标。

第四次工业革命的一个显著特征是可用数据的爆炸

增长，它几乎影响到所有的传统学科，并促使人们对传

统技术进行重新审视。作为建模、解释和处理数据并最

终实现机器智能的有力武器，数据分析和机器学习在过

去的几十年里得到了长足的发展，并且在过程系统工程

的技术革新方面发挥了核心作用。数据分析和机器学习

最早的应用可以追溯到20世纪80年代末，其标志是神经

网络和反向传播算法的迅猛发展[1,2]。后来，包括主成

分分析（PCA）、偏最小二乘（PLS）和支持向量机（SVM）

在内的统计学习方法受到越来越多的关注，其优点在于

其清晰的统计解释、模型训练的简易性和处理小样本问

题的良好能力。这些方法主要应用于描述性建模，包括

多元统计过程监测（MSPM）和软测量。由于机器学习

的能力不断增强，人们能够有效利用数据信息，从而带

来建模技术的重大改进[3]。
在当前的大数据时代，数据分析和机器学习在流程

工业中得到了越来越广泛的应用。如图1所示，这些方

法渗透到流程工业的各个层次，这既包括在过程监控和

软测量等底层控制回路中的应用，也包括最优控制和顶

层决策等应用[4]。前者的目的是帮助工程人员更好地

监测和操作过程，识别过程的关键变化，而不是直接做

出决策。相反，最优控制和顶层决策会对工业生产过程

造成直接的影响。

在这项工作中，我们拟回顾最近的进展，总结相关

文献，并对未来研究方向进行展望。由于篇幅所限，文

献综述可能无法做到系统而全面，相反，我们关注两个

问题：对于在系统建模中的应用，本文的文献综述关注

机器学习模型的可解释性——也就是说，模型背后的物

理意义以及与我们对过程理解之间的对应关系。对于在

决策中的直接应用，一个重点是数据分析和机器学习的

新功能以及扮演的新角色，这指的是机器学习模型旨在

描述的关系或现象。通过对目前研究进展中存在的瓶颈

进行分析，我们指出了一些未来值得研究的新方向。

本文的提纲如下。在第2节和第3节中，我们将分别

使用间接应用（过程监控和软测量）和直接应用（最优

控制和顶层决策）来重新讨论典型的数据驱动方法。第

4节是对未来研究方向的展望，最后一部分是结语。

2. 间接应用——多元统计过程监测与软测量

2.1. 表示学习——数据分析和机器学习的新思路

建模任务一般可以分为无监督学习和监督学习。在

无监督学习中，通过建立描述性模型来描绘输入数据中

的隐藏结构；这些主要用于描述过程数据的分布，在此

基础上实现过程监控。监督学习主要建立输入与输出之

间的函数映射，包括回归和分类，因此预测输出的预测

精度是一个关键的因素。在工业生产过程中，快速采样

的过程变量，多被用于关键质量变量的软测量建模与预

报。近年来，表示学习或特征学习[5]得到了越来越多

的关注，其要点在于，需要在构建模型时紧密结合特定

领域的知识。这样，模型的可解释性能够得到显著增强，

从而进一步提高模型性能。表示学习的一个具体例子是

具有分片线性的神经网络在计算机视觉中的广泛应用。

由于图形的抽象特征具有局部不变性，即分片线性，因

此将特定领域的知识抽象为分片线性单元有助于提高模

型的性能[6]。
表示学习为无监督学习和监督学习提供了统一的观

点。无监督学习方法可以看作“特征检测器”，用于从

输入数据中提取可解释的隐含特征。随后，这些特征可

以用作分类器或回归器的输入，从而能够显著提高监督

学习的性能。这正是在深度学习技术[7]的思想。换言

之，非监督学习和监督学习并不是相互孤立的；相反，

前者能够为后者起到积极的推动作用。

总之，一个理想的模型，无论多么复杂，都应该具

有清晰的物理解释。接下来一个自然的问题是：怎样的

先验知识能够很好地反映过程数据的特征？事实上，这

是许多MSPM研究的一个共同的焦点。为了解释清楚这

个问题，我们首先回顾有关MSPM的最新进展，然后回

顾软测量方法的进展。图1. 数据分析和机器学习在流程工业中的分层应用。
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2.2. 基于特征学习的 MSPM
由于现代流程工业规模大、耦合性强，微小故障

的影响将被显著放大。因此，持续监控操作状态并采

取必要的维护措施对于确保安全是至关重要的，尽管

这样做需要繁重的手工劳动[8]。自20世纪80年代以来，

MSPM已经成为解决这一难题的手段，大量经典的机器

学习算法被应用，很好地体现了工业制造业的智能化发

展方向。一些综述文章已经对相关工作进行了很好的总

结[9,10]。
近年来的研究工作旨在利用有关连续生产过程的特

定先验知识，以建立有效的MSPM模型。由于工业过程

的过渡过程时间通常较长，因此整个系统通常表现出一

定的动态特性。这可以描述为，过程的本质变化具有缓

慢变化的特点。因此，变化的快慢程度可以视为一种有

意义的特征属性，在此基础上能够有效地描述过程的动

态特性[11]。据此，人们提出了基于慢特征分析（SFA）

的过程数据建模方法，并实现有效的过程监控和诊断

[12,13]。与主成分分析（PCA）、独立成分分析（ICA）、

典型变量分析（CVA）等传统监控方法相比，慢特征分

析有其独特的性质，能够对工业过程的稳态和暂态行为

分别进行描述。因此，通过设计专门针对过程动态异常

的监控统计量，可以提供更有意义的信息；这样，操作

点的正常切换可以与引起动态异常的实际故障清楚地区

分开来。田纳西伊士曼过程的监控结果表明，该种策

略可将误报警率降低一个数量级[12]。在缓慢变化准则

的驱动下，人们进一步提出了多种改进的监测方法，包

括用于自适应监测[14]以及概率监测[15]的递归SFA算

法，并且成功应用于压力钻井过程[16]和批次生产过

程 [17–19]中。

文献[20,21]中提出了另一种动态过程数据分析方

法——动态内部主成分分析（DiPCA），其中主时间序列

作为潜在变量，基于可预测性被依次提取出来。在这些

学者的工作中，使用自回归（AR）模型构建回归模型，

并在此基础上定义不同主时间序列的可预测性。在我们

看来，DiPCA与SFA相似，都是将潜在变量的动态内容

最大化。粗略地说，可预测性可以被看成是慢度的一个

特例，因为可以被AR模型很好地描述的时间序列数据

往往变化缓慢。对于具有不可忽略动态的过程，上述方

法可以提供比传统动态统计模型如动态PCA (DPCA) [22] 
和动态ICA (DICA) [23]更好的描述性模型。

经典的机器学习模型通常被设计成单模态。对于大

型工业生产过程，存在多种操作条件，并且经常在不同

模式之间进行切换。因此，在为MSPM设计机器学习模

型时，应该将多模态概念化为一种领域特定的特征。多

模式过程监控最简单的模型是高斯混合模型（GMM）

[24]。遗憾的是，GMM并没有提供关于不同模式之

间转换概率的信息，这进一步促进了隐马尔可夫模型

（HMM）在多模型监测[25]中的使用。在GMM和HMM
中，过程数据在单一模式下的分布都假定为高斯分布，

尽管这种假定在实践中有很大的局限性。因此，我们设

计了更通用的模型来缓解这一假设[26]。
文献[27]提出了一种不同的过程监控方法，这也符

合特征学习的概念。这种方法将一般的过程监控图，如

T2和平方预测误差（SPE），视为低等级类型的特征，随

后它们被作为高级过程监控模型（如PCA）的输入。这

样，可以实现多个过程监控模型信息的有效融合，从而

系统地考虑过程数据的不同特征。由于所提取的特征在

统计意义上是高斯分布的，因此使用PCA作为高级过程

监控模型是合理的。

2.3. 基于特征学习的软测量

软测量的历史可以追溯到Brosilow和Tong [28]于
1978年提出的推理控制策略。作为一种智能感知技术，

软测量利用易于测量的过程变量，实现对难以测量但重

要的指标（如产品质量和其他环境指标）的在线估计。

值得一提的是，关键性能指标（KPI）预测是软测量[29]
的又一新兴应用。一些重要的性能指标必须基于成本高

昂的实验室化验进行评估，而建立用于质量预报的软测

量模型可以提供这些指标的实时估计，进而有助于过程

操作人员的决策。简而言之，软测量建模可以视为一个

回归问题，因此，人们提出了多种监督学习算法应用于

软测量建模，文献[30]全面地回顾总结了相关成果。

文献[11]中首次指出了从表示学习出发实现软测量

建模的广阔前景，利用概率SFA (PSFA)来得到缓慢变

化的特征，在此基础上建立简单最小二乘回归模型。由

于慢特征很好地描述了过程的潜在变化，因此其中一

部分往往与质量指标高度相关。与传统的动态PLS方法

（DPLS）相比，该方法具有更好的动态预测精度。此外，

它还能够综合利用快速采样过程数据和不规则采样质量

数据的信息，因而具有半监督学习的特点。后来还开发

出了许多拓展形式。参考文献[31]提出了一种贝叶斯学

习方法来提取不断变化的动态特征，其中慢特征的缓慢

程度被认为是逐渐变化的。在参考文献[32]中，引入了

另一层灵活性来处理各种有用的慢特征。随后提出了一
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种改良的规范化SFA，用于工业对苯二甲酸加氢精制工

艺的质量预报[33]。
值得关注的是，深度学习本身就很好地体现了表示

学习的内涵。文献[34]首次将深度学习技术应用于软测

量，利用深度神经网络（DNN）构建软测量模型来预测

原油蒸馏装置中柴油的切割点温度。DNN的训练过程

包括两个步骤：通过无监督学习初始化DNN的权值，进

一步通过监督学习根据输入-输出数据调整权值。因此，

无监督学习步骤可以视为提取了非线性的潜在特征，这

些特征诱导过程变量之间的非线性相关，这有利于进一

步建立回归模型。在此基础上，深度学习技术已应用于

原油分类[35]和二氧化碳（CO2）捕捉过程建模[36]，二

者均体现了在大规模过程数据建模中使用深度学习技术

的优势。深度学习基于无监督学习步骤中的提取特征，

因而也可以应用于过程监控和故障诊断[37,38]。
无须赘述，软测量模型也可以建立在其他特征的基

础上，比如低维子空间中的隐变量相关性。在这方面最

早的方法是主成分回归（PCR），其中特征提取是基于

PCA进行的。文献[39]全面总结了低维潜变量模型在软

测量中的应用。文献[40]提出利用邻域保持嵌入法学习

数据的内在非线性结构，并在此基础上建立软测量预报

模型。

3. 直接应用——最优控制和高层决策

3.1. 最优控制中的数据分析和机器学习

在工业生产过程的先进控制中，模型预测控制

（MPC）是一种著名而成熟的控制方法，它建立在一个

精确已知的数学模型的基础上对过程行为进行描述，进

而求解一段时间内最优的控制序列[41]。然而，MPC的

基本假设在实际中可能过于理想化的，而且模型失配、

不可测干扰、随机噪声等未知因素普遍存在。在这些情

况下，一种有前途的方法是将机理模型与数据驱动建模

相集成，这在应对不确定性方面显示了巨大潜力[42]。
根据功能的不同，它们的应用可以分为两类。

第一类应用是通过拟合过去已有的数据，建立未知

因素的预测模型，将不确定性分解为已知的确定性部分

和代表预测误差的随机部分。例如，在智能电网的运行

和控制中，可以基于天气预报和气候因素等其他信息来

源对可再生能源（包括风能和太阳能）发电量进行估

计 [43]。类似地，若最优控制涉及产品质量等无法在线

测量的指标，则可以建立软测量模型提供实时估计，这

对于闭环控制是必不可少的。在这两种情况下，机器学

习模型如SVM和神经网络都得到了广泛的应用。建立

一个好的预测模型有助于显著减轻不确定性的影响，从

而获得更好的控制性能。从这个意义上说，预测模型的

准确性是一个关键问题。

在MPC中，数据驱动建模的第二类应用涉及以无

监督学习方式描述不确定性的分布。在实际应用中，系

统不可避免地会受到不确定的扰动，使系统状态偏离标

称轨迹。为了解决不确定性的影响，鲁棒MPC（RMPC）
[44]和随机MPC（SMPC）[45]最为常用，它们分别使用

不同的数学工具来描述不确定性。在RMPC中，不确定

集合用来表示不确定性实现的可能区域，而SMPC直接

使用了概率分布。最近，在RMPC和SMPC中一个有前

景的研究方向是，采用主动学习的观点来合理地对不确

定性进行建模。在RMPC中，通常采用传统的基于范数

的集合作为不确定性集，然而这缺乏足够的灵活性，不

能很好地描述不确定性的分布。因此，用无监督学习方

法构造的数据驱动型不确定集合可以很好地解决这一问

题。例如，通过主动地从现有数据中学习一个数据密集

分布的区域，进而可以将得到的最优控制问题转化为一

个易于求解的经典稳健优化（RO）问题[46]。为调整多

面体的大小，还提出了一种新的策略，该策略为RMPC
的性能给出了概率保证，从而表明最终将得到SMPC的

近似解[46]。建立的样本量的理论界大大低于SMPC中

的经典结果，因此增强了SMPC的实用性，降低了其保

守性。该方法已应用于灌溉控制系统[47]，结果表明，

从数据中挖掘有意义的信息可以显著提高系统的安全

性和闭环性能。在文献[48]中，采用了一种基于学习的

MPC方法来处理自治系统中的重复控制任务。

3.2. 高层决策中的数据分析和机器学习

不确定性环境下的通用优化决策技术可分为随机

规划（SP）[49]、鲁棒优化（RO）[50]和分布鲁棒优化

（DRO）[51]；这三种技术在能源系统和供应链设计中已

经得到了广泛的应用[52,53]。数据驱动决策近年来开始

获得越来越多的关注，它集成了基于模型和数据驱动方

法来实现不确定性条件下的优化决策。通过有机结合机

器学习和数学规划，能够实现更强大、更高效的数据驱

动优化框架，这些框架能够有效避免在数据分析和决策

[54]之间的不断迭代。

情景规划能为经典的机会约束问题提供近似解，通

过采用从过去经验中收集的数据将机会约束转换为大量
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确定性约束[55]。确保求解质量的关键是选择足够数量

的数据。在这方面已经有了一些理论结果[56]。然而，

得到的优化问题包含了大量的约束，这给问题的求解带

来了巨大的挑战。由于情景规划具有可分解结构，人们

设计了许多分解算法，如L形法[49,57,58]。最近的一个

研究热点是采用分布式优化技术[59,60]，通过将原始的

大规模问题分解为若干个子问题，然后使用多个处理器

来解决这些彼此联系有限的子问题。

在数据驱动RO中，不确定集合通常是直接基于不

确定性数据构建的。从机器学习的角度来看，这可以理

解为一个无监督学习任务。然而，并不是所有的无监督

学习方法都可以用于此目的，主要是因为它需要考虑求

解优化问题的复杂性。一方面，无监督学习方法必须足

够准确地捕捉不确定性的分布；另一方面，过于复杂的

不确定集合会使优化问题难以求解。因此，必须精心设

计数据驱动的不确定集，以便在两个相互冲突的目标之

间实现理想的平衡。基于这种思想，近年来出现了构建

数据驱动不确定集合的非监督学习方法。文献[61]提出

了一种基于分段线性核的SVC，它是一种专门面向数据

驱动RO的新方法。通过求解二次规划，将大量不确定

数据的分布有效地描述为一个紧凑的凸不确定集，从而

大大降低了决策的保守性。此外，仅通过调整一个参数

就能很容易地选择数据驱动不确定集的数据覆盖率，这

为控制保守性和排除异常值提供了一种实用的方法。文

献[62]利用PCA和核密度估计建立了数据驱动的不确定

集，可以系统地处理数据分布的相关性和不对称性。文

献[63,64]研究了数据驱动的不确定集合在多阶段自适应

RO (ARO)中的应用，并将其应用于流程工业中的调度

优化和计划优化中。结果表明，由于机器学习的强大数

据挖掘能力，在多阶段情况下决策的保守性得到了显著

降低。特别地，通过主动学习不确定需求的分布区域，

在规划应用中可以提升超过20%的净现值。这种方法后

来被应用于机组负荷管理[65]、工业蒸汽系统的最优操

作[66]和供应链的设计[67]。为了利用多类不确定性数

据中的标签信息，文献[68]提出了一种数据驱动的随

机RO框架。在文献[69]中，数据驱动的ARO同时考虑

了传统的鲁棒性和极大极小后悔准则，从而得到合理

的决策。

数据驱动的分布鲁棒优化（DRO）在过去十年中一

直是运筹学研究的热门话题。它可以看做某种RO和SP
的结合，可以优化一组概率分布上最坏情况下的性能

[51]。在数据驱动的DRO中，模糊集起着关键作用，且

通常基于数据来确定。在自然界中，不确定性的分布通

常是不精确的。为了有效应对分布不确定性，采用一组

候选概率分布构建模糊集。描述模糊度最常用的方法是

从过去的数据中提取一阶矩和二阶矩信息。文献[70]根
据假设检验系统地解决了模糊集大小的设定问题。在流

程工业中，DRO首次应用于流程计划优化和调度优化

[71]，以及页岩气供应链的优化运行[72]。

4. 展望未来的研究方向

4.1. 过程监测

尽管多种特征提取方法被用于设计过程监控模型，

但值得注意的是，提取的特征必须与过程特定的先验知

识密切相关。目前，尽管很多过程监测模型本质上是不

同特征提取方法的组合，但作为许多监测模型基础的非

线性流形和非高斯性假设本质上并不是过程数据所“特

有”的。通常，一个好的模型不仅应该能够描述过程属

性，而且应该有着清晰的屋里解释，进而很容易被工程

技术人员所接受[73]。但是，目前这个问题并没有得到

充分的考虑。从这个意义上说，未来的研究应关注诸

如缓慢变化、非平稳和因果关系等高阶过程特性[3,74]。
此外，特征的设计可以充分结合工程人员的先验知识，

如变量的单调性和取值范围信息，因为具有可解释性的

模型有助于潜在故障检测后的根源诊断和维护[75]。
在特征的基础上，可以进一步采用迁移学习来综合

来自不同操作条件或不同制造设备的数据信息。目前的

研究重点是为每种操作条件或每种设备建立单独的模

型。尽管这些模型之间存在差异，但也有一些相似之处，

因此可以认为这些模型中存在着一些共同的信息。借鉴

迁移学习的思想[76]，应该将特征作为描述制造过程基

本原理的本质信息来进行发掘，从而提高建模性能以及

人们对它的理解。

此外，另一个方向是为过程监控开发对用户友好的

可视化技术，以便更好地辅助决策，因为可视化可能有

助于更好地理解高维过程数据[77]。

4.2. 软测量

由于工业过程的时变特性，软测量模型的性能很容

易随着时间的推移而下降，这就需要大量的人力工作来

维护和更新模型。因此，质量预测不仅仅是一个简单的

回归问题，而应更多地关注预测模型的自适应更新机

制，特别是在经常存在运行条件偏差的情况下[78]。此
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外，由于人为因素造成的化验数据数据的不准确也是需

要考虑的，如不确定的时间延迟、较大且变化的采样间

隔、不同操作人员的采样习惯等。

传统的监督模型通常建立在数据样本独立且同分布

的前提下。然而，影响产品质量的过程变量可能要复杂

得多。新兴的在线学习理论为没有特定假设的建模任务

提供了新的解决思路[79]。例如，在线学习可以系统地

处理确定性的、随机的、甚至以对抗规则生成的数据。

因此，在大数据时代，使用在线学习技术来解决质量预

报问题是一个值得尝试的思路。

同时，随着成像技术的快速发展，越来越多的图像

和光谱数据被采集下来，为高精度预测模型的建立提供

了有意义的信息。然而，变量的高维性和强相关性也为

建模带来了挑战。图像处理和目标识别已经在遥感、自

动驾驶等领域发挥了主导作用[80]。虽然这些技术已经

应用于流程工业[81,82]，但其发展仍处于起步阶段。因

此，利用先进的图像处理技术——尤其是卷积神经网

络——以便充分利用流程工业的图像和光谱数据将是一

个可行的方向。

4.3. 数据驱动的最优控制

未来的研究工作将会在设计RMPC中的不确定集时

结合特定领域的知识。例如，在参考文献[47]中，提

出了一个条件不确定集的新概念来描述降雨预报误差

分布对预报值的依赖关系。对于其他类型的不确定性，

如何设计相关的条件不确定性集的问题值得进一步的

个案研究。

作为一种流行的机器学习方法，强化学习（RL）
特别适用于在没有模型信息的情况下进行决策[83]。该

方法具有数据驱动的特点，能够从本质上适应时变环

境。因此，基于RL的控制在处理复杂制造工厂的控制

与决策方面具有很大的潜力，而这些工厂的高保真数学

模型在实践中很难建立[84,85]。

4.4. 顶层决策

与其他应用相比，顶层决策是最重要的，因为它直

接影响一个流程工业企业的经济利润和环境影响。一方

面，顶层决策通常是根据决策者的经验在不确定的情况

下做出的，有很大改进空间；因此，预计今后将有更多

的数据驱动RO和DRO应用于流程工业的决策。另一方

面，如何进一步提高数据驱动RO和DRO的求解质量和

计算效率，具有一定的研究价值。目前的DRO方法利

用矩信息来描述概率分布的模糊性。从理论上讲，不同

类型的矩信息可以看作是简单数据分析方法的结果。这

种情况为使用先进的无监督学习方法提取高维特征空间

中的分布等高级信息提供了思路，并在此基础上进一步

考虑模糊性。利用机器学习的建模能力，有望降低概率

分布的模糊性，从而得到减轻解的保守性。例如，参考

文献[86]中提出的模糊集涉及一系列嵌套集合的概率；

然而，关于如何构造这些嵌套集还没有成熟、系统的结

果。实际上，可以利用具有不同正则化参数的基于核的

机器学习算法来获得嵌套集，从而挖掘大部分数据样本

中的信息。

5. 结语

在现代流程工业中，可以收集和存储越来越多的蕴

藏有价值信息的数据。通过利用数据，数据分析和机器

学习可以帮助感知环境、发现知识，并自动智能地做出

决策。本文以数据驱动的监测、预测、控制和优化为研

究方向，回顾了该领域的研究现状，分析了有待研究的

问题。特别地，我们将数据驱动方法的底层应用（包括

监控和软测量）与顶层应用（包括控制和优化）区分开

来。对于前者，模型的可解释性是一个主要问题，而对

于后者，则特别关注方法的功能性。值得注意的是，尽

管大数据在极大程度上改变了流程工业的发展，但大部

分数据驱动的方法尚未应用于实践。数据分析和机器学

习绝不是解决一切难题的万能钥匙。最重要的是，为了

实现成功的应用，有必要充分结合装置和过程的先验知

识，这给未来的研究带来了挑战和机遇。
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