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近年来，人工智能在软件算法、硬件实现和应用等领域得到了迅速发展。本文综述了人工智能在
生物医学中应用的最新进展，包括疾病诊断、生活辅助、生物医学信息处理和生物医学研究。综
述的目的是跟踪新的科学成就，了解人工智能在生物医学中的巨大潜力和相关技术的适用性，并
为相关领域的研究人员提供启示。可以断言，正如人工智能本身一样，人工智能在生物医学中的
应用尚处于早期阶段。新的进展和突破将继续推进，不断深入并扩大广度，并在不久的将来迅速
发展。本文以人工智能在癫痫发作和膀胱功能失调预测方面的应用的两个案例来说明其在生物医
疗等方面的应用。
© 2020 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher 

Education Press Limited Company This is an open access article under the CC BY-NC-ND license  
(http://creativecommons.org/licenses/by-nc-nd/4.0/).
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1. 引言

人工智能（artificial intelligence, AI）定义为机器的

智能，而不是人类或其他生物的智能[1,2]。人工智能也

可以定义为对“智能代理”的研究：任何能够感知和理

解其周围环境并采取相应适当行动以最大限度地实现其

目标的代理或设备都可以被称作人工智能[3]。人工智

能也指机器在学习和分析过程中能够模拟人的思维，从

而解决问题。因此，人工智能有时也被称为“机器学习”

（machine learning, ML）[4]。
通常，人工智能涉及一个由软件和硬件组成的系

统。从软件的角度来看，人工智能特别关注算法。人工

神经网络（artificial neural network, ANN）是执行人工

智能算法的概念框架[5]。这是一个模拟人脑的神经元

网络，其中神经元之间有加权的通信通道[6]。一个神

经元可以对来自邻近神经元的多个刺激作出反应，整个

网络可以根据来自环境的不同输入改变其状态[7]。因

此，神经网络（neural network, NN）可以产生输出作为

它对环境刺激的反应，就像我们的大脑对不同环境变

化的反应一样。神经网络通常是具有不同配置的分层

结构。研究人员设计了能够进行三类功能的神经网络。 
①监督学习的神经网络：任务是根据输入和输出的示例
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推断一个函数，将输入映射到输出；②无监督学习：任

务是从未标记、未分类的测试数据中学习，以识别数据

中的共同特征，并且不是对系统反馈作出响应，而是根

据已确定的共同特征在新数据中的存在或不存在作出反

应；③强化学习：任务是在给定的环境中采取适当的行

动，以最大化奖励和最小化惩罚，两者都具有某种累积

性质[8]。随着计算能力的提高，神经网络变得“更深”，

意味着更多的神经元参与到网络中来模拟人脑并进行学

习。因此，产生技术术语“深度学习”[9,10]。
从硬件的角度来看，人工智能主要是在物理计算平

台上实现神经网络算法。最简单的方法是在通用CPU
上实现多线程或多核配置[7]。此外，对于大规模神经

网络而言，GPU在卷积计算方面优于CPU [11]。有实验

结果表明，CPU和GPU联合处理比单CPU处理效率更

高，特别是对于脉冲神经网络[12,13]。此外，一些可

编程或可定制的加速器硬件平台，如现场可编程门阵

列（field programmable gate array, FPGA）和专用集成电

路（application specific integrated circuits, ASIC），可以

在计算能力、功率效率和外型尺寸方面以更高效的方式

实现神经网络，以实现定制应用[14]。与GPU和CPU相

比，这些平台可以针对特定的应用程序进行定制，因此

比GPU和CPU更节能、更紧凑。如果需要在边缘设备

[如无线网络中的移动电话或物联网（internet-of-things, 
IOT）中的传感器节点]中部署人工智能，则需要进一步

提高电源效率和减小外型尺寸。研究人员尝试使用模拟

集成电路[15,16]、自旋电子学[17]和记忆电阻器[18–20]
来实现人工智能算法。其中一些新的平台，如记忆电阻

器交叉线电路[21]，可以将计算与内存合并，从而避免

了传统von Neumann体系结构的“内存墙”问题。此类

内存访问是更新计算所需参数而必须完成的操作。最

近，研究人员试图通过减少用于数据表示的位数来提高

人工智能实现的效率。结果表明，当数据表示从32位或

16位下降到8位时，仍可以保持相当的计算精度。其优

点是计算速度更快、功率更小、外形尺寸更小[22]。然

而，“内存墙”的限制依然存在。另一方面，采用适当

的训练方法，如深度而不是表面水平的训练[23]、预训

练技术 [24]，以及平衡的数据集[25]、足够的数据集[26]
和恒定的数据集可用性[27]都是提高人工神经网络性能

的重要考虑因素。

由于人工智能技术在软件和硬件方面的快速发展，

它已被应用于各种技术领域，如物联网[28]、机器视觉

[29]、自动驾驶[30,31]、自然语言处理[32,33]和机器人

[34]。最有趣的是，生物医学领域的研究人员一直在积

极尝试应用人工智能来帮助改善分析和治疗结果，从

而提高整个医疗行业的效果[35–37]。图1显示了1999—
2018年这一领域过去20年的出版物数量。从图中可以看

出，此领域的研究兴趣有明显的增长，特别是在过去5
年，增长非常突出。可以预测，该领域未来还将呈现出

持续增长。早在几十年前，就有人设想了人工智能对生

物医学的帮助[38]。事实上，一些已发表的综述论文

回顾了人工智能在生物医学工程中的作用[36,37]。近

年来，人工智能及其在生物医学中的应用取得了新的

进展。

本文综述了人工智能在生物医学中应用的最新突

图1. 近20年来，有关人工智能在生物医学中应用的研究越来越受到关注，这一问题的出版物数量也证明了这一点。文献检索是由Web of Science
以“Artificial Intelligence”或“Machine Learning”为主题，并以“Biomedicine”或“Biomedical”为主题进行的。
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破，包括生物医学工程和医疗保健的主要领域。

医疗保健的目标是变得更加个性化、预测性、预防

性和参与性，人工智能可以在这些方面做出重大贡献。

从所取得的进展来看，我们估计人工智能将继续发展和

成熟，成为生物医学的强大工具。本文的其余部分阐述

了主要的人工智能应用，其中第2节的主题是信息处理

和算法实现，第3节的主题是疾病诊断和预测，第4节
报道了两种医疗疾病预测的案例研究，最后，第5节阐

述结论和总结。

2. 信息处理与算法实现

人工智能在生物医学中的主要应用可分为4类。本

节介绍的前三类方法旨在有效地处理大数据，并快速访

问以解决与医疗保健相关的问题。这些应用涉及老年人

和残疾人的生活辅助、自然语言处理技术和基础研究活

动。人工智能的最后一类应用涉及疾病的诊断和预测，

这部分将在第3节中进行分析。

2.1. 生活辅助中的人工智能

在老年人和残疾人生活辅助领域，使用相应智能机

器人系统的人工智能应用程序正在为提高此类人群的生

活质量铺平道路。最近发表的一篇综述介绍了为失去生

活自理能力的人提供的智能家居功能和工具，以及基于

无线传感器网络、数据挖掘和人工智能的智能解决方案

模型[39]。神经网络可以通过特定的图像处理步骤进行

训练，以将人类面部表情识别为命令。基于面部表情分

析的人机界面（human machine interface, HMI）允许残

疾人在没有操纵杆或传感器连接到身体的情况下控制轮

椅和机器人辅助车辆[40]。
一个被称为“RUDO”的“环境智能系统”可以帮

助盲人更好地融入视力正常的人的生活，并允许盲人在

信息和电子等专业领域工作[41]。盲人可以通过一个单

一的用户界面使用这个智能助手的多种功能。基于人工

智能的“智能助手”可以帮助孕妇在分娩的关键阶段提

供饮食和其他必要的建议。基于自身智能，并结合“所

有相关人员之间的基于云的通信媒体”，它能够提供“高

水平”的建议[42]。
基于雷达多普勒时频信号和稀疏贝叶斯分类器的坠

落检测系统可以降低老年人坠落的风险和并发症[43]。
事实上，有报道已成功开发“环境辅助生活”（ambient 
assisted living, AAL）的“智能通信架构”系统，允许

人工智能处理从不同通信渠道或技术收集的信息，从而

确定网络环境中事件的发生和老年人的辅助需求[44]。
智能家居引入的“环境智能”可以为老年人提供活动意

识和后续活动帮助，这使得“就地养老”即在家养老在

AAL环境下得以实现。例如，对老年人活动有意识的

“筛选活动受限和安全意识”（screening of activity limita-
tion and safety awareness, SALSA）智能机可以帮助老年

人进行日常药物治疗活动[45]。此外，基于机器学习的

运动分析和步态研究有助于警报危险行为并激活预防措

施[46,47]。图2 [39]显示了环境辅助生活的模型。

在该情况下，传感器收集有关环境和人类行为的数

据，然后通过云计算或边缘智能进行分析，最后决定需

要采取哪些措施，并使用这些措施来激活警报或预防措

施。基于人工智能的专家系统结合移动设备和个人数字

助理（personal digital assistant, PDA），可以帮助记忆受

损的人增强记忆能力，从而实现生活自理[48]。这是面

向“非专家”用户的“记忆恢复专家系统”（expert sys-
tem for memory rehabilitation, ES-MR）的重要扩展。

2.2. 生物医学信息处理中的人工智能

自然语言处理在生物医学应用方面已取得了一些突

破。在生物医学问题解答（biomedical question answer-
ing, BioQA）领域，需要从文档和数据集的存储库中快

速、准确地找到用户提出的问题的答案。因此，可以期

望自然语言处理技术能够搜索富含信息的答案[49]。首

先，需要将生物医学问题分为不同的类别，以便从答案

中提取适当的信息。机器学习可以将生物医学问题分为

4种基本类型，准确率接近90% [50]。然后，智能生物

医学文献检索系统可以有效地检索最有可能包含生物医

学问题答案的部分文献[51]。一种处理4种基本生物医

学问答类型之一的新方案，即基于单词情感分析的“是”

或“否”的答案生成器，可以有效地从二进制答案中提

取信息[52]。
生物医学信息处理中一个非常重要的任务是收集较

长的时间段内不同来源的临床信息，并进行信息合并、

比较和冲突解决[53]。长期以来，这是一项由人来完成

的耗时、费力且不令人满意的工作。人工智能已被证明

能够高效率和准确地完成这些任务，其结果与专业评估

人员所能做到的一样准确[54]。此外，需要对医学叙述

数据进行自然语言处理，以使人类从跟踪时间事件同时

保持结构和前因后果的挑战性任务中摆脱出来[55]。机

器学习可用于处理高度复杂的临床信息（如文本及其各
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种相关的生物医学数据），将逻辑推理纳入数据集，并

将所学知识用于多种目的[56]。

2.3. 生物医学研究中的人工智能

除了能够作为疾病诊断、管理和预后的电子医生

“eDoctor”，人工智能作为生物医学研究中的一个强大

工具还有未被探索的用途[57]。在全球范围内，生物医

学研究和创新活动中的人工智能可以加速学术文献的筛

选和索引[58,59]。在这个方向上，最新的研究课题包括

肿瘤抑制机制[60]、蛋白质-蛋白质相互作用信息提取

[61]、人类基因组遗传关联的生成以帮助将基因组发现

转移到医疗实践[62]等。在文献总结方面，生物医学研

究人员可以有效地借助基于语义图的人工智能方法，对

给定感兴趣的主题完成要求较高的任务[63]。此外，在

论文数量超出可读性时，人工智能不仅可以帮助生物医

学研究人员搜索到感兴趣的文献，还可以对其进行排

序。这使得研究人员可以制定和测试切题的科学假设，

这是生物医学研究的一个非常重要的部分。例如，研究

人员可以在人工智能的帮助下，在不断增加的文献量中

筛选和排列感兴趣的图表[64]，以制定和测试假设。

一些智能医疗设备正变得越来越“有意识”[65,66]，
可以在生物医学研究中对这种“意识”进行探索。被称

为“计算建模助手”（computational modeling assistant, 
CMA）的智能代理可以帮助生物医学研究人员从他们

的概念模型中构建“可执行”的模拟模型[67]。图3 [67]
显示了CMA与人类研究人员之间的流程和交互的总体

图。CMA拥有各种知识、方法和数据库。研究者的假设

被表示为生物模型，也被提供给CMA作为输入。CMA
的智能使所有这些知识和模型得以整合，并将研究者的

假设转化为具体的模拟模型。然后，研究人员审查并选

择最佳模型，CMA为所选模型生成仿真代码。通过这种

方式，CMA能够显著加快研究过程并提高产出率。此外，

一些具有直觉的机器可以指导生物医学成像、口腔外科

和整形外科等领域的科学研究[68,69]。为了更好地理解

这一发展的影响，有学者对人类意识和机器意识及其与

生物医学工程的相关问题进行了讨论[70]。

3. 疾病诊断与预测

在生物医学领域，疾病诊断对人工智能有最迫切的

图2. 一种适合当地老龄化的环境辅助生活模式原型[39]。SMS：短消息服务（short message service）。
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需求。这一领域取得了许多有趣的突破。人工智能使卫

生专业人员能够对多种疾病进行早期和更准确的诊断

[71]。一类主要的诊断是基于使用生物传感器或生物芯

片的体外诊断。例如，基因表达，这是一个非常重要的

诊断工具，可以通过机器学习进行分析，其中人工智能

解释微阵列数据以分类和检测异常[72,73]。另一个新的

应用是将癌症微阵列数据分类用于癌症诊断[74]。
生物传感器和相关的床边诊断系统（point-of-care 

testing, POCT）在集成人工智能后，可用于早期诊断心

血管疾病[75]。除了诊断，人工智能还可以帮助预测癌

症患者的生存率，如结肠癌患者[76]。研究人员还发现

了机器学习在生物医学诊断中的一些局限性，并建议采

取措施将这些缺陷的影响降到最低[77]。因此，人工智

能在诊断和预测方面仍有很大的潜力。

另一类重要的疾病诊断是基于医学成像（二维信息）

和信号处理（一维信息）。这些技术已被用于疾病的诊

断、管理和预测。在一维信号处理方面，人工智能已应

用于生物医学信号特征提取[78]，如脑电图（electroen-
cephalography, EEG）[79]、肌电图（electromyography, 
EMG）[80]和心电图（electrocardiography, ECG）[81]。
脑电图的一个重要应用是癫痫发作的预测。预测癫痫发

作对减少其对患者的影响具有重要意义[82]。近年来，

人工智能被公认是精确可靠的预测系统的关键要素之一

[83,84]。现在可以通过深度学习进行预测[85]，预测平

台可以部署在移动系统中[86]。人工智能还可以在基于

生物医学图像处理的诊断中发挥重要作用[87]。人工智

能已被用于图像分割[88]、多维成像[89]和热成像[90]，
以提高图像质量和分析效率。人工智能还可以部署在便

携式超声波设备中，这样未经训练的个人就可以使用超

声波在欠发达地区作为诊断多种疾病的强大工具[91]。
除上述应用外，人工智能还可以帮助标准决策支持

系统（decision support system, DSS）[92,93]提高诊断准

确性，促进疾病管理，减轻人员负担。例如，人工智能

被用于癌症的综合管理[94]，支持热带疾病[95]和心血

管疾病[96]的诊断和管理，支持诊断的决策过程[92]。
所有这些应用都表明，人工智能可以作为一个强有力的

工具，用于早期和准确的诊断、管理甚至预测疾病和患

者状况。本文给出两个案例研究，详述如下。

4. 医疗卫生

人工智能正在覆盖广泛的医疗保健应用[97]。特别

是，它被用于信号和图像处理，以及人体功能变化的预

测，如膀胱控制[98]、癫痫发作[99]和中风预测[100]等。

图3. 从各种本体和知识数据库的角度[68]，对研究者和CMA之间的过程流和相互作用进行了一般性的展望。ODE：常微分方程（ordinary differ-
ential equation）；PDE：偏微分方程（partial differential equation）；GO：基因肿瘤学（gene oncology）；FMA：解剖学本体基础模型（foundational 
model of anatomy ontology）；SBO：系统生物学本体（systems biology ontology）；REX：物理化学过程本体（physicochemical process ontology）。
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下面我们将介绍两个典型的案例研究，即膀胱充盈和癫

痫发作预测。

4.1. 膀胱容积预测

当由于脊髓损伤或其他神经系统疾病、健康状况或

老化导致膀胱储存和排尿功能失效时，会发生各种并发

症，影响患者的健康状况。目前，可以通过植入式神经

刺激器来实现药物难治性患者膀胱功能的部分恢复。为

了通过有条件的神经刺激来提高所使用的神经假体的效

率和安全性[101]，需要一种检测存储尿液的膀胱传感

器来提供一种反馈装置，仅在需要时才应用电刺激。该

传感器还可用于感觉受损的患者在需要排空膀胱时或在

不完全排尿后残余排尿量异常高时通知患者。

我们提出了新的方法[102]并开发了一个专用的数

字信号处理器[103]，利用膀胱中普通的神经根（机械

感受器）的传入神经活动来检测尿液中的压力和充盈度，

并可描述填充过程中的变化。

智能神经假体通常由两部分组成：一部分植入患者

体内；另一部分作为可穿戴设备携带。这两个装置通常

通过无线链路连接，该链路将数据和能量传输给植入

物。内部单元执行多种功能：神经信号记录；传递感觉

信息之信号的芯片内处理（取决于应用的不同程度）；

使用功能电刺激（functional electrical stimulation, FES）
技术对适当神经进行神经刺激；与外部单元通信；植入

装置的逻辑控制功能。当需要额外的信号处理来执行更

复杂的算法时，需要额外的计算能力。由于尺寸、功耗、

温升、电磁放电等原因，有些算法不适合在植入物内执

行。内部单元将记录的信号发送给外部单元，外部单元

将执行更复杂的计算，并将返回适当的神经刺激命令。

外部基站集成了植入物用户界面和植入物计算机界面，

以提高灵活性。

本节所述的工作旨在设计一种有效的膀胱植入式容

积和压力传感器，能够向神经假体提供必要的反馈。该

传感器最终可用于实施条件神经刺激方法以恢复膀胱功

能，或用于对因上述几种疾病和条件而感觉受损的患者

进行膀胱充盈感测。为了更好地满足患者对膀胱神经假

体装置的需求，我们选择在植入式装置中实施一个优

化的数字信号处理器，能够实时解码膀胱压力和容量。

这种方法极大地影响了下面描述的最合适的预测方法

的选择。

我们提出了基于机器学习算法的定性和定量监测方

法，对膀胱自然传感器（即响应膀胱壁伸展的机械感受

器）产生的神经传入活动进行解码。为了实现这些方法，

需要对植入单元记录的神经活动进行检测、鉴别（分

类），然后实时解码。提出的定性方法仅在三个层面（即

低、中、高）对膀胱充盈度进行解码。这种方法允许使

用更少的硬件资源并显著减少运算量，从而使功耗最小

化。定量方法需要更复杂的算法来计算膀胱体积或压

力，以反馈神经刺激的闭环系统，但由于采用了定制的

硬件，因此在植入装置中可以以最小功耗运行。

用于定性和定量方法的监控算法首先实时执行离线

学习阶段（也称为训练阶段）。在此阶段，传感器学习

或识别用于实时监控的参数。在学习阶段，我们可以选

择最好的算法，不管它们的复杂性和执行时间如何，因

为它们是在通过外部单元连接到植入物的计算机中离线

执行的。由于学习阶段的存在，我们可以将复杂度和硬

件负担转移到离线处理中，从而使实时监控阶段能够以

较低的复杂度和有效的预测算法以及优化的功耗来实

现。学习阶段包括6个方面。

（1）数字数据调节：带通滤波、带非因果线性相位

有限脉冲响应（finite input response, FIR）滤波器。

（2）识别与膀胱容积和（或）压力最相关的传入神

经活动（图4所示示例中的单元1）。使用斯皮尔曼等级

相关系数（ρ）而不是皮尔逊（线性）相关系数，因为

前者更倾向于评估单调依赖性，而不一定是线性的，这

提高了我们估计方法的鲁棒性。等式（1）用于计算斯

皮尔曼等级相关系数：

  （1）

式中，ρk为k类单元的斯皮尔曼系数；k为检测到的等级

数；n为沿记录信号使用的时间帧数，此后称为帧数；

FRi,k为装置使用的每秒放电率；Vi,k为同一帧数的平均体

积；FRk和Vk分别为相对k级的所有放电率和容积帧数的

平均值。

（3）本底神经活动的计算：本底基线是由膀胱充装

生理盐水前60 s的神经放电率（firing rate, FR）的平均

值计算得到。

（4）使用帧数进行容积曲线量化。结果在有限数量

的帧数中，选择适当的宽度，并以此定义为帧宽（bin 
width, BW）。

（5）FR积分：计算帧数内的FR（即所选单元帧数内

检测到的尖峰数量），此后称为帧数积分率（ bin-inte-
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grated-rate, BIR）。
（6）体积或压力预测。如前所述，我们使用两种算

法进行膀胱体积或压力预测，定性预测三个级别的膀胱

充盈度，另一个用于量化。下面简要介绍两种算法。

定性容积或压力预测算法预测三个代表膀胱充盈度

的水平（低、中、高）：低容积（舒适水平）、需要排空

的容积水平（在预定的时间内）以及促使排空的高容积

（尿液泄漏的风险）。设定的阈值对应于膀胱容积的0.25
倍、0.5倍和1.0倍。通过在学习阶段使用基于线性回归

的算法，我们计算了上述三个充盈度的BIR0.25、BIR0.5

和BIR1.0。最后，通过在实时计算的BIR内找到最小距

离，并存储参考值（BIR0.25、BIR0.5和BIR1.0），实现了定

性体积或压力预测。基于这种方法，每个帧数被分配到

三个充盈度级别中的一个。为了找到最佳的帧数长度，

使用不同的间隔对帧宽BW进行扫描，并使用等式（2）
得出最佳（最低）定性估计误差（Equal）。为了计算等式（2）
中的Equal，我们计算了总体成功率（overall success rate, 
OSR）[104]，即状态的所有良好分类与所有执行分类的

比率。OSR是通过添加Bi并除以帧数的总数（n）来评

估的，Bi是估计状态与实际状态匹配的帧数的数量。

  （2）

为了实现定量的体积和压力估计，利用较少的硬件

资源，采用回归方法模型，如等式（3）所示：

  （3）

式中，V^为估算体积；BIR如上文所定义；ci为回归模型

系数。我们使用双夸尔鲁棒拟合方法来计算ci，并将异

常值的影响最小化[105]。通过对动物模型的真实神经

记录进行模拟（试验），得出回归模型的最佳顺序（N），
如等式（3）所示。通过多次模拟试验，我们选择了最

小N和最短BW，其估计误差最小。

用P^代替V^，等式（3）也可用于估算压力。压力估

计所需的参数也可以在学习阶段计算。

我们使用均方根误差（root mean square error, 
RMSE），这是用式（4）计算的，用于在实时测试运行

中验证算法，在等式（4）中，Vi为帧数i的当前体积（或

压力Vi）；V^i（或P^i）为使用等式（3）计算的相同帧数i
的体积（或压力）估算值；n为帧数的总数。

  （4）

实时监测阶段运行以下步骤：①数字非因果滤波；

②动态尖峰分类；③使用最佳BW进行BIR计算；④将

BIR与基线进行比较，并对于较低值将体积设置为0，
如果BIR较高，则继续；⑤使用等式（3）计算膀胱体积

或压力。如图5 [106]中的示例所示，我们执行了几个运

行来测试和验证算法。

图4. 在膀胱缓慢填充中记录的传入活动记录（ENG），同时显示了识别的三个单元的尖峰扫描。在本例中，第1单元的活动与膀胱容积的相关性
最好。ENG：电神经图；Pves：膀胱压力；U1：第1单元；U2：第2单元；U3：第3单元。
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最后，利用麻醉大鼠的急性实验数据验证了所有的

算法。有关这些实验和预测算法的更多详细信息，请参

见文献 [102]。
当记录的输入活动显示斯皮尔曼相关系数为0.6或

更好时，我们成功地在100%的试验中定性预测膀胱充

盈的三种状态。我们还成功地利用适当选择的时间窗定

量预测了膀胱容积和压力。

我们实现了一个专用的数字信号处理器（digital 
signal processor, DSP），如图6 [106]所示，运行上述算

法用于监控膀胱容积或压力。DSP实时运行膀胱传入神

经活动的动态尖峰分类和感测解码，以预测本节所述

的体积或压力值。使用合成数据（已知先验基础事实）

和来自膀胱传入神经的急性实验记录的信号验证专用

DSP。
动态峰值排序算法在专用DSP上运行，与文献[103]

中报道的其他工作相比具有优势。即使使用由高相关峰

值波形和低信噪比（signal-to-noise ratio, SNR）组成的

复杂合成信号，我们也获得了更高的精度（92%）。体

积或压力预测模块在定量和定性估计方面的准确率分别

为94%和97%。 

4.2. 癫痫发作预测

癫痫是一种神经退行性疾病，是最常见的神经疾病

之一，其特征是自发、不可预测和反复发作[107,108]。
虽然首选治疗方案包括长期药物治疗，但药物治疗对超

过1/3的患者是无效的。

另一方面，由于癫痫手术成功率非常低，并且伴有

并发症，求助于癫痫手术的患者比例仍然相对较低。一

个有趣的研究方向是探索预测癫痫发作的可能性，如

果可行的话，可能会促使制定替代性干预策略[83]。虽

然早期癫痫预测的研究可以追溯到20世纪70年代[109]，
但癫痫事件的数量有限、颅内脑电图（intracranial elec-
troencephalography, iEEG）记录的缺乏以及发作间隔期

的有限程度一直是充分评估癫痫预测表现的主要障碍。

有趣的是，通过ieeg.org在线门户网站[110]可获取

植入动态监测装置（NeuroVista）的天然癫痫犬的iEEG
信号。然而，癫痫发作区并未公开或可用。我们课题组

已经调查了利用上述犬类数据预测发作的可能性。随

后，我们对位于癫痫网络内的电极进行了基于直接传递

函数（directed transfer function, DTF）的定量识别[111]。
采用遗传算法对发作前状态的特征进行选择。提出了一

种新的拟合函数，该函数对偏态数据分布不敏感。研究

显示，在预警时间占比为10%的情况下，平均敏感度为

84.82%，提高了先前的癫痫预测性能[111]。
为了寻找癫痫发作预测的新机会，我们还探索了基

于高阶谱分析的新特征来跟踪癫痫发作前状态。然后将

提取的特征作为多层感知器的输入进行分类。我们的初

步发现显示，使用三种双谱提取特征中的每一种，发

作间隔期和发作前状态之间存在显著差异（p < 0.05）。
平均振幅、归一化双谱熵和归一化平方熵分别达到了

73.26%、72.64%和78.11%的测试精度。此外，我们发

现在相同的双侧犬iEEG记录中，癫痫发作前期和发作

间隔期的平均相位-振幅耦合状态总是存在差异[112]。
相比之下，我们还探索了在高密度记录中使用定

量有效连通性测量来确定癫痫发作活动网络的可能

性。此前，DTF用于量化iEEG记录之间因果关系的能

力已经验证过。然而，分析信号的准平稳性仍然是避

免iEEG触点间假连接的必要条件[113]。虽然在处理相

对较少的接触时，可以识别固定的时间点，但在分析

高密度iEEG信号时，它变得更具挑战性。最近，人们

图5. 模拟实时数据处理实验中的定量体积估计[106]。第一个测量周期被用作一个训练阶段，随后是两个连续的周期，其中体积是从训练阶段计
算出来的。使用6阶回归模型，该纤维的最佳BW为47 s。第一个周期的拟合误差和后两个周期的估计误差都很小，各周期的RMSEall分别为2%、
3.9%和4.1%。
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提出了一种时变DTF，即频谱加权自适应定向传递函

数（spectrum weighted adaptive directed transfer function, 
swADTF）。swADTF能够处理非平稳性问题，并自动识

别感兴趣的频率范围[113]。随后，我们通过在高密度记

录上使用swADTF验证了发现癫痫发作活动发生区域和

消亡区域的可能性[114]。该数据库由在蒙特利尔大学

医院中心接受术前评估的难治性癫痫患者的数据组成。

有趣的是，对于手术切除后没有癫痫发作的患者，确定

的癫痫活动源在癫痫灶和切除体积内。相反，在术后仍

有癫痫的患者中发现了额外的或不同的发生区域。我们

的研究结果强调了使用swDTF精确识别癫痫发作发生

和消亡部位的可行性。因此，在未来的癫痫预测研究中，

推荐了基于有效连通性措施的电极选择方法。

最近的发现强调了利用iEEG记录预测癫痫发作的

可行性；从发作间隔期到发作状态的转变包括一个“积

聚”，可以通过高级特征提取和人工智能技术进行跟踪。

然而，在将现有方法转化为真正的临床设备之前，需要

在特征提取、电极选择以及硬件和深度学习实现等方面

进行进一步的研究。

5. 结论

本文综述了人工智能在生物医学应用的最新进展，

包括疾病诊断与预测、生活辅助、生物医学信息处理和

生物医学研究。人工智能还在许多其他的生物医学领域

图6. 用于膀胱容积或压力监测的专用数字信号处理器[106]。

有着有趣的应用。可见，人工智能在生物医学中发挥着

越来越重要的作用，不仅是因为人工智能自身的不断进

步，还因为生物医学问题固有的复杂性和人工智能解决

此类问题的适用性。新的人工智能技术能力可为生物医

学提供新的解决方案，生物医学的发展对人工智能的能

力提出了新的要求。这一供求匹配和耦合发展将使这两

个领域在可预见的未来取得显著进展，最终将有利于提

高有需求的患者的生活质量。

Nomenclature

AAL ambient assisted living
AI artificial intelligence
AN artificial neural network
ASIC application-specific integrated circuits
BioQA biomedical question answering
BIR bin-integrated rate
CMA computational modeling assistant
DSP digital signal processor
DSS decision support system
DTF directed transfer function
ECG electrocardiography
EEG electroencephalography
EMG electromyography
ES-MR expert system for memory rehabilitation
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CPU central processing unit
GPU graphical processing unit
FES functional electrical stimulation
FIR finite impulse response
FPGA field-programmable gate array
HMI human–machine interface
iEEG intracranial electroencephalography
IoT Internet of Things
ML machine learning
NN neural network
PDA personal digital assistant
PLA people with loss of autonomy
POCT point-of-care testing
RMSE root mean square error
SALSA screening of activity limitation and safety 

awareness
swADTF spectrum-weighted adaptive directed transfer 

function
FR firing rate
BW bin width
OSR overall success rate
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