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因果推理是解释性分析的强大建模工具，它可使当前的机器学习变得可解释。如何将因果推理与
机器学习相结合，开发可解释人工智能（XAI）算法，是迈向人工智能2.0的关键步骤之一。为了
将因果推理的知识带给机器学习和人工智能领域的学者，我们邀请从事因果推理的研究人员，从
因果推理的不同方面撰写了本综述。本综述包括以下几个部分：况琨博士的“平均因果效应评估——
简要回顾与展望”，李廉教授的“反事实推理的归因问题”，耿直教授的“Yule-Simpson悖论和替代
指标悖论”，徐雷教授的“因果发现CPT方法”，张坤教授的“从观测数据中发现因果关系”，廖备
水和黄华新教授的“形式论辩在因果推理和解释中的作用”，丁鹏教授的“复杂实验中的因果推断”，
苗旺教授的“观察性研究中的工具变量和阴性对照方法”，蒋智超博士的“有干扰下的因果推断”。
© 2020 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher 

Education Press Limited Company This is an open access article under the CC BY-NC-ND license  
(http://creativecommons.org/licenses/by-nc-nd/4.0/).
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1. 平均因果效应评估——简要回顾及展望

机器学习方法已在许多领域取得了巨大成功，但其

中大部分都缺乏可解释性。因果推理是一种强有力的建模

工具，可用于解释性分析，其可能使当前的机器学习能够

做出可解释的预测。本文回顾了两个用于估计因果效应的

经典算法，并讨论了实际应用中因果效应评估存在的挑

战。此外，我们提出了一种可能的方法，通过将因果推理

与机器学习相结合来开发可解释的人工智能（explainable 
artificial intelligence, XAI）算法。

1.1. 问题和符号

基于潜在的结果模型[1]，我们研究的问题是如何准

确地评估治疗变量的因果效应。对于每个样本i (i = 1, 2, 
…, n)，我们观测到其治疗变量Ti、结果变量Yi和特征变

量Xi。基于治疗变量的取值（T = 1和T = 0），结果变量
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存在两个潜在结果Yi(1)和Yi(0)。实际观测到的结果Yi
obs可

表示为：

   （1）

基于样本的潜在结果，我们可以定义治疗变量的评估

因果效应为：

    （2）  

也可以定义在治疗样本（T = 1）上的平均因果效应为：

τt = E[Yi (1) – Yi (0)|Ti = 1]
为了准确评估因果效应τ和τt，我们假设无混淆性Ti ⊥ 

[Yi(1), Yi(0)]|Xi和重叠性0 < p(Ti = 1|Xi) < 1。

1.2. 两类因果评估算子

在这里，我们简要介绍评估因果效应的两类常用方

法，并讨论它们面对高维变量的扩展和应用。

1.2.1. 倾向值倒数加权

在完全随机的实验中，治疗随机分配到样本，意味着

Ti ⊥ Xi。然而，在观测数据中，治疗Ti是基于样本特征Xi

指定的。为了消除Xi导致的混杂效应，倾向值表示为e(Xi) 
= (Ti = 1|Xi)来加权样本。基于倾向值，τ可以通过以下方

式估算：

    （3）

通过结合倾向加权和回归，我们还可以用双稳健方法

估计治疗效果[2]。在高维情况下，并非所有观察到的变

量都是混淆变量。为了解决这个问题，Kuang等[3]建议

将所有观察到的变量分为两部分：混淆变量用于评估倾向

值，调整变量用于减少估计因果效应方差。

1.2.2. 混淆变量平衡

消除混淆偏差的另一种常用的方法是通过直接样本加

权来平衡治疗组（T = 1）和对照组（T = 0）之间混淆变

量的分布，并将τt估计为：

     （4）

式中，样本权重W可以通过混淆变量直接平衡[4]学习得

到，如下：

  （5）

在高维情况下，不同的混淆变量可能导致不同的混淆

偏差。因此，Kuang等[5]建议联合学习混淆变量权重用

于区分不同的混淆变量，以及样本权重用于平衡混淆变量

分布，并提出混淆变量区分性（differentiated confounder 
balancing, DCB）算法来评估因果效应。

1.3. 存在的挑战

最近，很多有效的方法用于在观察性研究中评估因果

效应，但如何使这些方法在实践中变得有用仍然存在许多

挑战，主要挑战表现在以下几个方面。

1.3.1. 治疗变量从二值到连续

现有算法主要用于评估二值治疗变量的因果效应，并

在实际中实现良好的性能。但是在许多实际应用中，我们

不仅关心二值治疗变量（治疗与否）的因果效应，更关心

连续治疗变量的因果效应。

1.3.2. 多维治疗变量的相互作用

实际上，治疗可以由多个变量及其相互作用组成。

在社交营销中，人们可能对不同广告策略的综合因果效

应感兴趣。在支持治疗组合的因果分析方面还需要做更

多的工作。

1.3.3. 未观察到的混淆变量

未观察到的混淆变量等同于违反非混淆性假设，并且

它是不可测试的。控制高维变量可能使非混淆性假设更加

合理，但对倾向值估计和混淆变量平衡提出了新的挑战。

1.3.4. 重叠性假设的限制

尽管重叠性假设是可测试的，但它在实践中会引起很

多问题，包括如何检测变量分布中是否缺乏重叠，以及如

何处理这种缺陷，特别是在高维度环境中。此外，估计因

果效应仅适用于重叠性假设成立的样本区域。

为了解决上述挑战，最近，很多相关工作和算法被相

继提出，包括连续治疗变量[6]、治疗变量的相互作用[7]、
未观测到的混淆变量[8]以及重叠性假设的限制[9,10]。

1.4. 走向因果和稳定的预测

大多数预测算法缺乏可解释性，这使得它们在许多实

际应用中缺乏吸引力，特别是那些需要决策的应用。此外，
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大多数现有机器学习算法都是关联驱动的，这导致它们在

测试数据中的性能不稳定，因为测试数据的分布可能与训

练数据不同。因此，开发可解释的并对来自未知测试数据

的分布变化保持稳定预测的预测算法非常有用。

假设因果关系在数据集之间是不变的，那么合理的

方法是探索因果和稳定预测的因果知识来实现可解释的稳

定预测。受到来自因果推理文献中混淆变量平衡技术的启

发，Kuang等[11]提出了实现因果和稳定预测的可能解决

方案。他们提出了一个全局变量平衡正则约束项，以隔离

每个预测变量的影响，从而恢复每个预测变量和结果变量

之间的因果关系，用于指导机器学习算法的学习，实现在

未知数据集中进行可解释的稳定预测。

总体而言，如何将因果推理与机器学习深入结合以开

发可解释的人工智能算法是通往第二代人工智能[12,13]的
关键，目前还存在很多问题、挑战和机遇。

2. 反事实推理的归因问题

本节中，原因变量x和结果变量y都是二值的。

反事实推理是因果推理的重要部分，简单地说，反事

实推理是在事件x已经出现（x = 1），并且事件y发生（y = 1）
的前提下，反过来推理如果事件x不出现（x = 0），则事件

y不发生（y = 0）的概率，用公式表示为：

      （6）

式中，yx=0是反事实推理的一个记号，表示如果x = 0时y的
取值，与条件概率P(y|x = 0)是不同的概念。这个公式反映

了没有事件x则没有事件y的概率，即原因的必要性（x作
为y的原因）。这在社会科学或者逻辑科学中称为归因问题

（attribution problem），在法律学上称为“若无准则”（but-for 
criterion）。归因问题已经有了比较长的研究历史了，但是

以往的方法主要是社会科学的方法，如案例调查、统计分

析、实验设计等，基本是定性的，且依赖于经验和直觉。

随着大数据的出现，数据驱动的研究归因问题的定量化方

法出现了，从而使得推理过程更加科学与合理。

归因问题另一个孪生的说法：在原因x未出现（x = 0），
且事件y也未发生（y = 0）的前提下，如果原因x出现，

那么事件y出现的概率为：

       （7）

该公式反映了原因x导致事件y发生的概率，即原因

的充分性。

在基于数据的推理研究中，原因的必要性和充分性是

因果关系的不同侧面，尽管在计算公式上有所不同，但其

基本精神是一致的。

反事实推理与人类的反思行为相对应，反思是智能

活动的重要特征。推理使得人们在采取某个动作时，预

测相应的结果，而反思却是在已有的结果面前，思考如

何改进结果。反思虽然不能改变已经发生的结局，却可

以为以后的行为提供修正，是用过去的知识指导未来行

动的数学模型，只有具备了反思能力的智能才称得上是

真正的智能。

反思在人类的日常生活中也是很重要的，例如，张某

和李某同时做了癌症手术，张某又接受了放化治疗，结果

两人都得到康复。因此张某就会反思，如果不做放化治疗，

是否也能得到康复，显然我们不能因为李某的康复，就认

为张某不做放化治疗也能康复。这类问题在医疗、法院审

判等场合是大量存在的。我们关心对于具体的个案而言，

当结果已经发生时，其原因究竟是什么。这时，一般的统

计数据，如放疗成功率、交通事故率等并不能说明问题。

通过归因推理计算某些原因的必要性在这些领域有着关键

的意义[14]。
社会科学研究中有一个很有影响的关于因果分析的

理论，即澳大利亚哲学家Mackie于20世纪60年代提出的

INUS理论，INUS是Insufficient but Necessary part of a Un-
necessary but Sufficient condition的缩写，意思是某个充分

不必要条件下的必要不充分部分[2]。INUS理论认为，在

事实集合X已经导致事实y发生的前提下（即X对于y是充

分却可能不必要的），我们认为{x1, x2, …, xk}⊆X是y的原

因，如果{x1, x2, …, xk}是X的必要却可能不充分部分。过

去这一理论的语义上有很多不确定的成分，所用的方法是

定性的，或者经验主义的，没有可行的算法用于量化计算。

而在基于大数据的推理技术出现以后，这一理论赋予了准

确的含义，并且可以通过算法进行定量描述。

关于式（6）的计算形成了反事实推理中的一个重要

研究内容，目前还没有通用的计算该公式的方法。在实际

问题中，引进一个很多情况下都能满足的所谓“单调性”

假设：

yx = 1 ≥ yx = 0

单调性的直观意思是：采取某种措施（x = 1）后的效

果y总不会低于未采取措施（x = 0）的效果。例如，在流

行病学中，一个人不会在未采取隔离措施（x = 0）时健康（y 
= 1），在采取隔离措施后（x = 1）反被感染（y = 1）。由

于单调性，式（6）通过推导得到：
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  （8）

式（8）分为两项，前面一项是在风险统计中熟悉的归因

风险部分（attributable risk fraction），或者也叫额外风险

率（excess risk ratio），它反映了在x = 1和x = 0不同的措

施下的风险率。而后一项就是特别要提出的混杂影响部分

（confounding affect fraction），它反映了其他变量干扰的影

响。P(yx=0 = 1)称为do-操作，有时也写作P(y = 1|do(x = 0))。
这是在实验（操纵）条件下，将其他变量固定，而单独考

察x = 0时y = 1的概率。而条件概率P(y = 1|x = 0)表示自然

条件下，x = 0时y = 1的概率（其他变量的值不作限制），

P(yx=0 = 1)和P(y = 1|x = 0)有着不一样的含义。在do-操作

（实验条件下）时，我们看到的是x与y之间单纯的（因果）

关系。而在自然条件下，y的变化来自两个方面，一个是

x的变化直接引起的，另一个是通过其他变量间接引起的，

这个现象称为混杂。两者之间的差P(y = 1|x = 0) – P(yx = 0 = 
1)表示了混杂的程度。混杂现象干扰了对于真正原因x的
计算。在有些情况下，x的变化的确引起了y的变化，但x
可能根本不是y变化的原因（如鸡叫之后太阳升起）。虽然

我们可以通过科学实验来排除混杂，以便找出引起y变化

的真正原因，但是在许多社会科学问题研究中，包括一些

自然科学问题研究中，科学的实验是很难实施的，甚至是

不可能的。我们手里能够得到的数据只有观察数据，因此

如何从观察数据中识别混杂，以找出真正的因果关系是人

工智能一项重要的研究内容。

为了更加具体地说明归因部分和混杂部分之间的关

系，以及它们对于归因问题（原因的必要性）所起的作用，

我们引用文献[15]中的例子。在这个例子中，赵某由于疼

痛，去药店买了某种止痛药服用，结果死了。官司打到法

院，要求药厂承担部分责任。药厂和原告律师分别出具了

药品的检验结果（experimental）和市场调查结果（nonex-

perimental），如表1所示，其中，x = 1表示吃药，y = 1表示

死亡。

药厂的数据来源于严格的药品安全实验标准，而律

师的数据来源于市场调查，在患病的人里面根据自愿服药

进行统计。药厂的理由是：药品已经通过检验，虽然吃药

的死亡概率有所提高（由0.014提高到0.016），但是比起

止痛效果而言，这点提高还是可以接受，并且符合药品上

市的规定，因此根据传统的风险归因计算（额外风险率），

药厂承担的责任是：

  （9）

律师的理由是：药品的检验是在随机选择的条件下进

行的，并没有征求受试者本人的意愿，因此实验是有偏置

的（bias），并不符合实际服药情况，而市场调查的观察数

据则是完全自愿的，未受到任何干预。从数据中看出，观

察数据与实验数据相差很大。在赵某已经死亡的前提下，

药厂的责任（即如果不吃药就会不死亡的概率）应该按照

反事实的公式计算，其结果为：

   （10）

因此药厂应对赵某的死亡负全责。

表面上来看，对于市场调查的数据，吃药而死的只占

0.2%，而不吃药死亡的占了2.8%，非常有利于药厂（药

厂的风险责任是–13，比实验数据还要好），但是仔细分析

后，由于混杂成分占了P(y = 1|x = 0) – P(yx = 0 = 1) = 0.014，
也就是有一半的人，不是因为未吃药而死亡，是因为其他

原因死亡，因此这部分的功劳不能归因于药品，由此提升

了药厂的责任。当然，在这个例子中，药厂的责任是否真

表1 药品诉讼案例的检验结果和市场调查结果

Outcomes
Experimental data (number of patients) Non-experimental data (number of patients)

x = 1 x = 0 x = 1 x = 0

Deaths (y =1) 16 14 2 28

Survivals (y =0) 984 986 998 972
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的就是100%，以及计算公式的合理性与科学性还有一些

质疑[16]。但是，这个案例说明在观察数据中存在的混杂

变量会干扰真正的因果发现，而如何有效地识别混杂现象

是因果推理中的现实问题，也是反事实推理中具有实际意

义的问题。

在数据科学里，数据包括人为生成的数据和客观产生

的数据。在客观产生的数据中又有实验数据和观察数据，

前者是在实验条件下所搜集的数据，后者是在自然条件下

搜集的数据。观察数据虽然客观、易于获取、成本较低，

但是其中的混杂问题往往构成了因果推理的障碍[17]。特

别在客观世界中可能还会有未知的变量（即隐变量），这

些变量我们未能观察到，同样可以对已知的变量发生作

用，这种情况称为非测定混杂。或者说，已知变量对于隐

变量带来的非测定混杂可能是敏感的，目前的研究还处

于十分初步的阶段，希望了解更多细节的读者可参考文

献 [18]。

3. Yule-Simpson 悖论和替代指标悖论

两个变量的相关性可能会由于忽略了第三个变量而发

生非常大的变化，甚至可能从正相关变为负相关，这个现

象称为Yule-Simpson悖论[19,20]。第三个变量是一个混杂

因素。表2给出了一个数值例子。风险差（risk difference, 
RD）定义为吸烟组患肺癌比率与非吸烟组患肺癌比率的

差值：RD = (80/200) – (100/200) = – 0.10，其值为负。表 3
给出了将这400人按照性别分组的结果。可以看到按性别

分组后，发生了很大变化，男性组和女性组的风险差都变

成正的，即0.10。这意味着吸烟分别对男性和对女性都有

害，但是吸烟对人类有益。

与相关性推断的关键区别在于，因果推断必须考虑

是否可能存在影响处理变量和结果变量的公共原因，称为

混杂因素。混杂因素可能导致推断因果作用时产生混杂偏

倚。在试验性研究中，我们可以设计试验方案，根据某

些变量的水平制定处理或暴露的分配概率；在随机化试验

中，给每个个体随机地分配处理和暴露，没有影响处理分

配的变量，因此不存在混杂因素。在观察性研究中，为了

进行因果推断，需要观测充分多的混杂因素，或者观测一

个独立所有混杂因素的工具变量。可是，利用观测到的数

据不能确认是否观测到了充分多的混杂因素或工具变量。

根据观察性研究得到的数据进行因果推断时要求一些假

定，这些假定是不能用数据检验的。

当感兴趣的终点指标不易观测时，取而代之观测一个

替代指标（如生物标记物），然后用替代指标的因果作用

预测处理未观测终点指标的因果作用。目前，已经有各种

选择和确定替代指标的准则。但是，这些准则难以避免替

代指标悖论，即处理对替代指标有正的因果作用，而且

替代指标对终点指标也有正的因果作用，但是，处理对

终点指标反而有负的因果作用[21]。文献[21,22]给出了

替代指标悖论的数值例子。这个悖论也质疑了科学知识

是否对决策分析有用[23]。有一个著名的实例，医生知

道心律失常是猝死的危险因素，因此，临床试验将心律

失常作为猝死的替代指标。但是，一些能有效纠正心律

失常的药物，后来发现不但不能减少猝死，反而导致数

万人过早死亡[24]。如何选择和确定替代指标的准则还

有待于进一步研究。

Yule-Simpson悖论和替代指标悖论告诉我们：从数据

得到的结论可能会被未观测的混杂因素逆转。这两个悖论

还强调了获取数据方法的重要性。首先，随机化试验是因

果推断的金标准。其次，如果不能采用随机化试验，试验

设计需要试图平衡处理组和对照组的混杂因素。再次，可

以考虑鼓励试验方法，随机地鼓励一部分人接受处理或避

免暴露，使得这些鼓励能够改变他们处理和暴露的概率，

实际上这种鼓励试验方法设计了一个工具变量“鼓励”。

最后，对于纯观察性研究，我们不得不根据专业知识论证

因果推断所要求的假定，并且采用敏感性分析探讨偏离这

些假定的情况下影响因果推断结论的程度。这两个悖论还

指出了三段式推理和传递性推理也许不能应用于统计得到

的总体结论。统计得到的总体结论也许会出现这样的现

象：吸烟对男性和女性都有害，尽管任何一个人不是男人

就是女人，但是，吸烟对人也可能有益；药能纠正心律失

常，纠正心律失常可以延长寿命，但是，该药也许会缩短

寿命。

表2 吸烟与肺癌的关系

Condition
Number of persons

Cancer No cancer Total

Smoking 80 120 200

No smoking 100 100 200

表3 吸烟与肺癌的关系：按照性别的分类

Condition
Males Females

Cancer No cancer Cancer No cancer

Smoking 35 15 45 105

No smoking 90 60 10 40
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4. 因果发现 CPT 方法

如何从观察数据中发现和分析因果结构，近百年来

研究者已做了广泛努力。大致都沿着一个类似的思维方

向。首先，对欲观察的多个变量先假设一个因果结构，它

直接或间接地描述这些变量的概率分布，而变量间关系反

映因果关系。最简单的情况是一个单变量随机模型x→y，
而复杂情况下为一个有向无环图（directed acyclic graph, 
DAG），并满足某些约束条件。然后，通过观察数据学

习模型中的未知参数，监测模型能否最佳描述观察数据，

并满足主要的约束条件，从而检验模型和因果方向的正

确性。常用方法包括Rubin因果模型、结构方程模型、函

数因果模型、非线性可加噪声模型、线性非正态无环模型、

后非线性模型、型结构发现模型[25]和ρ图方程模型[26]。
最近提出的因果势理论（causal potential theory, CPT）

源于很不同的思维[27]。回归物理学，因果关系被视为由

某种势能引起的内在动力学性质。环境U中一对变量x和y
之间的因果关系，并不简单的是这对变量间的局部关系，

而是全局趋势在二元关系上的投影。无需事先假定因果结

构，从x和y的样本估计非参数分布p(x, y|U)，再通过吉布

斯分布获得对应的因果势能E(x, y|U) ∝ –lnp(x, y|U)。发生

在x和y处的事件，源于动力学[x. t, y
.

t]∝[gx, gy]，这里记号

gu = Δ Δ

uE, u. t = Δ du/dt。该动力流推向能量最低处或可能发生

事件的区域。如表4所示，可以通过对gy和x之间以及gx和

y之间的独立性检验判定因果方向，或者无向，也可以近

似检验二阶独立，即相关系数是否为0。两个检验可用多

元检验方法联合进行。

估算p(x, y|U)也可不用非参数方法，而是通过某种参

数模型，还可通过x和y的样本直接估算[gx, gy]，尤其是考

虑在环境U下如何估算p(x, y|U)。进一步发展是探讨估计

多个变量分布和多个变量之间的因果结构。下面介绍沿两

个方向的可能发展。

（1）回顾PC算法[28]。通过独立和条件独立检验，发

现DAG因果结构，其中考虑如何集成表4的CPT检验。当

PC算法要剪的边与表4中结论冲突时，若x, y在第三变量

条件下独立，则不剪边；即使x, y独立也不急于剪枝，可

判为弱定向。

（2）分三步进行TPC学习[26]。一是用PC算法或上述

集成，获得DAG的Topology。二是考虑变量间相关系数ρ
进行路径分析，得到所谓的ρ图方程组，如文献[26]中的

式（29）和式（33），形成一个变量约束在[–1,+1]间的多

项式方程组，然后用Wu的方法来求解所有未知的ρ参数。

若方程组有唯一或有限个解，表示对应的DAG有全局且

定量的支撑。若没有解，则加入新的边或变量；若有无限

多解，则剪掉某边或变量。三是用CPT（表4）确定每个

边的Casual方向。然后，对于剩下的未能定向的边，再用

类似PC的算法对v节点进行处理。

5. 从观测数据中发现因果关系

因果性是科学中的一个基本的概念，它在提供解释、

预测以及决策和控制中扮演着重要的角色[28,29]。现代因

果关系的研究中，有两类本质的问题需要解决。一类大致

称为“因果推断”——假设已有部分或完全的因果结构，

如何估计一个变量对另一个变量的因果影响的大小？关于

这类研究，有兴趣者可参考文献[29]及其所引文章。该类

问题常假设因果结构已知，但我们怎样才能知道因果关

系？为找到因果关系，传统的方式是求助于人为干涉或者

随机试验，但这在很多情况下太昂贵、太费时，甚至现实

中不可行。因此，越来越多的人开始重视“因果发现”——

通过分析被动观测的数据找出背后的因果关系。在过去30
年，因果发现这一领域取得了很大进展，这部分归功于计

算机技术的进步。这些进步包括收集、存储大数据的能力

以及计算速度的提高。在一些领域，我们需要用到天气卫

星图像、核磁功能扫描图像，或基因表达数据，变量的个

数可达百万之多，而且一般情况下用来减小因果假设搜索

空间的背景知识是很少的。若没有自动搜索，因果发现的

实用性会极其受限。越来越快的计算机，以及大的内存和

存储空间，使得因果发现的自动搜索算法可以处理大规模

的实际问题。

统计学中有一个脍炙人口的说法——因果性蕴含了

相关性，但相关性并没有蕴含因果性。我们觉得后半句改

表4 CPT因果关系分析的两条路

Δ

UEU

y  → x x  → y x y x?y

RoadA RoadB RoadA RoadB RoadA RoadB RoadA RoadB

gx dependent of y ξ(x, y) + ε y ξ(x) + ε y ξ(x) + ε dependent of y ξ(x, y) + ε

gy x η(y) + ε dependent of x η(x, y) + ε x η(y) + ε dependent of x η(x, y) + ε
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成“但相关性并不直接蕴含因果性”会更公允。事实上，

现在已经清楚地看到，在适当的假设下，通过分析观测数

据可以找出部分或者完整的因果结构信息（通常用有向图

表示）。从20世纪90年代开始，数据中的条件独立性已被

用作约束条件来重构因果信息。这类基于约束的方法包

括PC (Peter-Clark)算法和快速因果推理（fast causal infer-
ence, FCI）算法[28]。如果假设给定系统没有混淆因子（混

淆因子的定义是给定系统中两个变量的未观测到的直接的

因），那么PC算法的结果是渐进正确的。即使存在混淆因

子，FCI算法的结果亦渐进正确。只要有可靠的条件独立

检验的方法，这类算法可以处理各种因果关系和数据分

布，所以有较广的实用性。但同时，它们的结果往往并不

包含全部的因果信息——它们的输出结果是（独立）等价

类。作为一个集合，这个类包含了所有具有同样的（条件）

独立关系的因果结构。若假设没有混淆因子，还存在结果

渐进正确的基于分数的方法，这些方法通过优化恰当的分

数来搜索因果结构。这类方法中，贪婪等价类搜索（greedy 
equivalence search, GES）可直接在等价类空间进行搜索，

因此已经得到很多应用。

在过去13年间，人们更进一步地发现基于恰当定义

的函数因果模型可用来区分等价类中不同的因果结构。这

个进展归功于关于因果机制的额外假设。函数因果模型把

果变量Y写成直接的因X和噪声E的一个函数，数学描述

是Y=f(X,E)，这里E和X是相互统计独立的。如果在f上没

有任何约束条件，那么对于任意两个给定的变量，其中一

个总能被写成另一个变量以及与之独立的噪声的函数。如

此一来，因果的不对称性就没法得以体现[30]。幸运的是，

如果我们恰当地约束函数类，就能找到X和Y之间的因果

方向。这是因为若在错误的方向上估计因果模型，估计出

的噪声和假设的因之间不可能统计独立，而在正确的方向

上它们是独立的。这些函数因果模型类包括：

（1）线性非正态无环模型（linear non-Gaussian model, 
LiNGAM）[31]：它假设因果关系是线性的，而噪声是非正

态的。

（2）后非线性模型（post-nonlinear, PNL）[32]：它考

虑了因的非线性影响以及经常存在的测量过程非线性变

形。

（3）非线性可加噪声模型（additive noise model, 
ANM）[33,34]：它描述了因的非线性影响并假设噪声是可

加的。

若对如何用这些方法区分因果以及如何用它们从多个

变量找到因果图感兴趣，可参考文献[30]。

因果发现是通过分析观测到的数据实现的。这些数据

是由背后的因果过程以及观测和采样过程产生的。因此，

在解决实际问题时，我们需要考虑因果过程以及观测过程

带来的挑战。比如，从神经心理学中常用的血糖依赖水平

（blood-oxygenation-level-dependent, BOLD）时间序列来发

现背后的因果过程并不容易，部分由以下原因导致：因果

交互可能是非线性的；数据的采样率跟背后的动态过程相

比太低了；因果模型中可能存在反馈回路；过程具有非平

稳性；可能存在混淆因子。在临床研究中，我们常常有很

多缺失数据。网上收集的数据或者医院采集的数据一般都

有选择偏差。有些数据集里面同时有类别变量（或离散变

量）以及连续变量，这可能让条件独立检验以及寻找合适

的函数因果模型类别变得困难。近年来这些问题基本都已

引起注意，也出现了一些相应的处理方法。

机器学习的发展已经促进了因果发现的研究，因为机

器学习为从数据中找寻信息提供了基本工具。另一方面，

因果信息描述了过程的性质，从而提供了关于数据分布的

一系列约束条件，而这些约束条件可帮助我们更好地理解

和解决数据分布有变化时的机器学习问题。特别是若要从

异构数据中学习有用信息，我们很自然地需要学习数据异

构的性质，并为之建模，而这一步可受益于因果模型。这

类问题包括领域适应（或迁移学习）[35]、半监督学习，

以及从正类和无标记样本中学习。最近几年，利用因果模

型帮助建立推荐系统以及进行强化学习也慢慢引起重视。

6. 形式论辩在因果推理和解释中的作用

在本节中，我们将以概述形式讨论论辩为何以及如

何在因果推理和解释中发挥重要作用。形式论辩通过构造

论证、比较论证和评估论证来实现推理[36]。论证通常由

一个主张以及支持该主张的前提组成。前提可以是观察信

息、假设或其他论证的中间结论。主张、前提和它们之间

的推理关系都有可能受到攻击[37]。当一个论证能抵御所

有攻击时，它才能够被接受。在人工智能领域中，形式论

辩是建模可废止推理的一般形式，它为证明和解释因果关

系提供了一种自然的方式。形式论辩也是机器学习的补

充，可用于学习、推理和解释因果关系。

6.1. 非单调性和可废止性 
因果推理是确定因果关系的过程。因果关系（即原因

和结果之间的关系）通常是可废止和非单调的。一方面，

因果推理规则通常是可废止的。因果规则可以用“c引起
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e”来表示，其中，e是某种结果，c则是一个可能的原因。

因果联结词并不是实质蕴涵的，而是带有强度和可能性的

可废止条件式。例如，“转动点火开关是引起发动机启动

的原因，但这并不意味着发动机一定会启动，因为发动机

启动还和其他因素相关，如是否有电池，电池是否有电，

是否有燃气，等等”[38]。另一方面，因果推理是非单调

的。这意味着我们只能暂时得到因果关系，当我们得到更

多的信息时，之前所获得的因果关系可能会被推翻。通常

情况下，c引起e，但是c和d却不能引起e。例如，一个主

体认为转动点火开关会使电动机启动，但是当该主体知道

电池已经没电了，则不会相信转动点火开关会引起电动机

启动。在人工智能中，这就是著名的条件问题（qualification 
problem）。由于一些潜在的相关因素通常是不确定的，所

以进行明确的推理并不有效。因此，当进行因果推理时，

人们通常会“跳”到结论，并在需要时推翻一些结论。类

似地，从证据到原因的推理是非单调的。如果一个主体观

察到一些结果e，则可以假设一个可能的原因c。由事实到

原因的推理是溯因推理。对于某些事实来说，如果没有更

好的解释，则接受溯因解释。然而，当产生一些新的解释

时，旧的解释也可能会被丢弃。

6.2. 高效性和可解释性 
从计算的角度看，单调性是经典逻辑的一个重要性

质。它意味着利用知识的子集进行局部计算得到的每一个

结论都等于利用所有知识进行全局计算得到的结论。然

而，这一性质在非单调推理中并不成立，因此其计算效率

可能非常低。在提高计算效率方面，比起其他一些非单调

形式体系（如缺省逻辑和限制逻辑等），形式论辩已被证

明是一个良好候选。其原因在于，在形式论辩中，可以采

取分而治之的策略，以及依据论证图中节点的可达关系，

最大限度地利用已有的计算结果[39]。在人工智能中，因

果推理的另一个重要特性是可解释性。传统的非单调形式

系统在用于解释方面并不理想，因为其中所有的证明都并

非以人类可理解的方式来表达的。由于解释的目的是为了

让人们能够更好地理解，比较和对比论证的认知过程具有

十分重要的意义[37]。以辩护和论证对话的方式，论辩通

过交换论证的方式提供了这样的一种途径[40]。

6.3. 与机器学习方法的联系

在可解释人工智能中，包含两个部分：可解释模型和

解释接口。后者包括直接来自模型的自反解释和来自对用

户信念进行推理的理性解释。为了实现这个目的，一种自

然的方式是将论辩与机器学习结合起来。其中，知识通过

机器学习获得，而推理和解释则通过论辩来实现。由于论

辩提供了一种在不一致情景下进行各种推理的一般形式，

并且可以与概率和模糊性等一些不确定性度量相结合，因

此它能够灵活地对从数据中得到的知识进行建模。当机器

学习一些特性并做出解释时，例如，“这张脸很生气，因

为它与这些例子相似，而与另一些例子不同”，这就是一

个论证，它可能会受到其他论证的攻击。并且，要衡量类

似“愤怒”这样的词所描述的不确定性，人们可以选择使

用可能性论辩或概率论辩[41]。不同的解释可能相互冲突。

例如，在某些情况下，我们可能会采用支持某个选择的特

定示例或故事，从而拒绝对另一基于分析、案例和数据的

次优选择。通过使用论辩图，可以方便地对这类支持和攻

击关系进行建模，从而计算不同选择下冲突论证的状态。

7. 复杂实验中的因果推断

因果推断的潜在结果框架始于一个假想的实验，在该

实验中，实验者可以将每个样本分配到多个处理水平。每

个样本都有与这些处理水平相对应的潜在结果, 而因果作

用就是对同一组样本之间潜在结果的比较。这种方法有时

被称为实验主义者的因果推断方法[42]。读者可进一步参

考文献[43–46]。

7.1. 随机因子实验

Neyman [47]首先用数学严格讨论了如下的随机化模

型。一个实验有𝑛个样本，实验者随机分配(n1, …, nJ)个样

本接受处理水平(1, …, J)，其中n = ∑J
j=1 n j。样本𝑖有潜在

结果{Yi(1), …, Yi(J)}：如果样本𝑖接收处理水平 j，那么Yi( j)
是对应的结果。基于潜在结果，我们可以定义因果作用。

比如，干预水平 j和 j'之间的比较为τ( j, j') = n–1∑n
i=1{Yi( j) 

–Yi( j')}。如果样本𝑖实际接收到了处理水平𝑗，则定义二值

指标Ti( j)为1，用Yi = ∑J
j=1Ti ( j)Yi( j)表示样本𝑖的观测结果。

根据观测数据{Ti(1), …, Ti(J)}n
i=1，Neyman [47]建议使用

τ^( j, j')=n j
–1∑n

i=1Ti( j)Yi  – n j'
–1∑n

i=1Ti( j')Yi作为τ( j, j')的估计量。

他证明τ^( j, j')是无偏的，方差为S2( j)/n j + S2( j')/n j'  – S2( j – 
j')/n，其中S2( j)、S2( j')和S2( j – j')是Yi( j)、Yi( j')和Yi( j) –

Yi( j')的样本方差。注意，所有潜在结果都是固定的，这个

问题的随机性来自于二值的处理指标。Neyman [47]进一

步讨论了方差估计和大样本置信区间等问题。

我们可以将Neyman [47]的框架推广到一个更广泛的

因果作用τ = n–1∑n
i=1τi，其中τi = ∑

J
j=1 cjYi( j)表示个体作用，
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而cj是满足∑J
j=1 cj = 0的比较矩阵。只要适当选择比较矩阵，

这个定义就包含了方差分析[48]和因子实验[49,50]。此外，

只要适当选择样本子集，这个定义也包含了亚组分析、事

后分层[51]和同侪效应[52]。文献[53]提供了在这种框架

下渐近统计推断所需的中心极限定理的一般形式。文献

[54]讨论了裂区设计，文献[55]讨论了更广的实验设计。

7.2. 协变量在分析实验数据中的作用

Neyman [47]的随机化模型也允许在没有强建模假设

时使用协变量提高估计精度。在处理为二值的情况下，对

于样本i，用{Yi(1), Yi(0)}表示潜在结果，Ti表示二值处理

变量，xi表示协变量。平均因果作用τ = n–1∑n
i=1{Yi(1), Yi(0)}

的一个无偏估计量为τ^ = n1
–1∑n

i=1TiYi – n0
–1∑n

i=1(1–Ti)Yi。Fisher 
[56]建议使用协方差分析以提高估计精度；也就是用Yi对Ti

和xi拟合一个最小二乘，然后使用Ti的系数去估计τ。在文

献[47]的模型下，文献[57]证明Fisher的协方差分析的估

计并不一定好，它的估计精度甚至比τ^还低，而且最小二

乘法可能给出不相合的方差估计。文献[58]提出一个简单

的修正：第一步，中心化协变量，使平均值为零，x = 0；
第二步，用Yi对(Ti, xi, Ti × xi)拟合一个最小二乘，然后使用

Ti的系数去估计τ；第三步,使用Eicker-Huber-White方差估

计值[59–61]。在大样本下，文献[58]的估计至少和τ^一样

有效，并且Eicker-Huber-White方差估计是τ^真实方差的保

守估计。

文献[62]将分析推广到高维协变量，并用文献[63]提
出的最小绝对收缩和选择算子（least absolute shrinkage 
and selection operator, ASSO）替换了最小二乘。文献[64]
研究了文献[58]中最小二乘估计值的理论边界，考虑了协

变量个数可能发散的情形。文献[65]用Yi在(Ti, xi, Ti×xi)上
的最小二乘拟合来研究处理作用的异质性。文献[66]讨论

了因子实验中的协变量调整，而文献[67]讨论了更广的实

验设计中的协变量调整。

7.3. 协变量在实验设计中的作用

分析人员可以使用协变量提高估计效率。与之对偶，

设计人员可以用协变量改善协变量平衡，从而提高估计效

率。文献[68]暗示了重新随机化的思想，也就是只接受那

些能确保协变量平衡的随机分配。考虑一个特殊的例子：

我们接受随机分配当且仅当τ^ 'x{nSx
2/(n1n0)}

–1τ^ x ≤a，其中τ^ x 
= n1

–1∑n
i=1Ti xi – n0

–1∑n
i=1 (1–Ti)xi, Sx

2 = (n–1)–1∑n
i=1 (xi – x)(xi – x)'，

且a > 0，并且是一个预定常数时。文献[69]正式地讨论了

这个重新随机化在处理组和对照组有相同样本量，协变量

为正态分布，且处理作用为常数时的统计性质。文献[70]
在没有这些假设的情况下研究了τ^的渐近理论。文献[70]
证明τ^具有一个非正态的极限分布, 并且它在重新随机化下

比在完全随机化下更接近于τ。文献[70]中的结果表明当a 
≈ 0时，重新随机化下τ^的渐近方差与完全随机化下[58]提
出的估计量的渐近方差几乎一样。因此,我们可以把重新

随机化看作是回归调整的对偶。

文献[71]提出一个能反映不同协变量重要性的重新随

机化方案,文献[70]分析了该方案的渐近性质。文献[72,73]
将重新随机化扩展到因子实验,文献[74]提出了序贯重新

随机化。

7.4. 结语 
受到文献[47]的启发，这一节重点回顾了随机实验中

估计量的重复采样性质。另外，在所有的样本都满足Yi(1) 
= … = Yi(J)的强零假设下，对于任何检验统计量和任何实

验设计，Fisher随机化检验都是在有限样本下精确的假设

检验[46,75,76]。文献[77,78]提出了在随机化检验中使用

协变量调整的方法,文献[69]提出用随机化检验分析重新

随机化。文献[79–81]将随机化检验应用于有干扰的实验。

文献[48,50,82]讨论了随机化检验在弱零假设下的性质。

文献[83–85]提出通过反转一系列随机化检验，以构建准

确的置信空间。文献[86]从缺失数据的角度讨论了不同的

统计推断框架。

8. 观察性研究中的工具变量和阴性对照方法 

在很多科学研究中，人们最终的目的是评价一种处理

或者暴露因素对一种结果或者响应变量的因果作用。自文

献[75]提出随机化试验以来，其成为一种非常有效和广泛

使用的评价因果作用的方法。但是，在很多研究中，由于

伦理、经济或者不依从因素的制约，随机化试验并不适用

或者代价太高；反而，在这样的研究中，观察性研究提供

了更重要的数据来源和研究方法。不过，在观察性研究中，

推断因果作用仍然面临很多挑战。最常见的问题是有混杂

因素存在。混杂因素是指同时影响关心的处理和结果的因

素或协变量。如果混杂因素被观测到，可以使用标准的统

计推断方法做调整。然而，如果有混杂因素未被观测到，

这些标准的调整方法通常失效，甚至会导致悖论。著名的

Yule-Simpson悖论[19,20]就是一个例子。关于混杂的概念，

文献[87,88]提供了很好的文献回顾。关于已观测混杂因素

的调整，文献[2,89,90]讨论了常用的调整方法，例如，倾
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向得分和逆概率加权，回归调整和双稳健方法。本文着重

回顾两种针对未观测混杂因素的调整方法，一种是经典的

工具变量方法；另一种是近期引起人们重视的阴性对照方

法。本文使用X和Y分别表示关心的处理和结果变量，U
是未观测的混杂变量。为了符号上的方便，忽略已观测的

混杂变量，当然，本文的结果在条件为已观测的混杂变量

时仍然成立。使用小写的英文字母表示相应变量的一个观

测值，例如，y表示Y的一个观测值。

工具变量方法在1928年由文献[91,92]提出，现在，该

方法已成为经济学、社会学、流行病和生物医学等学科中

的观察性研究的重要方法。除了关心的处理和结果变量，

这种方法还需要额外观测一个工具变量，用Z表示，其需

要满足如下条件：

（1）Z对Y没有作用：Z⊥Y | (X, U)（无直接作用）；

（2）Z和U独立：Z ⊥U（独立性）；

（3）Z和X相关：Z ⊥X（相关性）。

即使在这三个假定下，也只能得到X对Y的因果作用

的上下界，而不能唯一确定因果作用，也就是不能识别

[93,94]。为了识别因果作用，需要额外的信息或者模型假

定。结构方程模型[91,95]和结构均值模型[96]是常用的模

型。这两个模型通过假定因果作用的同质性，即在不同个

体上的因果作用是常数，从而得到识别性[97]。一个例子

是常见的线性模型(Y|X, U) = α + βX +U，实际上假定了在

所有个体上的因果作用都是β；根据这个模型可以得到人

们熟知的工具变量识别公式βiv = σsy/σxs。除了同质性的模

型假定，在一些实际问题中可以假定单调性。例如，在一

些临床试验中，Z表示处理分配，X表示个体实际接受或

者采取的处理，由于有不依从存在，X可能和Z不完全相

同，但是有时可以合理地假设Z对X的作用是单调的：𝑋z = 1 
≥ 𝑋z = 0，即没有个体会采取与其被分配的相反的处理。这

里，XZ表示在处理分配Z = z下潜在接受的处理。在单调

性假定下，可以识别依从组的因果作用：(CACE) = E(𝑌1 − 
𝑌0|𝑋1 = 1, 𝑋0 = 0) [98]。此外，在一些应用场景，比如统计

遗传学中，当有多个或高维工具变量时，如何选择工具变

量变得很重要[99,100]。
在实际研究中，寻找一个满足如上三条工具变量假定

的变量并不容易，而且工具变量方法对这三条假定都非常

敏感。如何验证工具变量假定也是一个重要话题，例如，

使用工具变量不等式做检验，见文献[94,101]。如果工具

变量假定不成立，因果作用通常不可识别，工具变量方法

也有偏，在这种情况下，求因果作用的界和敏感性分析方

法更加稳健[102,103]。

由文献[104–106]提出和建立的基于阴性对照的因果

推断方法提供了一个新的观察性研究的工具，也提供了

一个补救工具变量可能失效的方法。阴性对照变量分为

两类：阴性对照结果和阴性对照暴露，分别用W和Z表示，

它们分别是一个辅助的结果变量和暴露变量，分别需要满

足如下的条件：

W X |U, W U, Z Y |(U, X ), Z W |(U, X ).
阴性对照暴露Z可以看作工具变量的推广，其满足对

Y无直接作用的假定，但不必和未观测的混杂U独立，这

一点不同于工具变量。给定一对阴性对照暴露和结果变

量，在一定的正则性条件下，文献[104,106]证明了平均因

果作用的非参数识别性，即不需要假定参数化的模型。这

里，作为示例，考虑线性模型E(Y |X, U) = α +βX +U，并

假定E(𝑊|𝑈)也是关于U的线性模型，那么，β的阴性对照

识别结果为：

 

这个识别公式也适用于是工具变量的情况，因为，如

果Z是一个工具变量，那么Z⊥U且𝜎z𝑤 = 0。因此，工具变

量方法可以看作阴性对照方法的特例，当Z不满足工具变

量的假定时，使用阴性对照结果W来消除Z造成的偏差。

但是，阴性对照比工具变量需要的假定更弱，在实际中例

子很多。例如，文献[107,108]回顾了观察性研究中的许多

阴性对照的实例；文献[105,109]还指出，在很多时间序列

研究中，阴性对照成立。例如，在空气污染研究中，当前

时间的空气污染不影响前一段时间的公共卫生状况，而后

一段时间的空气污染也不影响当前时间的公共卫生状况，

即公共卫生状况对空气污染没有反馈作用。在这种情况

下，前一段时间的公共卫生状况和后一段时间的空气污染

可以分别作为阴性对照结果和阴性对照暴露变量。

文献[104–106]提出的阴性对照方法需要两个阴性对

照变量，当只有一个阴性对照结果或者一个阴性对照暴露

时，因果作用不可识别。

在这种情况下，文献[107,109,110]研究了使用单个阴

性对照检验混杂是否存在和减小偏差的方法，但不能识

别因果作用。当阴性对照变量很多时，文献[111,112]通
过因子分析的方法消除偏差，但需要依赖严苛的参数化

模型假定。

总之，观察性研究中如何处理混杂因素仍然是一个难

题。尽管使用工具变量和阴性对照等辅助变量方法可以大

幅提高因果作用的识别性，但是工具变量和阴性对照的假
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定不能通过观察数据检验，而需要先验知识或者额外的研

究确认。把先验知识和观察数据结合起来推断因果作用是

观察性研究的一个可行的方向。现代大数据为因果推断提

供了非常广阔的研究场景，但是，大数据通常都是观察性

数据，而不是试验数据。因此，在大数据研究中处理混杂

因素很重要。如何把先验知识和大数据结合起来更有效地

推断因果作用需要更深入的研究。

9. 有干扰下的因果推断

个体处理稳定性假设是传统的潜在结果模型中的一个

重要假设，它假设个体之间是没有干扰的[76]。但是，在

很多试验和观测性研究中，个体之间会相互影响，从而造

成了个体间的干扰。例如，在教育学或者社会学研究中，

参与培训计划的学生会通过课堂外的交流影响没有参与的

学生[113,114]。在流行病学中，传染病的预防措施会使得

人们被传染的概率降低，因此即便没有接受预防的人群也

会受到影响[115,116]。在这些研究中，个体接受到的处理

不仅会对自己的结果变量有直接作用，还会对其他个体的

结果变量有溢出作用。在实际问题中，直接作用和溢出作

用有着重要的科学意义和社会意义，它们能帮助我们更好

地理解因果作用的机制，从而能对政策或者方案的实施有

指导作用。

在干扰存在的时候，一个个体的潜在结果的数量会随

着整个样本中个体的数量呈指数增长。因此，在对干扰的

结构没有约束时，我们无法得到直接和溢出作用的估计。

有许多文献对干扰下的因果作用的估计进行了研究[117]，
其中一个重要的方向是将干扰限制在一些不重叠的小群体

中，假设不同群体之间的个体没有干扰[52,114,118–122]。
这种假定被称为部分干扰假定[114]。近来，许多研究者

试着减弱这个假定去处理更一般的干扰结构[123–126]。
在有干扰的情况下，因果作用的方差估计会变得更加困

难。文献[118]指出，即便在部分干扰假定下，直接和溢

出作用的估计依然是很困难的。在不加任何模型假设的条

件下，一个能得到有效的方差估计的方法是假设个体的结

果变量只依赖于自己接受到的处理和其他个体接收到的处

理的某个函数。例如，个体的结果只依赖于自己是否接受

了处理，以及有多少个其他个体接收到了处理。

另外一个方向的研究侧重于如何根据干扰的结构去设

计试验估计因果作用。在部分干扰的假定下，文献[118]
提出两阶段随机化试验去估计直接和溢出作用。在更复杂

的干扰结构下，研究者提出了各种各样的试验设计去得到

因果作用的点估计和方差估计[127–129]。
对于干扰情况下的统计推断，文献[130,131]依赖于

关于潜在结果的模型，文献[79]对没有溢出作用的零假设

提出了一个条件随机化检验的方法。文献[80]将这个方法

推广到了一大类关于焦点个体的假设检验中。基于这些方

法，文献[132]提出了得到有效的条件检验的一般程序。

虽然研究者对个体间的干扰提出了许多方法，但是

这方面的研究依然存在着很多挑战。首先，个体干扰下的

极限性质还不够完善。文献[133]研究了均值差估计量在

有限制的干扰假定下的一致性。文献[134]在部分干扰假

定和分层干扰的假定下得到了直接作用和溢出作用的中

心极限定理。但是在一般的干扰结构下，即便是最简单

的均值差估计量，极限性质都是不清楚的。其次，在有

复杂数据时，个体间的干扰会变得更加难以处理。文献

[120,121,135,136]考虑了干扰情况下的不依从问题，文献

[137]研究了干扰情况下生存时间数据的分析方法。但是，

对于其他类型的复杂数据，比如缺失数据和测量误差还没

有方法来进行处理。最后，绝大部分的文献关心的是直接

作用和溢出作用，但是个体间的干扰在其他的问题中也

会存在，比如中介分析（见文献[138]）和纵向数据分析。

在这些问题中，我们关心的因果作用是不一样的。因此，

我们需要将这些问题中的一些常用方法进行推广去处理个

体间的干扰。

Compliance with ethics guidelines

Kun Kuang, Lian Li, Zhi Geng, Lei Xu, Kun Zhang, 
Beishui Liao, Huaxin Huang, Peng Ding, Wang Miao, and 
Zhichao Jiang declare that they have no conflict of interest or 
financial conflicts to disclose.

References

 [1] Imbens GW, Rubin DB. Causal inference for statistics, social, and biomedical 
sciences. New York: Cambridge University Press; 2015.

 [2] Bang H, Robins JM. Doubly robust estimation in missing data and causal 
inference models. Biometrics 2005;61(4):962–73.

 [3] Kuang K, Cui P, Li B, Jiang M, Yang S, Wang F. Treatment effect estimation with 
data-driven variable decomposition. Proceedings of the Thirty-First AAAI 
Conference on Artificial Intelligence; 2017 Feb 4–9; San Francisco, CA, USA, 
2017.

 [4] Athey S, Imbens GW, Wager S. Approximate residual balancing: debiased 
inference of average treatment effects in high dimensions. J R Stat Soc Ser B (Stat 
Methodol) 2018;80(4):597–623.

 [5] Kuang K, Cui P, Li B, Jiang M, Yang S. Estimating treatment effect in the wild via 
differentiated confounder balancing. In: Proceedings of the 23rd ACM SIGKDD 
International Conference on Knowledge Discovery and Data Mining; 2017 Aug 
13–17; Halifax, NS, Canada. p. 265–74.

 [6] Imai K, Van Dyk DA. Causal inference with general treatment regimes: 
generalizing the propensity score. J Am Stat Assoc 2004;99(467):854–66.



12 Author name et al. / Engineering 2(2016) xxx–xxx

 [7] Egami N, Imai K. Causal interaction in factorial experiments: application to 
conjoint analysis. J Am Stat Assoc 2019;114(526):529–40.

 [8] Louizos C, Shalit U, Mooij JM, Sontag D, Zemel R, Welling M. Causal effect 
inference with deep latent-variable models. In: Proceedings of Advances in 
Neural Information Processing Systems 30; 2017 Dec 4–9; Long Beach, CA, 
USA. p. 6446–56.

 [9] Crump RK, Hotz VJ, Imbens GW, Mitnik OA. Dealing with limited overlap in 
estimation of average treatment effects. Biometrika 2009;96(1):187–99.

 [10] Li F, Thomas LE, Li F. Addressing extreme propensity scores via the overlap 
weights. Am J Epidemiol 2019;188(1):250–7.

 [11] Kuang K, Cui P, Athey S, Xiong R, Li B. Stable prediction across unknown 
environments. In: Proceedings of the 24th ACM SIGKDD International 
Conference on Knowledge Discovery & Data Mining; 2018 Aug 19–23; 
London, UK. p. 1617–26.

 [12] Zhuang Y, Wu F, Chen C, Pan Y. Challenges and opportunities from big data 
to Knowledge in AI2.0. Front Inf Technol Elec Eng 2017;18(1):3–14.

 [13] Pan Y. 2018 special issue on artificial intelligence 2.0: theories and 
applications. Front Inf Technol Elec Eng 2018;19(1).

 [14] Hoerl C, McCormack T, Beck SR, editors. Understanding counterfactuals, 
understanding causation: issues in philosophy and psychology. New York: 
Oxford University Press; 2011.

 [15] Pearl J, Glymour M, Jewell NP. Causal inference in statistics: a primer. 
Hoboken: John Wiley & Sons; 2016.

 [16] Daniel RM, De Stavola BL, Vansteelandt S. Commentary: the formal 
approach to quantitative causal inference in epidemiology: misguided or 
misrepresented? Int J Epidemiol 2016;45(6):1817–29.

 [17] Pearl J. Causal and counterfactual inference. Forthcoming section in the 
handbook of rationality. Cambridge: MIT press; 2018.

 [18] Goldfeld K. Considering sensitivity to unmeasured confounding: part 1 
[Internet]. New York: Keith Golgfeld; 2019. Jan 2 [cited 2019 Jun 1]. Available 
from:https://www.rdatagen.net/post/what-does-it-mean-if-findings-
aresensitive- to-unmeasured-confounding/.

 [19] Yule GU. Notes on the theory of association of attributes in statistics. 
Biometrika 1903;2(2):121–34.

 [20] Simpson EH. The interpretation of interaction in contingency tables. J R Stat 
Soc B 1951;13(2):238–41.

 [21] Chen H, Geng Z, Jia J. Criteria for surrogate end points. J R Stat Soc Series B 
Stat Methodol 2007;69(5):919–32.

 [22] Geng Z, Liu Y, Liu C, Miao W. Evaluation of causal effects and local structure 
learning of causal networks. Annu Rev Stat Appl 2019;6(1):103–24.

 [23] Pearl J. Is scientific knowledge useful for policy analysis? A peculiar theorem 
says: no. J Causal Infer 2014;2(1):109–12.

 [24] Fleming TR, DeMets DL. Surrogate end points in clinical trials: are we being 
misled? Ann Intern Med 1996;125(7):605–13.

 [25] Xu L, Pearl J. Structuring causal tree models with continuous variables. in 
Proc. 3rd Annu. Conf. Uncertainty in Artificial Intelligence, Seattle, USA, pp. 
170-179, 1987.

 [26] Xu L. Deep bidirectional intelligence: alphazero, deep IA-search, deep 
IAinfer, and TPC causal learning. Appl Inf 2018;5(5).

 [27] Xu L. Machine learning and causal analyses for modeling financial and 
economic data. Appl Inf 2018;5(11).

 [28] Spirtes P, Glymour C, Scheines R. Causation, prediction, and search. 2nd ed. 
Cambridge: MIT Press; 2001.

 [29] Pearl J. Causality: models, reasoning, and inference. Cambridge: Cambridge 
University Press; 2000.

 [30] Spirtes P, Zhang K. Causal discovery and inference: concepts and recent 
methodological advances. Appl Inform 2016;3(1):3.

 [31] Shimizu S, Hoyer PO, Hyvärinen A, Kerminen A. A linear non-gaussian 
acyclic model for causal discovery. J Mach Learn Res 2006;7:2003–30.

 [32] Zhang K, Hyvärinen A. On the identifiability of the post-nonlinear causal 
model. In: Proceedings of the Twenty-Fifth Conference on Uncertainty in 
Artificial Intelligence; 2009 Jun 18–21; Montreal, QC, Canada. Arlington: 
AUAI Press; 2019. p. 647–55.

 [33] Hoyer PO, Janzing D, Mooij JM, Peters J, Scholkopf B. Nonlinear causal 
discovery with additive noise models. In: Proceedings of International 
Conference on Neural Information Processing Systems; 2008 Dec 8–13; 
Vancouver, BC, Canada. p. 689–96.

 [34] Zhang K, Hyvärinen A. Causality discovery with additive disturbances: an 
information-theoretical perspective. In: Buntine W, Grobelnik M, Mladenić 
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