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摘要

锂离子动力电池（LIB）已成为各种电动载运工具的首选电源系统，包括电动汽车、电动轮船、电动火车和
电动飞机。在全气候全寿命周期运行的电动载运工具中，锂离子电池的能量管理需要实时准确估计电池
的荷电状态（SOC）和容量。本文提出了一种多阶段模型融合算法可协同估计SOC和容量。首先，基于
正态分布假设，利用模型在不同老化状态下的残差均值和方差计算权重，建立参数稳定的融合模型。其
次，将具有预测性的微分增益引入比例-积分观测器（PIO）以提高收敛速度。再次，将多阶段融合模型与
比例-积分-微分观测器（PIDO）结合，建立了一种融合算法，可实现复杂应用环境下SOC和容量的协同估
计。然后，讨论了融合算法的收敛性和抗噪性能。最后，搭建硬件在环平台，验证了融合算法的性能。不
同老化状态和温度下的验证结果表明，融合算法可以实现SOC和容量的高精度协同估计，误差分别在
2%和3.3%以内。

© 2021 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher
Education Press Limited Company. This is an open access article under the CC BY-NC-ND license

(http://creativecommons.org/licenses/by-nc-nd/4.0/).

1. 引言

随着能源短缺和空气污染加剧，国际上汽车消费大国

相继制定了禁止燃油汽车的计划，这将不可避免地加速交

通工具的电气化[1]。由于循环寿命长、能量密度高、成

本低等优点，锂离子动力电池（LIB）已成为电动汽车、

电动船、电动火车和电动飞机常用的储能单元[2‒3]。在

电动载运工具中，电池管理系统（BMS）在动力电池的

安全运行过程中发挥着关键作用，其主要功能是实时准确

估计荷电状态（SOC）和容量。由于锂离子电池是复杂的

化学系统，SOC和容量之间存在耦合效应[4]。此外，老

化和宽温度范围的复杂工况对电动载运工具中的锂离子电

池影响较大，难以准确协同估计SOC和容量。

1.1. 文献综述

现有的 SOC估计方法主要分为三类[5]，如图 1（a）

所示，主要包括基本法、基于模型的方法和数据驱动的方

法。基本法主要包括查表法和安时积分法。查表法对电压

测量精度要求高且电池静置时间长[6]，不适于实车应用。

当锂离子电池的初始SOC和真实容量已知时，可采用安

时积分法估计 SOC，但该方法依赖于高精度的电流传感

器[7]。基于模型的方法通常使用电化学模型（EM）、等

效电路模型（ECM）和分数阶模型（FOM）等[8]进行

SOC闭环估计。其中，观测器可实现SOC高精度和强鲁

棒性估计[9]，包括 Luenberger 观测器[10]、滑模观测器
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[11]、H无穷观测器[12]、无迹粒子滤波器[13]和比例积分

观测器（PIO）[9]等。根据文献[14]知，PIO观测器具有

更高的SOC估计精度，但其收敛速度较慢且存在超调现

象。数据驱动的SOC估计方法依赖于黑箱模型，需要大

量的训练数据，在实际应用时易出现过拟合现象[15]。数

据模型融合方法是数据驱动的估计方法之一，通过融合在

线数据训练和模型拟合来准确估计SOC [4]。在全生命周

期宽温度范围工况应用时，该方法具有一定的局限性。

电池容量与健康状态（SOH）、剩余寿命和SOC的估

计密切相关。现有的容量估计方法主要分为三类，如图1

（b）所示，包括数据驱动方法、基于模型的方法和数据分

析方法[16]。数据分析方法包括充电曲线法[2]、容量增量

分析（ICA）法 [17]、差分电压分析（DVA）法等 [18]。

该类方法严重依赖于恒流充电/放电曲线，在实际应用中

很少使用。基于模型的方法通常使用电化学模型[19]、等

效电路模型[5]和分数阶模型等[20]闭环估计容量，在特定

工况下具有较高的精度。一般来说，在一定温度范围内，

这些方法具有较高的准确性。然而，当动力电池的温度变

化较大时，精度有所下降。数据驱动的方法主要包括机器

学习方法[21]和经验方法[22]。该类方法需要大量的训练

数据来保证估计结果的稳定性和精度。

1.2. 研究目的及创新性

现有的SOC和容量估计方法在特定的场景下具有较

高的精度，如短期运行（忽略老化）和特定温度区间等。

图 1（c）总结了现有 SOC和容量估计方法存在的不足。

针对这些问题，本文开展了以下工作：①为实现小电流激

励下稳定的模型参数在线更新，从多阶段模型中提取残差

的均值和方差，基于正态分布假设计算概率密度函数

（PDF），然后计算融合权重，建立融合模型，最终实现小

电流激励下模型参数的实时稳定更新。②将具有预测性的

微分误差增益引入PIO/比例积分微分观测器（PIDO）中，

提高了状态估计的收敛速度。③将融合模型和PIDO结合

建立了一种新的状态估计算法框架，实现了宽温度范围全

生命周期下 SOC 和容量的准确协同估计。硬件在环

（HIL）验证表明，该算法可以较好地兼顾估计精度和实

时性。

1.3. 本文结构

本文的剩余部分结构如下：第2节介绍了实验、电池

建模和融合模型；第 3节介绍了PIDO的设计和多阶段融

合算法；第 4节展示了验证结果和相应的讨论，然后是

HIL验证结果；最后一节为本文结论。

2. 电池模型及融合方法

2.1. 电池测试

本文建立了动力电池测试平台，基于测试数据建立电

池模型及验证算法。该平台包括BT2000电池充放电系统

和恒温箱等[23]，其中BT2000电池测试系统由美国Arbin

生产，由主机计算机控制并用于动力电池的充放电测试，

该系统具有较高的电压和电流测量精度（满量程 0.02%~

0.05%）。恒温箱可为被测电池提供恒定的环境温度。本

文的被测对象为 25 A·h的锂离子动力电池，上、下截止

电压分别为4.2 V和2.8 V。测试流程包括老化循环测试和

宽温度特性测试。老化循环测试采用12.5 A电流循环充放

电加速电池老化[24]。特性测试包括静态容量测试、开路

电压（OCV）测试、混合脉冲功率特性（HPPC）测试

[25]和工况测试，其中，静态容量测试用于标定电池容

量，以确定 SOH 的状态。OCV 测试用于确定 OCV-SOC

曲线，该曲线是SOC估计的关键，HPPC测试用于辨识模

型参数。工况测试用于验证模型和算法。测试结果表明，

该动力电池经过 600次老化循环后，容量衰减到 80%以

下，在电动载运工具中可视为动力电池寿命到达终点。

2.2. 电池模型

为较好地兼顾算法的实时性和估计的精准性，采用带

有 1个电阻-电容（RC）网络的电池等效电路模型来描述

电池的动态特性[26]，离散控制方程的表达式如下[27]：

{xk + 1 =Axk +BiLk

Utk =Cxk +DiLk

（1）
式中，k为采样时刻，xk+1为 k+1时刻的状态向量，xk为 k

时刻的状态向量，A为状态转移矩阵，B为控制矩阵，C

为 输 出 矩 阵 ， D 为 反 馈 矩 阵 ， xk = [zk, Ud,k]
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D = R0，iL,k为 k时刻输入电流，Utk为 k时刻端电压，Uocv,k

为 k时刻开路电压，Ud,k为 k时刻极化电压，R0为欧姆内

阻，Td为极化时间常数，Rd为极化内阻，zk为k时刻SOC。

电流为正值时表示放电。Cmax为电池最大可用容量，∆t为

采样间隔，η为库伦效率。模型参数可从不同温度下的实

验数据中提取，然后构建模型参数与温度和SOC的函数，

如开路电压（UOCV）可由式（2）计算，R0、Rd和Td可由

式（3）建模表征，其中Kn为开路电压系数，Sm为其他模

型参数多项式拟合系数，参数辨识结果可由最小二乘算法
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确定[28]。

Uocv (Tz)=K9 (T)z9 +K8 (T)z8 +K7 (T)z7 +K6 (T)z6 +K5 (T)z5

+K4 (T)z4 +K3 (T)z3 +K2 (T)z2 +K1 (T)z +K0 (T)

（2）
式中，T为电池表面温度；z为SOC。

f (Tz)= S5 (T)z5 + S4 (T)z4 + S3 (T)z3 + S2 (T)z2 + S1 (T)z +

S0 (T) （3）
式中，f为模型参数-温度-SOC拟合函数。

2.3. 参数辨识

循环 600 次后，筛选电池在多个温度和 8 个老化点

（0、100、200、300、400、480、550和600次循环）下的

数据建立电池模型并验证所提出的算法。为了兼顾全生命

周期电池模型的复杂性和准确性，采用 0次循环（SOH=

1）、300次循环（SOH=0.91）和 600次循环（SOH=0.76）

对三个老化状态的电池测试数据分别建立电池模型，并将

其命名为模型1、模型2和模型3，确定三种模型的参数。

由于动力电池最大可用容量受温度影响，本文采用 25 ℃

下的容量标定值计算动力电池的SOH。表1为OCV-SOC-

T模型的参数。表2为R0-SOC-T模型的参数。图2为SOH

=0.76时的模型参数。

2.4. 单模型的局限性

单个模型对某个老化程度的数据具有较好的适应性，

例如，模型2是基于300次老化数据建立的模型，适用于

该老化状态，具有较高的电压预测精度。在全生命周期

中，电池运行于不同的老化状态，因此单一模型的精度会

下降，测试结果如图3所示。

图1. SOC和容量估计方法综述。（a）SOC估计方法主要分类；（b）容量估计方法主要分类；（c）SOC和容量估计方法存在的问题及本文的研究重点。

ICA：容量增量分析；DVA：差分电压分析；SOH：健康状态；OCV：开路电压；FOM：分数阶模型。
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图3（a）中蓝线表示基于0次循环构建的模型1在全

生命周期下的电压预测误差。该模型在0次老化下具有较

高的测试精度。随着老化水平的增加，电压预测均方根误

差（RMSE）逐渐增加。绿线为模型 2全生命周期下的电

压预测误差，该模型是基于 300次循环数据建立的，在

100~400次循环过程中具有较高的精度，但对于新电池和

严重老化的电池适应性较差。红线为模型3在全生命周期

下的测试精度，该模型基于 600 次循环数据构建而成，

RMSE随着电池老化而降低，该模型在480~600次循环过

程中具有较高的电压预测精度。相同的，在 10 ℃下各模

型具有相似的现象，如图 3（b）所示。因此，基于单一

老化点建立的模型难以实现全生命周期准确的电压预测和

SOC估计。

2.5. 融合模型设计

为改善单一模型的老化局限性，本文提出了多阶段模

型融合方法，可实现全生命周期下电压的准确预测。利用

电压测量值与预测值间的误差计算各个模型的权重，建立

实时的加权融合模型。融合模型的参数由公式（4）计算。
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（4）

式中，p为待融合模型的数量；i为第 i个待融合的模型；

ϑik为第 i个模型 k时刻的权重；R0,i,k为第 i个模型 k时刻的

欧姆电阻；Rd,i,k和Td,i,k分别为第 i个模型 k时刻的极化电阻

和时间常数；R0,F,k为k时刻融合模型的欧姆电阻；Rd,F,k为k

时刻融合模型的极化电阻；Td,F,k为 k时刻融合模型的极化

表2 0次循环R0-SOC-T函数

Parameter

S5(T)

S4(T)

S3(T)

S2(T)

S1(T)

S0(T)

Coefficient

0.00062T2 − 0.0338T + 0.3238

−0.00169T2 + 0.0915T − 0.841

0.00172T2 − 0.0918T + 0.796

−0.000793T2 + 0.0414T − 0.324

0.000156T2 − 0.00778T + 0.0451

−0.000004T2 + 0.000014T + 0.00931

图2. 0次循环被测电池模型参数。（a）开路电压；（b）欧姆内阻；（c）极化内阻；（d）时间常数。

表1 0次循环OCV-SOC-T函数

Parameter

K9(T)

K8(T)

K7(T)

K6(T)

K5(T)

K4(T)

K3(T)

K2(T)

K1(T)

K0(T)

Coefficient

−1.415T2 + 100.506T − 822.714

7.014T2 − 504.21T + 4125.619

−14.69T2 + 1070.851T − 8739.83

16.901T2 − 1252.23T + 10180.88

−11.619T2 + 878.238T − 7114.06

4.867T2 − 377.507T + 3053.534

−1.217T2 + 97.745T − 791.834

0.172T2 − 14.472T + 117.182

−0.0124T2 + 1.116T − 8.377

0.000377T2 − 0.0361T + 3.698
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时间常数。

由于计算量小和实时性高，递归最小二乘（RLS）算

法常用于在线识别电池参数[29]。该方法的主要挑战是小

电流激励下参数辨识误差较大[30]。图 4为融合方法和带

遗忘因子的RLS算法的模型在线辨识结果。在工况的前

315 s内电流激励为零，仅用电压信息难以准确辨识模型

参数。为此，RLS在该工况下常采用停止更新的方式保证

参数的稳定性，并利用历史参数来估计SOC [28]。与RLS

相比，融合方法具有边界约束，在低电流下依然可以辨识

出稳定的参数。三个模型的融合权重如图 4（d）所示。

由图3（b）中的单个模型的预测精度知，模型2的RMSE

最小，模型 3的RMSE最大，因此模型 2的权重最大，模

型3的权重最小。结果表明：所提出的融合策略可以在正态

分布假设的基础上，通过模型残差分析有效地计算融合权重。

融合模型验证结果如图5所示，模型1、2和3分别基

于 0、300和 600次循环老化测试数据建立。25 ℃下，融

合模型在全生命周期内的RMSE均小于 0.018 V，低于模

型 1、2和 3的电压预测误差均方根值。同样 10 ℃下，融

合模型的最大RMSE为0.04 V，低于模型1、2和3的电压

预测误差均方根值。结果表明，在全生命周期不同温度

下，融合模型比单一模型具有更小的电压预测误差。

3. 状态估计方法

3.1. 比例-积分-微分观测器

PIO在文献[9]中首次用于动力电池 SOC估计。由于

忽略了反馈误差的微分，该观测器在SOC估计时出现超

调并且收敛速度较慢。为了提高收敛速度并抑制超调，本

文将误差的微分引入PIO，改进的观测器称为比例-积分-

微分观测器，如图6所示。

图4. 100循环10 ℃下融合模型参数。（a）欧姆电阻；（b）极化电阻；（c）时间常数；（d）权值。

图3. 基于不同老化程度模型的电压预测误差分析。（a）25 ℃下的验证结果；（b）10 ℃下的验证结果。RMSE：均方根误差。
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利用PIDO的离散方程，基于端电压跟踪反馈实现锂

离子电池SOC估计：

ì
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ï

ï

ï
ïï
ï

ï

x̂k + 1 =Ax̂k +BiLk +KPek +KIωk +KD

ek - ek - 1

Dt

Ûtk =Cx̂k +DiLk

ek =Utk - Ut k

ωk + 1 =ωk + ekDt

（5）

式中，ek是 k时刻的测量误差；ωk是 k时刻误差积分；KP、

KI和KD分别为比例增益、积分增益和微分增益；Ut为预

测的端电压。被观测的状态包括SOC和极化电压。当微

分增益为零，则PIDO变为PIO。

对于真实状态 xk，其估计误差（γk）为 xk - x̂k。误差

系统可以从方程（1）和方程（5）推导出来。

ì

í

î

ï
ïï
ï

ï
ïï
ï

γk + 1 = (A -KPC -
KDC
Dt

)γk -KIωk +
KDC
Dt

γk - 1

ωk + 1 =ωk +CγkDt

ek =Cγk

（6）

定义误差系统的状态向量为Âk = [ γk γk - 1 ωk ]
T
，式

（6）可改写为：

ì

í

î

ï
ïï
ï
ï
ï

ï

ï
ïï
ï

ï

Âk + 1 =AeÂk

Ae =

é

ë

ê

ê

ê
êê
ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

úA -KPC -
KDC
Dt

KDC
Dt

-KI

I2 ´ 2 0 2 ´ 2 0 1 ´ 2

CDt 0 2 ´ 1 1

（7）

式中，KP, KI, KD∈ ℝ2×1；A ∈ ℝ2×2；C ∈ ℝ1×2。误差系统的状

态转移矩阵Ae∈ ℝ5×5为满秩。I为单位矩阵。

为证明估计误差的收敛性，Ae可以改写为如下形式：
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í

î

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï
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Ae =A0 -B0 KC0

A0 =
é

ë

ê

ê
êê
ê

ê ù

û

ú

ú
úú
ú

úA 02 ´ 2 02 ´ 1

I2 ´ 2 02 ´ 2 02 ´ 1

CDt 01 ´ 2 1

B0 = [ ]I2 ´ 2 02 ´ 2 01 ´ 2

T

C0 =
é

ë

ê

ê
êê
ê

ê ù

û

ú

ú
úú
ú

úC 01 ´ 2 0
01 ´ 2 01 ´ 2 1
C Dt C Dt 0

K = [ ]KP KI KD

（8）

式中，K为待确定的增益矩阵；A0、B0、C0为定义的过程

图6. 观测器原理。（a）PI观测器；（b）PID观测器。Ut：端电压；Kp：比例增益；KI：积分增益；KD：微分增益；Ut：被观测的端电压； x：被观测

的状态向量；∫：积分运算；d/dt：微分运算。

图5. 融合模型精度分析。（a）25 ℃下验证结果；（b）10 ℃下验证结果。
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矩阵。

定理 1：若存在P和 K̄满足下列的线性不等式，则误

差系统收敛，其中P和 K̄为待定矩阵。

ì

í

î

ï

ï
ï
ïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

é

ë
êêêê

ù

û
úúúú

P A0 P -C T
0 K̄ T BT

0

PA0 -B0 K̄C0 P
> 0

P =
é

ë

ê

ê
êê
ê

ê ù

û

ú

ú
úú
ú

úP11 0 0
0 P22 P23

0 P32 P33

> 0

K̄ =P11 K

（9）

证明：定义李雅普诺夫函数：Ψk =Â
T
k PÂk，李雅普诺

夫函数可改写为下式：

DΨk =Ψk + 1 -Ψk =ÂT
k (AT

e PAe -P)Âk （10）
若存在矩阵P，使得：

AT
e PAe -P < 0 （11）

式中，KP、KI和KD采用遗传算法确定，遗传算法的适应

度函数为：

J =
1
L∑k = 1

L

γT
k γk （12）

式中，J为适应度函数；L为优化数据长度。当误差系统

渐进稳定，收敛至平衡点时，状态向量也收敛至真实值。

3.2. 协同估计方法

融合思想常用于遥感预测和环境感知领域，通过多个

测量信息融合为决策控制提供参考[31]。基于不同老化状

态建立的融合模型可用于动力电池全生命周期SOC估计。

融合模型的核心是基于不同模型的权重计算融合模型的状

态。文献[32]采用式（13）计算融合状态。

权重值是由端电压残差（RETV）统计确定的。ρik是

第 i个模型 k时刻的状态向量。ℓk是 k时刻的融合状态。本

文中 ℓ指的是SOC和容量。当RETV增加时，SOC估计的

精度降低。

ì

í

î

ï
ïï
ï

ï
ïï
ï
ï
ï

ℓk =∑
i = 1

p

ϑ ik ρ ik

∑
i = 1

p

ϑ ik = 1

（13）

本文采用贝叶斯理论计算融合权值，假设模型电压跟

踪误差服从正态分布，故第 i个模型的概率密度函数可由

式（14）计算得到：

f
Y (k) | θi Y (k - 1)

(Y (k) | θ iY (k - 1))=
1

(2π)
1
2 || sik

1
2

exp(-

1
2

r̄ T
ik sik r̄ ik ) （14）

ì

í

î

ïïïï

ïïïï

rik =Utk - U
⌢

t ik

sik =
1

p - 1∑j = k - Lm + 1

k (r ij - r̄ ik )2
（15）

式中，Y为模型的输出；θ为模型参数的向量；Uti,k为 k时

刻被观测的第 i个模型的端电压。ri,k为第 i个模型在 k时刻

的 RETV 的残差， r̄ ik 为第 i 个模型从 j 时刻到 k 时刻的

RETV的平均残差；si,k是第 i个模型在 k时刻残差的方差，

与统计窗口长度Lm有关。通常Lm越大，对模型跟踪误差

的统计就越客观。但较大的Lm会降低算法的实时性。本

文通过权衡计算时间和SOC估计精度优化Lm长度（见下

节表 6中的结果）。残差和方差可以通过式（15）计算得

到，若k小于Lm时，初始值为1。

现有的权重计算方法依赖于条件概率，该概率代表每

个模型贡献的权重[32]。条件概率严重限制了权重的实时

变化。为此，本文使用残差的方差改进权重更新：

ϑ ik =
1

p - 1

é

ë

ê

ê

ê

ê
êê
ê

ê

ê

ê

1 -
f

Y (k) | θi Y (k - 1)
(Y (k) | θ iY (k - 1))sik

∑
j = 1

p

f
Y (k) | θj Y (k - 1)

(Y (k) | θ jY (k - 1))sik

ù

û

ú

ú

ú

ú
úú
ú

ú

ú

ú

(16)

图7为多阶段模型融合估计框架。首先实时采样电池

电流、电压和温度，将最后时刻估计的SOC输入模型1~3

中，基于式（2）和式（3）计算模型参数；然后，将模型

参数（包括欧姆电阻、极化电阻、时间常数和容量）输入

PIDO中，基于 PIDO的输出计算各模型的状态和电压跟

踪误差。最后计算模型1~3的权值，并加权计算SOC和容

量，其中Cai是第 i个模型的容量，与温度有关，该方法实

现了容量和SOC的解耦。最后，通过式（13）计算融合

状态。算法1对所提出的多阶段模型融合方法框架进行了

总结。该方法的主要参数如表3所示。

4. 结果和讨论

4.1. SOC估计验证

在已知初始荷电状态的情况下，真实容量由静态容量

测试确定，真实SOC可以通过安时积分法标定。在不同

的循环下验证了SOC估计，初始SOC设置为0.5，而真实

的SOC为1。从图8、图9可以看出，相比模型1~3，融合

方法提供的 SOC 是三种模型中最精确的。全生命周期

25 ℃下，融合算法输出的SOC最大误差（MAXE）均在

3%以内，小于单个模型1~3估计的结果，其中模型1在0

次循环时具有较高的估计精度，随着电池老化加剧，模型

1的MAXE增加到 4.8%。模型 2在 100~480次循环下具有
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较高的 SOC 估计精度，但在 600 次循环下，模型 2 的

MAEX增加到3.6%。模型3在600次循环下具有最高的估

计精度。10 ℃下的验证结果与25 ℃下的现象相似，测试

结果如表4所示。尽管在某些循环区间，融合模型的SOC

估计精度低于单一模型，但总体而言融合方法在全生命周

期具有更好的SOC估计精度，这是加权融合的主要优点。

此外，由于三种模型的观测器参数一致，融合方法的收敛

时间与三种单一模型相似。由于窗口长度Lm影响算法的

复杂度和SOC估计精度，较优的Lm值可权衡算法实时性

和SOC估计精度。Lm值对计算时间和SOC估计精度的量

化结果如表 5所示。算法仿真平台的配置为 Intel Core i7-

8550U中央处理器（CPU）1.8 GHz，8 GB随机存取存储

器（RAM）笔记本电脑。结果表明：当 Lm大于 600 时，

SOC精度无显著提高，计算时间显著增加。因此，本文

取优化后的Lm=500。

4.2. SOC和容量联合估计

4.2.1. 验证1（SOH=0.94）

算法中SOC初值为0.5，初始容量为20 A·h，工况真

实 SOC为 1.0，电池最大可用容量为 24.09 A·h。10 ℃下

SOC和容量联合估计结果如图 10所示。融合方法估计的

SOC的MAXE为 1.76%。在测试工况的前 100 min内，基

于模型1的SOC估计与融合方法具有相似的精度。由于初

始容量不准，模型 1的 SOC估计误差增至 3.6%。相比其

他两个模型，模型2具有更好的精度，表明当前工况下该

动力电池的电压响应特性更接近于模型2的预测特性。但

模型2的收敛时间比其他两个模型更长，可达35 min。该

工况下，模型3的SOC估计精度最差，表明模型3难以准

确跟踪动力电池的电压响应。图10（c）表明融合方法可

以准确估计容量，其中容量估计值的平均绝对误差

（MAE）为1.48%，RMSE为1.78%。

图7. 多阶段模型融合估计框架。CaF,k：k时刻融合的容量；si,initial：第 i个模型初始方差。
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图 11为 25 ℃下SOC和容量的估计结果，结果表明：

融合方法的估计误差与 10 ℃下的结果相似且收敛时间相

近。此外，融合方法的SOC估计最大绝对误差（MAXE）

为 2.1%，RMSE 为 1.12%，容量估计的 MAXE 为 2.11%，

RMSE为2.2%。

4.2.2. 验证2（SOH=0.89）

10 ℃下SOC和容量估计结果及误差如图12所示。结

果表明：在所有模型中，融合方法误差最小，逼近真实

SOC，平均误差（MAE）为 0.31%， RMSE 为 0.39%，

MAXE为1.21%；此外，基于融合算法的容量估计误差在

3%以内，平均估计误差为1.45%，RMSE为1.59%，最大

绝对误差为 2.37%。相比模型 1~3，融合方法具有更小的

SOC估计误差，主要原因是单一模型无法准确预测当前

电池的端电压。

图13为25 ℃下SOC和容量估计结果及误差。融合算

法的 SOC 估计 MAE、RMSE 和 MAXE 分别为 0.55%、

0.74%和1.55%；此外，容量估计的最大误差均在3.3%以

内，平均误差为 1.19%，RMSE为 1.41%，最大绝对误差

为3.25%。

4.3. 鲁棒性评估

4.3.1. 收敛性分析

算法的收敛性能在实际应用中尤为重要，尤其是

BMS突然受到干扰中断未及时保存计算结果的情况。为

了模拟该场景，分别对电池处于不同初始 SOC，如 1、

0.9、0.8、0.7、0.6和 0.4（真实初始 SOC为 0.5）的情况

进行测试。其中PIO和PIDO的比例增益KP和积分增益KI

相同，如表 3 所示。测试结果如图 14 所示，结果表明：

PIDO可以在5 min内快速稳定地收敛至真实值，而PIO需

30 min才能收敛至真实值。PIDO的收敛速度在中低SOC

区间有所降低，但依然优于PIO。因此，PIDO的收敛速

度优于PIO，这表明将误差的微分项引入反馈增益中可显

著改善算法的收敛速度。

4.3.2. 抗噪性测试

在BMS硬件开发过程中，差分电路的测量精度将决

定BMS中单体电压和电流的采样误差，测量精度主要依

赖于模数转换器产生的白噪声。其中电压信号中的白噪声

主要由模数转换器及差分电路引起；根据霍尔电流传感器

的测量原理，电流信号的测量偏差是由元件的零漂移引起

的，是一种非零均值的偏置噪声[33]。

为探究电压传感器噪声对融合算法估计精度的影响，

将方差 0.001~1的白噪声注入电压信号中[34]。SOC和容

量的估计误差如图15（a）所示。结果表明：注入方差为

0.1 的白噪声后，SOC 估计的 MAE 和 RMSE 分别增加了

60%和51%，容量估计的MAE和RMSE分别增加了125%

和 93％，故电压白噪声对SOC估计误差的影响小于容量

估计误差，主要原因是注入白噪声后端电压与真实端电压

相差较大，模型1~3难以准确描述，导致融合方法的权重

值严重失真，因此加权后的容量误差较大。

为分析电流传感器噪声对估计精度的影响，分别向电

流信号中注入均值为 0.5 A、0.2 A、0.1 A、0.05 A、0.005 A

算法1 多阶段模型融合算法计算流程

Initialization: x̂10, x̂20, x̂30, KP, KI, KD,ω10,ω20,ω30, s1initial, s2initial s3initial, Lm

Computation: for k = 1, 2, …

• Feedback correction based on PIDO: for i = 1, 2, 3

State correction:

x̂ik + 1 =Ai x̂k +BiiL k +KPeik +KIωik +KD

eik - eik - 1

Dt

Measurement update:Ut ik =Ci x
̂

ik +DiiLk

Feedback error:eik =Utk - Ut ik rik = eik

Error integral:ωik + 1 =ωik + eikDt

• Weight update：for i = 1, 2, 3

If k > Lm

Calculate the variance of the RETV sik =
1

p - 1∑j = k - Lm + 1

k (rij−r̄ik )
2

Else

Variance not updated: sik = siinitial

End

Calculate the PDF:

f
Y (k) | θi Y (k - 1)

(Y (k) | θiY (k - 1))=
1

(2π)
1
2 || sik

1
2

exp(-
1
2

r̄ T
ik sik r̄ik )

Weight update:

ϑik =
1

p - 1

é

ë

ê

ê
ê
êê
ê

ê

ê
1 -

f
Y (k) | θi Y (k - 1)

(Y (k) | θiY (k - 1))sik

∑j = 1

p
f

Y (k) | θj Y (k - 1)
(Y (k) | θjY (k - 1))sik

ù

û
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ú
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úú
ú

ú

ú

Results fusion:

SOC estimation: zFk =∑i = 1

p
ϑik zik

Capacity estimation:CaFk =∑i = 1

p
ϑikCai∑

i = 1

p

ϑikCai

表3 融合算法参数

Index (i = 1, 2, 3)

Initial value of state x̂i0

Integral error ωi0

Proportional gains KP

Integral gains KI

Differential gains KD

Initial value of variance siinitial

Value

[0,0.5]T

0

[0.01,0.00095]T

[0.000045,0.000066]T

[0.004,0.005]T

1
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的偏置噪声，噪声方差为 0.01 A2。SOC和容量的估计误

差如图15（b）所示。结果表明：偏置噪声对融合算法的

估计精度影响较小，主要原因是该方法以端电压为唯一跟

踪目标，电流信号仅用于SOC的先验估计。因此，该方

法更依赖于电压测量精度，对电流噪声具有较强的鲁

棒性。

4.4. 硬件在环验证

4.4.1. 硬件在环测试平台

为了充分测试融合算法的可应用性，本文基于自主开

发的BMS建立了HIL测试平台进行验证测试，测试平台

包括BT2000（美国Arbin Instruments）、恒温箱、上位机、

电源、电芯、CAN总线分析仪、电池管理系统[35]，如图

16所示。电池管理系统由电池监控单元（BMU）和电池

控制单元（BCU）组成。BMU用于采集电池电压和温度。

BCU用于控制锂离子电池系统的安全性和一致性，并执

行SOC、SOH等核心算法。电池管理系统的主要技术参

数如表 6所示。电池电压由BMU中的LT6804芯片测量，

精度约为 3 mV。电流传感器采用LEM公司的BMS专用

霍尔式电流传感器，型号为CAB-300C，最大测量噪声在

0.5 A以内[23]。若干周期后的电池数据用于算法验证。环

境温度为40 ℃，被测电池实际容量为26 A·h。

4.4.2. BMS算法测试

在HIL验证前，对融合算法的计算时间进行了讨论，

如表7所示[36‒37]。结果表明：融合方法的实时性优于联

合无迹卡尔曼滤波器。融合算法的Matlab/Simulink模型如

图17所示，其中“Voltage,”为BMS实时测量的电压和电

流数据，采用Simulink代码工具箱自动生成标准的嵌入式

C代码。在集成开发软件中配置算法的输入、输出和执行

周期等参数。

输入是单体电压、电流和温度。BMU以100 ms采样

图8. 550次循环25 ℃下SOC估计结果。（a）SOC估计结果；（b）估计误差。

图9. 25 ℃下不同老化阶段估计结果。（a）最大估计误差；（b）RMSE。MAXE：最大估计误差。

表4 10 ℃下不同老化阶段估计结果

Cycle

0

100

200

300

400

480

550

600

Model 1

MAXE

0.02160

0.03570

0.04430

0.04220

0.05090

0.05596

0.08460

0.14320

RMSE

0.0051

0.0120

0.0170

0.0220

0.0204

0.0308

0.0487

0.0780

Model 2

MAXE

0.0333

0.0170

0.0080

0.0113

0.0099

0.0280

0.0549

0.1156

RMSE

0.0180

0.0056

0.0018

0.0062

0.0042

0.0176

0.0344

0.0709

Model 3

MAXE

0.1026

0.0870

0.0761

0.0625

0.0689

0.0425

0.0169

0.0246

RMSE

0.0646

0.0553

0.0505

0.0413

0.0459

0.0285

0.0100

0.0130

Fusion model

MAXE

0.0420

0.0227

0.0146

0.0099

0.0106

0.0328

0.0491

0.0874

RMSE

0.0254

0.0124

0.0075

0.0043

0.0051

0.0146

0.0259

0.0517

表5 Lm对实时性和SOC估计误差的影响

Length of Lm

300

400

500

600

700

800

900

Average calculation time (s)

1.690

1.714

1.732

1.833

1.921

1.922

1.923

SOC RMSE

0.00791

0.00772

0.00753

0.00748

0.00742

0.00741

0.00740
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周期测量电压和温度，电流值由CAB300C在100 Hz下测

量。输出是估计的SOC和容量。算法执行周期为 1 s。此

外，为了计算每个模型的融合权重，需实时存储各模型的

历史RETV。当Lm为500时，微控制器（MCU）需要存储

1500个浮点数据，本文选用了主流的32位MCU，完全可

以满足存储需求。

4.4.3. 结果分析

被测电池的 SOC 范围为 1~0.5。分别开展了两种测

试：HIL1用于测试状态估计的精度，HIL2用于验证算法

的收敛性。算法中SOC初始值为0.5，验证结果如图18所

示。在HIL1测试中，SOC估计的MAXE为 0.88%，容量

估计的MAXE为 3.1%。HIL2测试模拟了BMS突然复位

的场景，即BMS在测试的第76分钟突然复位，融合算法

开始估计SOC和容量，并在第86分钟收敛于3%的指定误

差范围内。

因此，HIL1测试表明融合算法可以准确估计SOC和

容量，HIL2测试表明，当BMS突然复位后，SOC和容量

估计结果能够快速稳定地收敛到真实值。该融合算法在应

用中的主要特点如下：

（1）在不同老化水平下，融合模型参数是 SOC和温

度的函数，可以实现模型参数的稳定更新。权重更新方法

可保证模型参数具有较好的实时性。

图10. SOC和容量估计结果（10 ℃，SOH=0.94）。（a）SOC估计结果；（b）SOC估计误差；（c）容量估计结果。

图11. SOC和容量估计结果（25 ℃，SOH = 0.94）。（a）SOC估计结果；

（b）SOC估计误差；（c）容量估计结果。

图12. SOC和容量估计结果（10 ℃，SOH = 0.89）。（a）SOC估计结果；

（b）SOC估计误差；（c）容量估计结果。

1635



（2）模型的电压跟踪误差（RETV）用于实时计算融

合权重。

（3）该框架实现了 SOC和容量的解耦估计。由于模

型输入SOC是前端融合的结果，输入容量为老化阶段的

最大可用容量，实现了SOC与容量的解耦。

5. 结论

本文提出了一种多阶段老化参数融合驱动模型和PI‐

图13. SOC和容量估计结果（25 ℃，SOH = 0.89）。（a）SOC估计结果；

（b）SOC估计误差；（c）容量估计结果。

图14. 收敛性表现。（a）SOC估计结果；（b）SOC估计误差。PI：比例-
积分观测器。

图15. 抗噪性表现。（a）抗电压噪声表现；（b）抗电流噪声表现。

表6 BMS主要技术参数

Index

Micro-controller unit

Kernel

Memory

CAN channel

Frequency (MHz)

BMU

MC9S12XS256

16-bit HCS12

4 Kb RAM, 256Kb flash

1

48

BCU

MPC5644A

32-bit e200z4

192 Kb RAM, 4Mb flash

3

150

图16. 硬件在环验证台架。PC：个人计算机。
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DO新框架，实现了复杂工况下SOC和容量的准确估计。

实验和HIL结果验证了该融合算法的有效性。三个主要结

论如下：

（1）采用融合方法辨识参数，可实时获得稳定的模型

参数，克服了RLS算法工况敏感性的不足。与单一模型

相比，多级融合模型实现了不同温度和老化状态下更精确

的电压预测。在 10 ℃时，预测电压的RMSE值在 40 mV

以内。

（2）提出了基于融合模型和PIDO的多状态协同估计

框架，实现了宽温度范围内老化电池SOC和容量的准确

估计。不同老化状态下，25 ℃时 SOC 最大估计误差

（MAXE）在3%以内。HIL测试结果表明，该方法能够有

效地实现 SOC和容量的实时估计，且具有较高的精度，

最大SOC估计误差为0.88%，容量估计最大误差为3.1%。

（3）与PIO相比，本文改进的PIDO能够更好地抑制

电流噪声且收敛速度提高6倍。
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图18. 硬件在环验证结果。（a）SOC估计结果；（b）容量估计结果。

表7 不同算法计算时间比较[36‒37]

Method

Muti-scale framework with extended Kalman filter (EKF) [36]

Joint unscented Kalman filter [37]

Proposed fusion method

Calculation

time (s)

2.210

3.813

1.732

Simulation

length (s)

27 000

8 500

12 714

Core processor

Intel Core i5 760 CPU 2.8 GHz and 4 GB RAM

Intel Core i7-6700 CPU 3.4 GHz and 8 GB RAM

Intel Core i7-8550U CPU 1.8 GHz and 8 GB RAM

RAM: random access memory.

图17. 融合算法的Simulink模型。
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