
高分子材料的智能制造平台——高分子材料基因工程
高梁 , 王立权 , 林嘉平* , 杜磊

S hanghai Key Laboratory of Advanced P olymeric Materials , Key Laboratory for Ultrafine Materials of Ministry of E ducation, F rontiers S cience C enter for Materiobiology andDynamic 
C hemistry, S chool of Materials S cience and E ngineering, E ast C hina University of S cience and Technology, S hanghai 200237, C hina

摘要

高性能高分子材料是高新科技和先进制造业的基石。高分子材料基因工程正在成为高分子材料智能制
造的重要平台。然而，高分子材料基因工程的发展仍处于起步阶段，许多问题亟待解决。本文阐述了高
分子材料基因工程的概念，总结了最新研究成果，并强调了该领域的重要挑战和发展前景。特别强调了
高分子材料的性能预估方法，包括性能代理量预测和机器学习性能预测。最后，讨论了高分子材料基因
工程在先进复合材料、通信和集成电路等领域所亟需的高性能高分子材料创制方面的潜在工程应用
前景。
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1. 引言

高性能材料是高科技和先进制造发展的基础。迄今为

止，材料科学经历了四种研究范式：实验经验范式、基于

模型的理论范式、计算模拟范式以及数据驱动范式[1‒3]。

如图1所示，第一个范式基于实验试错方法；在第二个范

式中，通过总结实验经验和建立物理模型来发现科学定

律；第三个范式通过计算机模拟原子或分子的微观状态来

获得材料的宏观性质。理论范式和计算模拟范式都可以从

基于模型的理论科学中得到准确的数据，随着信息科学和

人工智能（artificial intelligence, AI）的发展，第四范式出

现于 2000年年初，该范式是一种利用算法分析大数据、

寻找数据内在规律的研究方法。与第二范式和第三范式不

同，第四范式可以根据现有的实验数据推断和预测未知数

据。这四种范式的相互结合使用，能够开发出各种先进材

料。然而，第一个研究范式不可避免地需要进行反复试

验，导致材料的开发周期较长；而第四范式基于数据驱

动，旨在通过虚拟地合成、性能预测和筛选来加速材料研

究步伐并降低成本，它正在逐渐演变成为一种革命性的范

式[4‒10]。

大数据科学是生物信息学、化学信息学和材料信息学

等跨学科研究的基础之一。AlphaFold2在预测蛋白质序列

和三维结构方面已超越部分人类专家，成为生物信息学的

里程碑式成就[11]。在化学信息学领域，使用AI驱动新型

药物的发现也是高效且众所周知的。但材料信息学与生物

信息学和化学信息学不同，仍是一个处于快速发展中的领
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域，材料基因组工程（material genome engineering, MGE）

作为先驱，正在逐渐成为材料智能制造的重要平台。随着

MGE的发展，其在材料的理性设计和制造方面显示出了

独特的优势和潜力。

2. 高分子材料基因工程的进展

高分子材料基因工程（polymeric material genome en‐

gineering, PMGE）的研究范式涉及理论计算、数据库技

术、预测筛选以及实验验证，旨在实现合理设计、虚拟制

备和智能制造，加速高分子材料的设计和开发（图2）[1‒

2,12‒13]。PMGE包括以下三个步骤。

（1）高分子“基因”的定义和“虚拟高分子”的设

计。根据对现有化学数据的分析和领域专家的经验得出的

规则，即广泛使用的理论模型和经验规则[13]，将与材料

性能相关的因素，如构成高分子的化学基团和元素，定义

为所谓的高分子“基因”。然后，可以通过基因组合或编

辑（即调节高分子的链组成）来设计一系列“虚拟高

分子”。

（2）高分子性能的高通量预测和筛选。高分子的定量

结构-性能关系（quantitative structure-property relationship, 

QSPR）根据实验或模拟数据建立，以预测设计出的“虚

拟高分子”的性能。然后根据性能要求进行计算机上的虚

拟筛选以获得有前景的新型高分子。

（3）验证。对筛选出的高分子材料进行合成和表征，

以验证筛选结果的可靠性并优化预测模型。此外，还可利

用高精度的理论计算来验证筛选结果。进一步，基于

PMGE的基因分析可用于推断潜在的物理规则，以启发未

来高分子的结构设计。

性能预估是材料合理设计的关键。一种预测策略是通

过数据挖掘找到可以评估材料特性的关键特征，提取可计

算的关键特征作为代理，将理论计算难以准确获得的宏观

性质转化为可计算的代理量，然后通过比较相应的代理量

来筛选高分子材料。例如，Ramprasad等[14]使用密度泛

函理论（density functional theory, DFT）能够轻松计算带

隙，用来表示击穿强度和介电损耗等性质，然后使用介电

常数和带隙作为筛选标准，获得了一系列有前景的全有机

高分子电介质材料。

代理量有时是经验性的，但数据驱动的方法可以有效

消除主观影响。例如，Zhu等[15]分析了 PolyInfo数据库

中400多种高分子的现有实验和计算数据。他们发现高分

子的5%分解温度（Td5）取决于高分子结构中最弱键的键

解离能（bond dissociation energy, BDE），二者的皮尔逊相

关系数接近 0.7。因此，BDE可以被认为是评估高分子材

图1. 材料研究四种范式的发展：实验经验、基于模型的理论、计算模拟和数据驱动范式。第一个范式需要反复试验，导致发现材料的研究周期很长。

当前，材料研究现已进入数据驱动时代，即第四范式。

图2. 高分子材料基因工程的概念和步骤。基于数据库，定义高分子基因并设计虚拟高分子。然后，利用理论计算或高通量实验对高分子性能进行高

通量预测和筛选，并通过实验或计算对筛选结果进行验证。
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料热稳定性的一个关键特征。接着，他们利用高分子材料

基因组来调和树脂的耐热性与低固化能之间的矛盾[15]。

用通过DFT计算的带隙作为可加工性的代理量，使用所

提出的代理量预测模型，进行两步筛选获得了优选的含硅

芳炔[poly(silane arylacetylene), PSA]结构。最终，筛选出

了一种有前景的含有2,7-二乙炔基萘的PSA结构。实验验

证表明，该新型树脂的5%热分解温度为655 ℃，固化放

热焓为241.9 J·g−1，表现出优异的综合性能。

此外，高分子的韧性可以用体积模量与剪切模量之比

（K/G）来表示。计算筛选韧性代理量K/G和热稳定性代

理量BDE后，Gao等[16]获得了一种新型乙炔封端聚酰亚

胺（acetylene-terminated polyimide, ATPI），可通过共聚来

增强PSA树脂的韧性。ATPI和PSA的共聚树脂，在保持

耐热性的同时，韧性显著提高。如上所述，使用代理量预

测模型来设计和筛选高分子材料是有效且可靠的。性能代

理量预测的关键在于挖掘目标性质与微观或宏观物理参数

之间的潜在关系。

机器学习（machine learning, ML）可以从历史数据中

挖掘潜在规律，并对未知数据进行预测、推断或分类。这

是 PMGE实现高通量预测和虚拟筛选的另一种策略[17‒

19]。简化分子线性输入规范（simplified molecular-input 

line-entry system, SMILES）提供了一组简单且适合作为化

学数据标签的表示方法[20]。SMILES可以将化学信息转

化为计算机可接受的形式，适用于多种基于文本的机器学

习算法，是一种有效的结构表示工具[21]。然后，可通过

各种机器学习算法训练现有数据，以构建输入（如

SMILES、分子图、分子指纹和其他分子描述符）和所需

材料性能之间的QSPR模型。基于可靠实验数据训练的机

器学习预测模型可以直接预测材料性能。例如，基于

Polymer Genome、PubChem等开放数据库，Zhang等[17]

利用多层感知机方法，建立了机器学习模型以预测目标性

能（热分解温度和黏度）与高分子结构之间的定量关系

（图 3）。通过基因组合，他们获得了 368个候选树脂进行

筛选，使用两个机器学习模型高通量预测和筛选候选树脂

的性能，随后获得了一系列具有优异加工性能和高耐热性

的树脂。实验验证表明，筛选出的PSNP-MV树脂兼具易

加工和耐高温的性能。

当实验数据有限或质量较低时，可以利用理论计算或

模拟数据直接训练机器学习模型，获得的模型也可提供可

靠的性能预测。例如，基于DFT计算结果，Ramprasad等

[18]通过训练计算数据，建立了一个机器学习模型来预测

带隙和介电常数。当计算、模拟或数据库中的某些数据保

真度较低时，使用多保真代理模型可以有效地提高数据质

量[22]。通过训练模型预测低保真度（如模拟数据）与高

保真度（如实验）数据之间的偏差，使基于机器学习的模

型能够评估它们的差异，从而提高数据质量。此外，针对

数据量少的问题，可以利用各种先进的机器学习策略来避

免过拟合并提高模型泛化能力，如基于物理信息的神经网

络和贝叶斯方法[23‒24]。利用上述策略，可以解决缺乏

实验数据的问题，实现高分子的设计和筛选。

理论计算也可用于估计高分子性能并筛选目标性能，

但有时可能非常耗时。机器学习模型能够克服理论计算的

局限性，尤其是针对较大化学结构空间所需的昂贵计算时

间成本。当高分子基因数量增加时，高分子结构空间呈指

数增加，此时通过理论计算高分子性能是不切实际的，而

机器学习模型可以在短时间内实现对这些高分子的性能预

测。总而言之，运用机器学习模型具有预测精度高、开发

周期短、适用性广等优点，这些优点使其非常适用于

PMGE中的材料设计和筛选。

3. 高分子材料基因工程的挑战与展望

高分子材料基因组的研究仍处于起步阶段，还存在许

多问题有待解决，如下所述。

3.1. 基因定义和分子结构描述

高分子独特的链结构和复杂的多尺度结构对高分子基

因定义和结构描述提出了挑战，因此有必要开发更先进的

方法来描述高分子结构特征。可进一步改进现有的方法，

如BigSMILES、图表示、分子指纹等。此外，还可以引入

信息学或数学的新方法。针对高分子基因定义，为了平衡

结构设计的灵活性和实验合成的可行性，可根据目标高分

子体系的合成路径来定义高分子基因 [13, 15]。在 Big‐

SMILES中，高分子片段由大括号括起来的重复单元列表

表示，这使得BigSMILES成为高分子数据库系统中索引标

识符的绝佳候选者[25]。另外，应对高分子基因进行系统

分析、分类和标记，结合数据挖掘的规则和领域专家的经

验，提高高分子基因定义和结构描述的准确性和合理性。

此外，在高分子的结构描述中应考虑多尺度特征。例

如，可以通过理论计算、模拟和实验获得高分子链信息

（如构象）和聚集态信息（如晶体结构和固化交联结构）。

最近，Hu等[26]发展了交联密度描述符来更好地预测固化

环氧树脂的性能。另外，高分子的多分散性会影响高分子

的多尺度结构，进而导致高分子性能的变化，可以识别和

标记多分散性数据，将其添加到高分子数据库中，在建立

QSPR时作为输入之一，以开发可靠的预测模型[27]。
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3.2. 性能代理量预测模型

有必要寻找或建立更多代表高分子性能的关键特征，

如耐溶剂性、耐磨性、抗冲击性和界面黏合性能。为实现

高分子性能的快速预测和多步筛选，应开发更快速的代理

计算方法，如分子连接法和基团贡献法。

3.3. 高分子性能的机器学习预测

当前面临的挑战是缺乏高质量的高分子结构-性能数

据，并且高分子性能预测模型的泛化能力不强，无法精确

描述多尺度结构-性能关系。以上问题都限制了机器学习

预测在PMGE中的应用，可以通过自然语言处理和挖掘开

放数据库中的数据来应对这些挑战[28]。随着PMGE平台

的开放和共享，将有更多的研究人员积极地录入数据，还

可通过高通量实验和理论模拟获得大量数据，与此同时，

研究人员应注意低质量实验数据的利用，尤其是所有数据

都应该标准化，以提高数据质量。

还可利用一些先进的算法开发机器学习策略来解决小

数据的问题，如迁移学习、监督学习和主动学习[24,29]。

引入先验算法和具有分子结构描述符的微纳米结构信息也

有望建立具有物理意义的机器学习预测模型。例如，可以

通过对结构的描述，考虑高分子介电性能的频率依赖机

制，进而训练相应机器学习模型，这将有利于建立准确的

多尺度结构-性能关系。

3.4. 高通量实验

需要建立高分子的高通量合成实验系统，用于快速筛

选有前景的高分子、扩充数据库并优化预测模型。目前的

实验技术是从其他领域的并行合成器发展而来的，用于高

分子高通量合成和表征的设备仍有待开发。跨学科研究是

解决这一问题的有效途径，这涉及信息化、系统控制、微

流控技术等多学科的技术。

PMGE还应考虑高分子的合成可行性以及适合大规模

制造的加工性能。除了正向预测和筛选之外，还需要拆解

工程应用的性能需求，制定逆向设计的策略，以实现

PMGE的双闭环设计。高分子结构的逆向设计将进一步丰

富PMGE的意义，实现高分子的理性设计和智能制造。

3.5. 工程应用前景

如图4所示，PMGE可以加速高分子材料在各种工程

应用中的发展，特别是当两种或多种性能彼此矛盾时。例

如，PMGE可以应用于以下领域。

（1）先进树脂基复合材料。除高分子树脂外，PMGE

还被应用于高强度、高模量高分子纤维的结构设计和性能

图3. 高性能树脂的机器学习预测和筛选。（a）368种候选树脂的热分解温度和黏度的机器学习模型以及综合性能的热图；（b）借助机器学习增强材料

基因组方法设计具有优异综合性能的新型PSNP-MV树脂[17]。
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提升。PMGE还可用于调节树脂与纤维之间的界面结合性

能并优化复合材料的加工性能。还可以基于复合材料有限

元模拟数据和实验数据来训练机器学习模型，经过训练的

机器学习模型可以快速预测和筛选最终复合材料的性能，

从而实现先进复合材料的合理设计。

（2）化学工程与催化。通过机器学习增强的材料设计

策略可以加速各种催化剂（包括多孔催化材料和聚合催化

剂）的合理设计和筛选[30]。催化剂决定着聚烯烃的微观

结构、宏观性能和工业效率，因此，催化剂的结构设计是

推动聚烯烃工业发展的关键。例如，Ziegler-Natta催化剂

活性位点的合理设计，以及丙烯聚合时茂金属催化剂的构

型选择性预测仍然具有挑战性。数据驱动的机器学习方法

为发现和设计高分子催化剂提供了一种有前景的途径。

（3）高分子有机半导体材料。此类高分子体系需要具

备高电子迁移率、高发光效率、高自旋特性、高电导率等

特点。采用传统的试错方法很难获得各性能都优异的高分

子材料。利用PMGE设计共轭高分子可以加速具有优异综

合性能的高分子有机半导体材料的研究。

（4）通信及集成电路材料。用于高频通信技术领域的

高分子要求同时具备强机械性能、耐热性和电磁性能。例

如，6G通信设备中使用的高分子材料应具有相对较低的

介电常数和较低的介电损耗；用于芯片封装的高性能高分

子应具有高耐热性、低热膨胀系数、高硬度、高韧性、高

电绝缘性和低介电常数。因此，上述工程应用需要开发综

合性能优异的先进高分子材料，使用PMGE无疑是最佳选

择，通过高通量预测和筛选，PMGE能够开发出综合性能

优异的高分子材料。

4. 总结

PMGE将推动下一代材料的创新，它有望降低材料研

究成本，平衡性能限制，以实现高分子材料的突破。

PMGE可以彻底变革传统的高分子设计方法，推动材料科

学的研究进步。然而，由于PMGE仍处于早期阶段，许多

问题还有待解决。信息、数学、控制工程等学科之间的跨

学科合作可解决性能预测和实验验证等问题。未来有望实

现正向预测和筛选以及逆向设计的双闭环。我们预计

PMGE将成为高分子设计和应用的可持续公共平台，研究

人员可以利用PMGE，对先进复合材料、半导体、通信等

领域的新型高分子材料的加工、组分和性能进行合理

设计。
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