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为了在镍基高温合金的增材制造（AM）中设计微观组织和显微硬度，本研究提出了一种新的数
据驱动方法，该方法结合了物理模型、实验测量和数据挖掘方法。该模拟基于计算热流体动力学
（CtFD）模型，可以获得热行为、凝固参数（如冷却速度）和凝固层的稀释率。根据计算出的热信息，
可利用经过充分测试的力学模型估算枝晶臂间距和显微硬度。通过实验测定试样的微观结构和显
微硬度，与模拟值进行比较验证。为了实现过程-组织-性能（PSP）关系的可视化，模拟及实验数
据集被输入到数据挖掘模型——自组织映射（SOM）中。在多目标下，工艺参数的设计窗口可以
从可视化映射中得到。这种被提出的方法可用于AM和其他数据密集型工艺过程。过程、组织和性
能之间的数据驱动联系可能会有利于在线过程监控控制，从而获得理想的微观组织和力学性能。
© 2019 THE AUTHORS. Published by Elsevier LTD on behalf of Chinese Academy of Engineering and Higher 

Education Press Limited Company This is an open access article under the CC BY-NC-ND license  
(http://creativecommons.org/licenses/by-nc-nd/4.0/).
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1. 引言

在现有的文献中，已经有对加速增材制造（AM）

的工艺和材料设计的研究（如文献[1–3]）。在这方面，

多尺度和多重物理建模以及模拟是至关重要的，因为它

们有可能大大减少实验花费的成本和时间[4–5]。为了

预测过程-组织-性能（PSP）的关系，人们对AM进行

了大量建模和模拟[6–9]。同时，采用高度受控的实验

测量手段，包括在线过程监控、微观组织表征和力学测

试，对模型验证是很关键的[10–12]。
然而，在AM工艺和材料设计中，单纯地将实验和

模拟结合，难以理解和运用由模拟和实验产生的高维数

据集，无法实现预期的加速。必须运用数据科学的方法

来有效地整合实验和多尺度模拟数据。Popova等[13]使
用数据科学方法来理解AM中的过程-组织联系，并使用

提出的数据科学工作流来试图理解过程条件与凝固晶粒

组织之间的关系。人们还提议将基于物理与数据挖掘方

法相结合，用于AM中的温度场预测[14,15]。利用三维

（3D）有限元分析（FEA）和实验热像数据对基于功能

性高斯过程的降阶模型进行了标定[14,15]。Salloum等

[16]在激光洁净成型（LENS）过程中使用自适应Alpert
树小波进行高维数据集压缩。Kohonen[17,18]提出的自
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组织映射（SOM）是一种基于神经网络的无监督机器学

习算法，能够将高维数据映射到二维（2D）平面，同

时保留拓扑结构[19,20]。与通常用于回归问题的人工神

经网络（ANN）相比，SOM的主要优点是能够以低维

映射的形式可视化高维数据，这有助于研究人员直观

地识别特征之间的潜在关系。SOM作为一种可视化高

维数据集的工具，也有利于对实际设计问题进行聚类

分析[21]。
在本研究中，SOM被用来可视化AM中的高维数

据，这些数据来自精心设计的实验测量和多重物理模

型。通过引入SOM，可以找到AM中激光功率、粉末质

量流率、能量密度、稀释率、冷却速率、枝晶臂间距和

显微硬度之间的关系。另外，还可以通过可视化SOM
得到多目标下的工艺参数设计窗口。该工作的原理如 
图1 [22]所示。

2. 实验数据集

利用1020 nm大功率连续波激光可以在AISI 1045碳

钢盘上沉积单道Inconel 718粉末。基体处的光束直径为

3 mm。激光功率为常数，质量流率从3.35~27.2 g·min−1

以每次2.65 g·min−1的速率递增。在每一质量流率下，激

光功率从1000 W增至2000 W，每增加200 W，产生60
条沉积道。详细的工艺参数和条件可以在我们之前的论

文中[10]找到。在这种情况下，材料特性包括冷却速率

测量、稀释率测量、枝晶臂间距测量和硬度测试。采用

红外热像仪测定稳态熔池中固相至液相温度的冷却速

率，详细描述见参考文献[10]。腐蚀沉积层横截面后，

可以确定和量化稀释率和枝晶臂间距。采用维氏显微硬

度测量方法，可得平均显微硬度。图2给出了实验工作

的总结和详细的稀释图表。实验细节可在参考文献[22]
中找到。

3. 基于物理的模拟数据集

建立计算热流体动力学（CtFD）模型，模拟定向

能量沉积（DED）过程[23]。本文没有描述细节的建模

方程，而是提供了一些阐述以便理解CtFD模型和组织-

图1. 对当前计算工作（顶行）和实验工作（底行）中通常使用的工作流的示意图描述，以及数据挖掘方法如何增强这一点，以恢复与材料创新
工作相关的高价值PSP连接。CALC：计算得出；EXP：实验得出。
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结构模型。求解非等温Navier-Stokes（N-S）方程，包

括质量方程、动量方程和能量方程，可得熔池内的温度

场和液态金属流场[24,25]。采用基于物理的拉格朗日-

欧拉（ALE）方法来跟踪熔池的自由表面[23]。根据稳

态熔池温度场，可以计算液固界面处熔池的尺寸、稀释

率和冷却速率。用经验公式来估算枝晶臂间距[26]。用

镍（Ni）当量来确定镍基高温合金的维氏硬度（HV）

[27]。这些模型的细节在我们之前的工作中描述过[22]。
总共计算了25个不同激光功率级和粉末质量流率的模拟

实例。每一例中，观察到的组织和性能变量是熔池的几

何尺寸、稀释率、冷却速率、二次枝晶臂间距（SDAS）
和显微硬度。模拟结果总结如图3所示。

图2. 从微观组织和硬度特征得到的实验数据集的正交视图：可变激光功率、粉末质量流率和4个测量输出[冷却速率、稀释率、二次枝晶臂间距
（SDAS）和硬度]。

图3. 可变激光功率级和粉末质量流率的模拟数据集正交视图，以及选定的模拟结果。
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4. 用于可视化 PSP 关系的数据挖掘

MATLAB [28]中的SOM工具箱被用来同时实现高维

数据集的可视化和过程参数的设计。通过基于物理的仿

真和实验测量，得到7维（7D）PSP数据集作为输入向

量（xm）来挖掘数据，如图4所示。由于仿真结果与实

验结果[22]吻合较好，所以采用25个仿真数据点和5个
实验数据点作为输入向量，训练单个8×8 SOM。我们

比较了不同尺寸SOM的结果，发现8×8 SOM的性能最

好。如果映射尺寸太小，则分辨率很低；而SOM过大

会导致过拟合。每个7D输入向量包含7个变量：4个过

程变量（即激光功率、粉末质量流率、能量密度和冷却

速率）、2个微观组织变量（即稀释率和SDAS），以及1
个性能变量（即显微硬度）。在本研究全部60个实验点

中，只有5个实验数据点作为SOM的输入，因为只有这

5个实验数据点具有全部7个测量值。当前版本的SOM
需要具有相同特征维度的数据点。因此，剩余的实验数

据被用来对仿真结果进行验证，而不是对SOM进行训

练。本工作的目标是演示数据驱动工作流，以便在AM
中理解和设计高维数据集。为了在不改变工作流的情况

下获得更好的映射分辨率，未来我们会使用更多的实验

和仿真数据集。

训练过程可以用伪代码来描述，如Algorithm 1所
示。映射神经元是六边形交错的。X 轴和Y 轴上的刻度

分别为整数1≤ i ≤SizeX 和1≤ j ≤SizeY，如图4所示。

初始神经元的权值根据随机数[0,1]被设置为W0
i, j。每个

输入向量的元素被线性标准化为[0,1]。初始化后，SOM
将接受T 次训练。对于当前次数t 和各输入向量xm，首

先通过式（1）计算输入向量与各神经元权值之间的距离，

确定最佳匹配单元（BMU）。 BMU是到输入向量xm距

离最短的映射单元。第二，BMU周围邻域的直径可由

式（2）确定，其中d(t)为随时间单调递减的函数。初始

距离系数为d0，在本研究中为8。下降速率是λ。第三，

BMU及其邻域的权重Wm
i, j是根据式（3）和（4）进行更

新的。在式（3）、（4）中，hBMU,i, j为高斯核函数；其中

α(t)为学习率参数；ri, j为各单元的位置；rBMU为BMU的

位置。在所有xm都被计算到SOM之后，当前迭代次数

就完成了。在这种情况下，通过选择足够多的迭代次

数T = 100，SOM可以收敛。图5为神经元点作为迭代次

数的函数，其权值的方差，表明训练后SOM的收敛性。

当训练完成时，映射可以重新排列原始数据集，同时保

留输入空间的拓扑属性。

Algorithm 1. Program SOM

Initialize weights of neurons W0
i, j with random number [0, 1]

Index of epoch: t

Index of input vector in the dataset: m

Do t = 0 to T (max index of epoch)

  Do m = 1 to n (max index of input vector)

    Find BMU:

   2BMU ,

1...
1...

arg min i j
m m m

i SizeX
j SizeY

W W
=
=

= − x  
    (1)

    Determine diameter of neighborhood around BMU:

    ( ) ( )0 expd t d t λ= −    
 

 (2)

    Update weights ,
1

i j
mW +  in BMU and neighborhoods:

    ( ), , ,
1 BMU, ,

i j i j i j
m m i j m mW W h W+ = + −x      (3)

    ( ) ( )
2 2

BMU, , , BMUexp 2di j i jh t r r tα  = − −  
     (4)

  End do

End do

每个映射如图6所示。PSP变量之间的关系可以被

直观地理解。如图6所示，粉末质量流率与SDAS呈正

相关关系，因为粉末质量流率的SOM平面与SDAS的
SOM平面在相似的位置具有相似的值。相反，粉末质量

流率与稀释率高度负相关。因此，根据图6中可视化的

SOM，本研究得到如下结果：

•	粉末质量流率比激光功率对冷却速率和SDAS的
影响更大。

•	稀释率和显微硬度取决于粉末质量流率和激光

功率。

•	显微硬度由稀释度决定，而不是由SDAS或冷却

速率决定。图4. 一个包含输入向量的典型SOM。n：全部数据集；Wi, j：权值。
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这些规律通过数据挖掘方法获得，为深入了解AM
过程中复杂的潜在物理现象和物质演化提供了有价值的

理解。此外，还可以获得具有多个微观组织和性能目标

范围的理想工艺参数窗口。本研究中，目标稀释率在

0.1~0.3之间。在此范围内，凝固轨道既可避免稀释率

过低导致的未熔合缺陷，又可避免高度稀释率导致的力

学性能下降[29]。为了保持良好的力学性能，应最小化

SDAS，并最大化显微硬度。为了寻找满足这些限制的

SOM单元，要对所有SOM单元执行一个迭代过程。可以

选择包含多个单元的目标簇作为白色线框，如图6所示。

因此，可以得到以下期望的工艺参数：1000~1100 W
的激光功率，22.4~24.8 g·min−1的粉末质量流率。所需

的能量密度，即激光功率除以粉末质量流率，范围为 
2.4 ×106~2.9 ×106 J·kg−1。

仿真误差等不确定性对SOM分辨率的影响是一个

有趣而重要的研究课题。在未来的工作中，我们将使用

一个更大的数据库来研究一个具有不确定输入的改进的

SOM。

5. 结论

本研究利用多物理模型、实验测量和先进的数据科

学技术，提出了一种新的方法，用于AM中产生、可视

化和设计高维PSP关系。本文介绍了该方法在显微结构

和显微硬度定量和设计中的应用。通过物理模型和实

验，得到了激光功率、质量流率、能量密度、冷却速

率、稀释度、枝晶臂距、显微硬度等高维数据集。利用

SOM对PSP数据之间的深层关系进行了可视化，并确定

了重要的关系趋势。为了获得理想的工艺参数，多个目

标优化实例已被提出并解决。该方法可应用于AM和其

他数据密集型工艺过程中多种类型的PSP数据集。过程、

组织和性能之间的数据驱动关系可以提供在线监测和过

程控制，从而获得理想的显微结构和力学性能。
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