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应用神经网络进行短期负荷预测
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［摘要］ 　 以某地区购网有功功率的负荷数据为背景 ，建立了 ３个 BP神经网络负荷预测模型 ——— SDBP ， LMBP
及 BRBP模型进行短期负荷预测工作 ，并对其结果进行比较 。针对传统的 BP算法具有训练速度慢 ，易陷入局部
最小点的缺点 ，采用具有较快收敛速度及稳定性的 L唱M （Levenberg唱Marquardt） 优化算法进行预测 ，使平均相对误
差有了很大改善 ，而采用贝叶斯正则化算法可以解决网络过度拟合 ，提高网络的推广能力 。
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　 　电力系统负荷预测是实现电力系统安全 、经济
运行的基础 ，尤其是在电力市场条件下 ，负荷预测
不仅对电力系统操作人员 、电力市场规划者 、供电
者有着重要的作用 ，而且对其他的电力市场参与者
也很重要 。当负荷预测的差额造成大量运行成本和
利润损失时 ，高精度和快速的负荷预测就成为电力
系统可靠运行和电力市场供求平衡的保证 ，因此对
先进的智能预测方法进行研究是很有必要的 。

人工神经元网络一经引入电力系统 ，负荷预测
就成为其应用研究的一个主要领域 ，也是到目前为
止研究得最多的一个课题 。作者以某地区购网有功
功率的负荷数据为背景 ， 通过仿真实验 ， 对 SDBP
算法 、 L唱M优化算法 、 贝叶斯正则化算法的 BP 模
型 （依次称之为 SDBP 、 LMBP及 BRBP模型） 在短
期负荷预测中的训练速度 、预测精度和推广能力等
性能进行了对比 。

１ 　 BP神经网络
1畅1 　 BP神经网络结构

BP （back propagation） 神经网络通常是指基于
误差反向传播算法 （BP算法） 的多层前向神经网
络

［１］ ，它是 D ． E ． Rumelhart 和 J ． L ． McClelland
及其研究小组在 １９８６年研究并设计出来的 。 BP神

经网络通常具有一个或多个隐含层 ，其中 ，隐含层
神经元通常采用 Sigmiod 型函数 ， 而输出层神经元
则采用 purelin 型传递函数 。 图 １ 给出了一个具有
单隐含层的 BP神经网络模型 。 理论已经证明 ， 具
有如图 １所示结构的 BP神经网络 ， 当隐层神经元
数目增加到足够多时 ，可以以任意精度逼近任何一
个具有有限间断点的非线性函数

［２］ 。这在结构的实
现上 ，要比增加更多的隐含层来提高网络训练精度
要简单得多 。所以绝大部分在电力负荷预测领域应
用的 BP网络都只取一层隐含层 。

图 1 　具有单隐含层的 BP神经网络
Fig畅１ 　 BP neural network with a single

connotative layer
1畅2 　传统的 BP学习算法

BP算法由两部分组成 ， 即信息的正向传递和
误差的反向传播 。在正向传递过程中 ，输入信息从



输入经隐含层逐层计算传向输出层 ，每一层神经元
的状态只影响下一层神经元的状态 。如果在输出层
没有得到期望的输出 ， 则计算输出层的误差变化
值 ，然后反向传播 ，通过网络将误差信号沿原来的
连接通路反向传播回来 ，用以修改各层神经元的权
值和偏置值 ，直至达到期望目标 。为了和其他改进
的 BP算法相区别 ， 传统的 BP 算法又称为最速下
降算法 （SDBP ， steepest descent back propagation） 。
1畅3 　 L唱M学习算法

对于神经网络的学习和训练 ，传统的反向传播
算法迭代速度慢 ， 且易陷入局部最小点 。 针对 BP
算法的缺点 ，当计算机的内存足够大时 ，对于中小
型结构的网络一般使用以下改进方法 ———非线性阻
尼最小二乘法 （Levenberg唱Marquardt algorithm ， 简称
L唱M算法） 。 L唱M 算法是牛顿法的变形 ， 用以最小
化那些作为其他非线性函数平方和的函数 。这非常
适合性能指数是均方误差的神经网络训练 ，可大幅
度提高收敛速度 ，并可以提高算法的稳定性 ，减小
陷入局部最小点的可能 。
1畅4 　 BR学习算法

推广能力 （generalization） 是指训练后的神经
网络对未在训练集中出现的 （但来自同一分布的）
样本做出正确反应的能力 。在人工神经元网络训练
过程中 ， 有时会出现过度拟合现象 （overfitting） 。
过拟合现象是由于网络学习了太多的特殊样本 ，并
且过分追求拟合所有训练模式 ，即要求对于所有的
训练模式误差均要很小而造成的 。 由于噪声的存
在 ，网络中除了适应数据中的有用信息外 ，还要去
适应各种噪声 。这样 ，一个” 过度训练” 的神经网
络可能会对训练样本集达到较高的匹配效果 ，但对
于一个新的输入样本矢量却可能会产生与目标矢量

差别较大的输出 ，即神经网络不具有或具有较差的
推广能力 。

正则化方法是对性能指数增加一项来提高其推

广能力的 ，换句话说 ，修改后的性能指数包含两部
分 ，一部分是误差平方的函数 ，而另一部分是网络
参数数目 （或他们的大小） 的函数 。训练过程试图
在保证网络训练误差尽可能小的情况下使网络具有

较小的权值 ，这实际上相当于自动缩小了网络的规
模

［３ ，４］ 。
贝叶斯正则化 （BR ， bayesian regularization） 算

法 ，是指为了提高网络推广能力 ，训练过程中要建
立一个由各层输出误差 、权值和阀值构成的特殊性

能参数 （该参数定义类似于规则化均方误差 ，
msereg） ，通过依据 L唱M 优化理论对网络的权值和
阀值进行调整 ，使该参数最小化 。

２ 　 BP神经网络的应用
2畅1 　 BP模型用于短期负荷预测的仿真结果

采用从 ２００４ 年 ３ 月 １６ 日到 ２００４ 年 ４ 月 ２１ 日
某地区购网有功功率的 ２４ 点历史负荷数据 ， 可构
造出具有时间先后顺序的 ２８ 个 ２４ h 数据样本 。 取
前面 ２１ 个数据样本训练神经网络的权值和阀值 ，
称为训练样本 ，后面 ７个数据样本评价神经网络的
性能 ， 称为评价样本 。 对 ３ 种 BP 模型 ——— SDBP 、
LMBP及 BRBP模型分别进行了 ４月 １４日 ～ ２０日的
模拟预测 ，以做性能上的比较 。

利用 MATLAB６畅５ 的神经网络工具箱函数进行
编程仿真的 ，不仅编程简洁 ，而且收敛速度快［５］ 。

图 ２给出了 SDBP 、 LMBP及 BRBP模型 ２００４年
４月 １８的 ２４ h实际值与预测值曲线图 。

图 2 　 2004年 4月 18日实际值与预测值曲线
Fig畅２ 　 Curves of actual and predicted values of

the １８th April ２００４

由图 ２ 可以明显的看出 ， LMBP 模型比 SDBP
模型的预测曲线对实际曲线具有更好的逼近效果 ，
但在个别峰值处的误差变得比较尖锐 。

对比后两组曲线 ， LMBP 模型的预测曲线毛刺
较多 ，而 BRBP 模型的预测曲线较为光滑 ， 显然 ，
经贝叶斯正则化算法训练的神经网络对噪声不敏

感 ，具有较好的推广能力 ， 而经 L唱M 算法训练后
的神经网络却对样本数据点实现了” 过度匹配” 。
2畅2 　仿真分析

表 １给出了 ２００４ 年 ４ 月 １４ ～ ２０ 日 ７ 天基于这
三种模型的预测误差表 。 由表 １ 可以看出 ， 基于
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LMBP模型和 BRBP 模型的平均相对误差和每日峰
值相对误差比 SDBP 模型有了很大的降低 ， 其中
BRBP模型的这两个误差值是最低的 。

表 ２ 为电力负荷预测分别使用 SDBP 模型 、
LMBP模型和 BRBP 模型进行训练所需要的平均迭

代次数及迭代时间 。由表 ２可知 ， 采用 LMBP模型
进行网络训练 ， 其平均迭代时间为 ２畅３ s ， 平均迭
代次数为 ３畅５ 次 ， 较 SDBP 模型有了显著的改进 ，
而 BRBP 模型收敛速度较慢 ， 平均迭代时间为
１２７畅０ s 。

表 1 　基于 SDBP模型 、 LMBP模型和 BRBP模型的预测误差表
Table １ 　 Errors of predicted values

日期
平均相对误差 （绝对值） 最大相对误差 （绝对值） 峰值相对误差 （绝对值）

SDBP 模型 LMBP 模型 BRBP 模型 SDBP 模型 LMBP 模型 BRBP 模型 SDBP 模型 LMBP 模型 BRBP 模型
４畅１４ ０畅０２１ ７５８ ０畅０２１ ５２８ ０畅０２８ ９ ０畅０７２ ９３６ ０畅０６７ ３３４ ０畅０８０ １９５ ０畅０１１ ７２ ０畅０１２ ２３ ０畅０２０ ７７８

４畅１５ ０畅０２８ ６２８ ０畅０２７ ２８２ ０畅０３９ ５１１ ０畅０８７ ８４２ ０畅０７７ ３６３ ０畅１０７ ０８ ０畅０１１ ５３４ ０畅００８ １９５ １ ０畅０１１ ９７

４畅１６ ０畅０４６ ８２６ ０畅０４７ ０７２ ０畅０４６ ９８７ ０畅１０５ ６４ ０畅１００ ７９ ０畅１１８ １４ ０畅０４１ ４２５ ０畅０３１ ４６６ ０畅０１１ ７３６

４畅１７ ０畅０３５ ２５８ ０畅０３５ ０６９ ０畅０２７ ６２４ ０畅０８９ ６１９ ０畅０９５ ３３１ ０畅１０１ ３９ ０畅０６９ ２１９ ０畅０６４ ２４ ０畅０６４ ４１９

４畅１８ ０畅０２７ ２８４ ０畅０２４ ３３３ ０畅０２２ ９９４ ０畅０７９ ６５３ ０畅０９１ １２６ ０畅０５１ ２０１ ０畅０２２ １３７ ０畅０１５ ０６８ ０畅０１２ ２１３

４畅１９ ０畅０４０ ８３９ ０畅０３９ ２３５ ０畅０２８ ６９６ ０畅０８３ ００４ ０畅０７１ ６６１ ０畅０７５ ８６５ ０畅０３０ ７８４ ０畅０３１ ０８７ ０畅０２５ ９２６

４畅２０ ０畅０３７ ９７２ ０畅０３６ ９４６ ０畅０３６ ６７１ ０畅０９２ ６４４ ０畅０９６ ９４７ ０畅０９２ ８５ ０畅０１２ １０５ ０畅００２ ７３０ ５ ０畅００９ ３１３

平均值 ０畅０３４ ０８１ ０畅０３３ ０６６ ０畅０３３ ０５５ ０畅０８７ ３３４ ０畅０８５ ７９３ ０畅０８９ ５３１ ０畅０２８ ４１８ ０畅０２３ ５７４ ０畅０２２ ３３６

表 2 　迭代时间及次数比较
Table ２ 　 Comparison of iterative time and times
SDBP 模型 LMBP 模型 BRBP 模型

迭代次数 迭代时间桙s 迭代次数 迭代时间桙s 迭代次数 迭代时间桙s
３ ６３７畅５ ７３畅７ ３畅５ ２畅３ ２５６畅３ １２７畅０

图 ３ ，图 ４ ， 图 ５ 为该例网络的某次 SDBP 模
型 ， BRBP 模型和 LMBP 模型训练误差变化曲线 。
对比三个训练曲线可以看到 ， SDBP ， BRBP模型当
网络误差性能降低到或有时候甚至于未降低到目标

值时就停止了训练 ，而 LMBP模型由于训练速度过
快 ，每次停止训练时 ，网络误差性能远远的降到了
目标值以下 。 如图 ５ 所示采用 LMBP 模型进行训
练 ，网络误差性能目标值为 ０畅００１ ， 而当算法收敛
而停止训练时 ，网络误差性能却已降到了４畅３９６ ４９
× １０ － ５ ，这也是 LMBP模型推广能力较差的一个原
因吧 。

图 3 　 SDBP模型训练误差变化曲线
Fig畅３ 　 Curve of training error variation of SDBP model

图 4 　 BRBP模型训练误差变化曲线
Fig畅４ 　 Curve of training error variation of

BRBP model

图 5 　 LMBP模型训练误差变化曲线
Fig畅５ 　 Curve of training error variation of LMPB model
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３ 　结论
根据电力系统的特点 ， 建立了 ３ 个 BP 模型

——— SDBP ， LMBP 和 BRBP 模型 ， 进行了仿真实验
比较 ，得到以下结论 ：

１） 由于 BP 算法本身收敛速度慢 ， 且易陷入
局部极小 ，所以 ， SDBP 模型的预测误差 ， 尤其是
峰值处预测误差较大 ，预测结果并不理想 。

２） 当网络具有相同结构参数时 ， 采用 BRBP
模型可使网络的推广能力得到提高 ，平均相对误差
和每日峰值相对误差降低 ，但收敛速度过慢 （慢于
SDBP模型） ，不适于在实际应用中采用 。

３） L唱M优化算法具有较快收敛速度及稳定性 ，
虽然经 LMBP模型训练后的神经网络却对样本数据
点实现了” 过度拟合” ， 但在负荷预测中 ， 平均相
对误差较 SDBP模型有了很大改善 ， 具有良好的应
用前景 。
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Short唱term Load Forecasting Using Neural Network
Luo Mei

（ Shaanxi Textile and Garment Institute ， Xianyang ，Shaanxi 　 ７１２０００ ， China）

［Abstract］ 　 Based on the load data of meritorious power of some area power system ， three BP ANN models ，
namely SDBP ，LMBP and BRBP Model ， are established to carry out the short唱term load forecasting work ，and
the results are compared ．Since the traditional BP algorithm has some unavoidable disadvantages ， such as the
low training speed and the possibility of being plunged into minimums local minimizing the optimized function ，
an optimized L唱M algorithm ，which can accelerate the training of neural network and improve the stability of the
convergence， should be applied to forecast to reduce the mean relative error ． Bayesian regularization can
overcome the over fitting and improve the generalization of ANN ．
［Key words］ 　 short唱term load forecasting （STLF） ； ANN ； Levenberg唱Marquardt ； Bayesian regularization ；
optimized algorithms
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