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［摘要］　提出了一种用于分类的模糊基函数（ＦＢＦ）神经网络在线跟踪自学习算法，通过带有遗忘因子的样
本均值和样本协方差矩阵，保存了原始样本所包含的类可能性分布信息，并在此基础上产生新增样本的目标
输出用于训练 ＦＢＦ网络，以实现分类边界的在线跟踪；给出了带有遗忘因子的样本均值和样本协方差矩阵的
递推算法，以克服传统方法需要保存大量以往训练样本带来的困难。 所提出的方法用于旋转机械的故障识
别，结果表明是可行的和有效的。
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1　引言
在神经网络（ＮＮ）理论中，学习包括两个方面的

含义，一是通常意义上的学习训练，通过给定的样本，
对初步设计的网络权参数进行调节，使之满足问题求
解的需要，如文献［１］通过神经模糊系统的自学习，从
实际数据中提取直流电机的模糊诊断规则；文献［２］
通过模块化径向基函数网络，对新故障的自学习提高
诊断系统的诊断能力。 二是自学习，即对已经得到良
好训练的网络，通过新增样本的学习，使之适应变化
了的环境，如在自动控制领域经常采用的在线训练算
法。 对于用于分类的有指导训练网络，由于学习过程
和工作过程通常是分离的，为了避免再次学习时出现
“突然遗忘”现象［３］ ，训练样本集需要包含过去所有
的样本及新增的样本，从而导致随着时间推移，样本
规模越来越大，训练也越来越困难。

为了解决上述问题，笔者针对用于分类的模糊基
函数（ＦＢＦ）神经网络的自学习问题进行了研究［４］ ，详
细介绍了一种通过带有遗忘因子的样本均值和样本协

方差矩阵，保存样本所包含的类可能性分布信息，并在
此基础上产生新增样本的目标输出用于训练 ＦＢＦ 网
络，以实现在线跟踪分类边界的自学习算法。

2　模糊基函数神经网络
2．1　FBF 神经网络结构

考虑由模糊规则

R i１，i２，… ， i n：如果 x１ ＝A１
i１，x２ ＝A１

i２，
…，xn ＝An

in，那么 yB i１， i２，…， i n （１）
所构成的单输出模糊系统，其中 A j

i j炒U j，B i１， i２，…， in炒
V 分别表示论域 U j 和 V 上的语义项模糊集，i j ＝１，
２， …，N j；j ＝１， ２， …， n；N j 为 x j 所属论域 U j 上的

基本语义项模糊集的数目。
若采用单点模糊化算子、代数积蕴含、Ｓｕｐ －Ｐｒｏｄ唱

ｕｃｔ合成和重心非模糊化方法，且模糊隶属函数 Aj
i j（x j）

均为 Ｇａｕｓｓｉａｎ隶属函数，则 ＦＢＦ具有如下形式［５］ ：
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其中，x ＝（ x１ ， x２ ， …， xn ） Ｔ ∈Rn； I 为指标集， I ＝
｛ i１，i２ ，…，in ｜i j ＝１， ２， …， N j； j ＝１， ２， …， n｝；珋x j

i j

为 Ｇａｕｓｓｉａｎ隶属函数 A j
i j（x j）的中心；σj

i j为其半径。
模糊系统可以表示成一系列 ＦＢＦ 的线性组合，

即模糊系统的输出为

y ＝∑H

i ＝１
p i（x）w i （３）

式中 H 为模糊基函数的个数，即模糊系统的规则
总数。

单输出模糊系统可以通过图 １ 所示的 ＦＢＦ 网
络实现。 ＦＢＦ 网络具有良好的非线性函数逼近特
性

［４，５］ ，能够直接根据系统的输入输出来逼近系统
的动态行为。 对于复杂的系统，由于 ＦＢＦ 网络可以
根据系统操作者和专家的知识弥补实际测量数据的

不足，使它比传统的基于实测数据的 ＮＮ 能更好地
反映系统的特性。

ＦＢＦ网络的输出反映了给定样本属于输出类的
可能性（隶属度），由于 ＦＢＦ 网络中模糊隶属函数隐
含的距离特性，当给定样本接近所对应的类别时，网
络输出的可能性高，反之，当给定样本远离该类时，
网络输出的可能性较小或接近于 ０，这样对于未知
的不属于该类的样本，ＦＢＦ 网络能够正确地做出拒
绝决策，满足分类系统的要求。

图 1　单输出 FBF网络
Fig．1　Fuzzy basis function network with

single output
对于多输出情形，一般通过直接增加输出层节点

个数的方法处理，但此时由于对某一类别的输入样
本，只有对应于该类别的隐 ＦＢＦ 单元存在输出，其他
ＦＢＦ单元输出很小或为零，导致输出层权重学习困
难。 为此采用了对隐 ＦＢＦ 单元进一步归类，构建模
块化 ＦＢＦ 网络以消除不必要的输出层权重，降低输
出层权重学习的难度。 实际的网络结构如图 ２ 所示。

图 2　模块化多输出 FBF网络
Fig．2　Modularized fuzzy basis

function network for multiple outputs

2．3　模糊基函数网络的学习算法
ＦＢＦ 网络需要学习的参数包括 w ＝（w１ ，w２ ，…，

wH ） Ｔ，珔x i ＝（珋x１
i１，珋x２

i２，…，珋xn
in） Ｔ
以及 σi ＝（σ１

i１，σ２
i２，…，

σn
in） Ｔ，（ i ＝１， ２，…，H）。 为了方便，简记 珔x i ＝（珋x i１ ，

珋x i２，…，珋x in ） Ｔ，σi ＝（σi１ ，σi２ ，…，σin ） Ｔ。 ＦＢＦ 网络的
学习可采用正交最小二乘算法

［４］
或梯度优化算

法
［ ６］ ，笔者采用了类似于 ＲＢＦ 网络学习的两步算

法
［ ６］ ，即：
１） 应用聚类算法获取 ＦＢＦ 的中心并确定

Ｇａｕｓｓｉａｎ隶属函数的半径。 本文聚类算法采用了广
义学习向量量化算法 （ ｇｅｎｅｒａｌｉｚｅｄ ｌｅａｒｎｉｎｇ ｖｅｃｔｏｒ
ｑｕａｎｔｉｚａｔｉｏｎ， ＧＬＶＱ） ［ ７］ ， 以消除 Ｃ唱均值聚类算法对
初始条件的敏感性。

２） 应用梯度优化算法调节 ＦＢＦ 网络的输出层
权重。 由于输出单元为隐 ＦＢＦ 单元输出的线性组
合，此处采用梯度优化算法不仅没有局部极小的问
题，而且可以有效地避免采用最小二乘求解权重时
由于矩阵病态所造成的学习失败。

上述学习算法仅考虑了从实际的输入–输出数

据对决定 ＦＢＦ 网络的方法，尽管如此，它也能用于
具有预先确定规则的 ＦＢＦ 网络，此时先可以固定由
语义规则所确定的 ＦＢＦ 单元，再通过上述算法获取
由输入数据所产生的 ＦＢＦ，并对所有 ＦＢＦ 的输出权
参数应用梯度优化算法同时学习。 注意到，由语义
规则决定的 ＦＢＦ 单元与由数值数据所产生的 ＦＢＦ
单元可能表达了同一条规则，为了优化网络结构，可
以通过规则相似性度量和重要性度量，删除冗余的
或不必要的 ＦＢＦ 单元［８］ 。
3　FBF网络在线跟踪自学习算法

3．1　FBF 网络的在线跟踪自学习策略
实现 ＮＮ 自学习的关键是对当前网络重新训练
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时，如何确保网络不丢失已经得到学习的知识。 解
决该问题的一个自然的思路是对相似样本进行压

缩，仅保留最具代表性的样本作为过去的事例用于
当前网络的训练。 注意到，ＦＢＦ 网络训练过程中的
聚类实质是将相似性更高的样本聚为一个子类，因
此，可以认为 ＦＢＦ 单元的中心自然地相应于训练样
本中最具代表性的样本，即 ＦＢＦ 网络参数已经对训
练样本进行了有效的压缩。 基于此，ＦＢＦ 网络的在
线跟踪自学习可以采取如下策略：

１） ＦＢＦ 的中心及半径的学习：以原 ＦＢＦ中心为
初始中心，只对每个新增样本进行一步迭代以减缓
旧中心的遗忘速度。 第 i 个 ＦＢＦ 单元的新中心由式
cN i ＋１， ij ＝ cN i， i j ＋α（xN i ＋１， j －cN i， i j）　xN i ＋１∈C i

cN i， i j ＋β（xN i ＋１， j －cN i， ij）　xN i ＋１臭C i

（４）
递推求取， 式中 ０ ＜α，β＜１ 分别为 ＧＬＶＱ 算法的获
胜单元和非获胜单元的学习率，N i 为第 i 个 ＦＢＦ 单
元所拥有的样本数。 ＦＢＦ单元的新半径取为

σ２
N i ＋１， ij ＝ｍａｘ

i≠ k
（cN i ＋１， i j －cN i ＋１，k j） ２ H （５）

式中 H为 ＦＢＦ 单元的数量。
２） 通过新样本的期望输出来体现网络已学习

到的类可能性分布信息，即新增训练样本的期望输
出依赖于过去的训练样本。 为此，采用了具有遗忘
因子的加权平均技术。

考虑某一类别 C，设其过去 P 个样本的加权平
均中心为

v P ＝∑P

i ＝１
P －ix i

∑P

i ＝１
P －i

＝ １ －
１ － P ∑P

i ＝１
P －ix i （６）

式中 x i（ i ＝１， ２， …， P）为样本向量，P 为样本数，
为遗忘因子，一般 ∈（０．９５， １）。

加权协方差矩阵为

ΣP ＝∑
P

i ＝１
P －i（x i －v P ）（x i －v P ） Ｔ

∑P

i ＝１
P －i

＝

１ －
１ － P ∑P

i ＝１
P －i（x i －v P）（x i －v P ） Ｔ （７）

对于给定的样本 x j，其期望的可能性输出由正
态型多元模糊分布

μj ＝ｅｘｐ －１
k d j

２ ＝
ｅｘｐ －１

k （x j －v P） ＴΣP
－１ （x j －v P ） （８）

求得，其中 d j ＝ （x j －v P） Ｔ ΣP
－１（x j －v P ），为 x j

与类中心 v P间的 Ｍａｈａｌａｎｏｂｉｓ 距离。 常数 k ＞０，用
于调整样本的期望可能性输出。 通常应使得距离类
中心v P最远的样本的可能性输出≥０．５。
3．2　带有遗忘因子的样本均值和协方差矩阵的递

推运算

　　直接求取带有遗忘因子的样本均值及协方差矩
阵，需要保留所有的样本。 此外，计算 Ｍａｈａｌａｎｏｂｉｓ
距离需要求样本协方差矩阵的逆，计算量很大，为
此，笔者进一步提出了带有遗忘因子的样本均值、样
本协方差阵及其逆矩阵的迭代计算方法。

设 P 个初始样本的加权均值和协方差阵分别
为v P及 ΣP 。 新增样本 xP ＋１后，有

vP ＋１ ＝ １ －
１ － P ＋１ ∑P ＋１

i ＝１
P ＋１ －ix i ＝

（１ －αP ＋１ ） v P ＋αP ＋１xP ＋１ （９）
式中　　　αP ＋１ ＝ １ －

１ － P ＋１ （１０）

ΣP ＋１ ＝ １ －
１ － P ＋１ ∑P ＋１

i ＝ １
P ＋１ －i（x i －v P ＋１）·

（x i －v P ＋１） Ｔ ＝（１ －αP ＋１ ） ΣP ＋
αP ＋ １ （v P －xP ＋ １）（v P －xP ＋ １ ） Ｔ （１１）

利用矩阵反演公式（A ＋BC） －１ ＝A －１ －A －１ B
（I＋C A －１ B） －１ CA －１ ，取 A ＝Σp，B ＝αP ＋１ （ v P －
xP ＋１），C＝（ v P －xP ＋１ ） Ｔ，则
ΣP ＋ １

－１ ＝ １
１ －αP ＋ １

ΣP
－１ －

ΣP
－１（v P －xP ＋１）（v P －xP ＋１）ＴΣP

－１

１
αP ＋１

＋（v P －xP ＋１）Ｔ ΣP
－１（v P －xP ＋１）

。

为了在计算过程中保证 Σ－１
P ＋１的对称性，实际运

算时采用式

ΣP ＋１
－１ ＝ １

１ －αP ＋１
ΣP

－１ －KP ＋１KP ＋１
Ｔ １

αP ＋１
＋

（ v P －xP ＋ １ ） ＴΣP
－１ （ v P －xP ＋ １）

（１２）
式中

　KP ＋１ ＝ Σ－１
P （v P －xP ＋１ ）

１
αP ＋１

＋（ v P －xP ＋１） ＴΣ－１
P （v P －xP ＋１ ）

（１３）

由式（９）至式（１３）即可实现带有遗忘因子的样
本均值v P ＋１和协方差阵 ΣP ＋１及其逆阵的递推计算。
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4　FBF网络在线跟踪自学习算法的仿真和
应用

4．1　在线跟踪自学习算法的仿真
为了显示自学习算法在线跟踪分类边界的能

力，对二维分类过程进行了仿真，设初始聚类中心为
v P ＝（２， ２） Ｔ，协方差矩阵为

ΣP ＝ ０．４ ０．２
０．２ ０．８

当前用于学习的样本中心为（４， ４） Ｔ。 按照样
本均值由（２， ２） Ｔ硳（２．５， ２．５） Ｔ硳（３， ３） Ｔ 硳（３．５，
３．５） Ｔ硳（４， ４） Ｔ

的顺序以协方差矩阵 ΣP 分别产生

５ 组数量为 ４００ 的二维正态分布的训练样本集。 按
照正态分布 ±３σ的原则确定出式（８）中的常数 k ＝
６．５。 图 ３（a）所示为初始样本集和当前样本集的

可能性分布图。
从初始样本集出发，对 ＦＢＦ 网络进行训练，应

用训练后的 ＦＢＦ 网络对随后的样本集进行分类，舍
弃分类失败的样本（即 ＦＢＦ 网络输出小于 ０．５ 的样
本），将分类成功的样本作为 ＦＢＦ 网络新的训练样
本用于 ＦＢＦ的自学习，自学习后的网络再用于下一
组样本的分类。 重复上述自学习过程，直至到对所
有 ５ 组样本均学习完。

图 ３（ ｂ）、（ ｃ）分别给出了遗忘因子 为 ０．９９８
时，自学习过程中期望的样本分类边界及样本聚类
中心的变化图。 为了对比方便，图中同时给出了只
根据当前样本集进行非在线学习时，最后一组样本
集的聚类边界以及 ５ 组样本聚类中心变化曲线。 图
２（ｄ）给出了在线和非在线学习时 ＦＢＦ 网络的实际
分类边界与期望分类边界的对比。

图 3　FBF网络分类边界及聚类中心的变化图
Fig．3　The cluster boundary and center of the fuzzy basis function network
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　　由图 ３ 可见：
１）随着新样本分组的逐步加入，ＦＢＦ 网络的分

类边界及聚类中心逐渐根据新样本集的分布向当前

样本集靠近。
２）通过在线跟踪自学习获得的当前分类边界

（图中第 ４ 次学习后的边界）明显地比非在线跟踪
学习涵括了更多的过去样本，同时，在线跟踪自学习
方法可以逐步遗忘距离新聚类中心最远的样本，这
种可控的遗忘正是所期望的。

３）若不采用在线跟踪学习，仅根据当前的样本
集进行训练，将存在“突然遗忘”现象，如图 ３（ ｄ）中
最后一组样本集的非在线学习边界只包含了当前用

于学习的样本集中的样本，以往的类分布信息被遗
忘；而直接将 ５ 组样本集融合于一体用于网络的训
练，尽管无突然遗忘，但新的分类边界过大（图 ３（ｂ）
中点虚线围成的边界），影响分类的精确性。

４）遗忘因子 可用于控制遗忘的速度，即 ＦＢＦ
网络跟踪新分类边界的快慢。

试验结果表明，在线跟踪自学习很好地解决了
传统 ＮＮ 在自学习过程中存在的困难，确保了 ＦＢＦ
网络可以跟踪实际系统的变化过程，始终维持较好
的分类性能。
4．2　在线跟踪自学习算法的应用

将采用在线跟踪自学习算法的模块化 ＦＢＦ 网
络应用于某公司一台“Ｈ”型空压机组的故障诊断，
该机组收集到不平衡故障样本 １４８ 个、油膜涡动样
本 ８６ 个、紧固件松动样本 ７６ 个。 取故障征兆为 ９
个频段（表 １）的振幅分布特征和轴心轨迹特征（椭
圆、内 ８ 形、紊乱等），各故障样本的轴心轨迹特征
根据文献［９］提出的基于 Ｚｅｒｎｉｋｅ 不变矩的轴心轨
迹识别方法获得。

表 1　基于频谱和轴心轨迹特征的初始故障聚类中心
Table 1　Initial fault cluster center with the spectrum and shaft orbit features

故障类别

聚类中心

（０．０１ ～
０．３９） f

（０．４０ ～
０．４９） f ０．５０ f （０．５１ ～

０．９９） f １ f ２ f （３ ～５） f 奇数倍 f ＞５ f 椭圆 内 ８ 紊乱

平 衡 ０．０１６ １ ０．０３６ ０ ０．０７２ ９ ０．０６２ ９ ０．６５６ ４ ０．００７ ２ ０．０６８ ２ ０．０４４ ５ ０．０３５ ９ ０．９５１ ８ ０．１３９ ８ ０．１４４ ３
油膜涡动 ０．０１３ ９ ０．０５４ ３ ０．２２５ ７ ０．０６１ ２ ０．５６６ ７ ０．００４ ２ ０．０３７ ８ ０．０２１ ３ ０．０１４ ７ ０．１４５ ４ ０．９５６ ３ ０．１３７ ９
松　动 ０．２２４ ７ ０．１５１ ２ ０．１２８ ８ ０．０７９ ６ ０．１９０ ２ ０．０１４ ４ ０．０９７ １ ０．０６５ ３ ０．０４８ ７ ０．１２０ ８ ０．１４５ ９ ０．９４８ ０

　　采用图 ３ 所示的模块化 ＦＢＦ 网络结构，每类故
障分别通过一个 ＦＢＦ 网络实现其分类边界的逼近，
每个 ＦＢＦ 网络仅根据属于自己所识别故障类型的
样本进行训练。 将故障样本按照时间顺序一分为
二，前者作为训练样本，后者用于 ＦＢＦ 网络的自学
习。 表 １ 和表 ２ 分别给出了各故障的初始聚类中心
和经过在线跟踪自学习后的聚类中心。 表 ３ 给出了

ＦＢＦ 网络的识别结果，可以看出每类网络对不属于
所对应故障类别的样本都能正确拒绝接受，而对属
于所对应故障类别的样本，被拒绝的样本数很少
（分别为 ３，４ 和 １），识别成功率均达到 ９０ ％以上。
将经自学习后的 ＦＢＦ网络用于识别，成功率均达到
１００ ％（表略），从一个侧面验证了所提方法的可行
性和有效性。

表 2　基于频谱和轴心轨迹特征的故障自学习后的聚类中心
Table 2　Fault cluster center with the spectrum and shaft orbit features after self唱learning

故障类别

聚类中心

（０．０１ ～
０．３９） f

（０．４０ ～
０．４９） f ０．５０ f （０．５１ ～

０．９９） f １ f ２ f （３ ～５） f 奇数倍 f ＞５ f 椭圆 内 ８ 紊乱

不 平 衡 ０．０１９ ９ ０．０４４ ３ ０．０６２ ６ ０．０５４ ５ ０．６５６ ９ ０．００５ ７ ０．０６９ ８ ０．０５４ ３ ０．０３２ １ ０．９４９ ４ ０．１４２ ４ ０．１４６ ７
油膜涡动 ０．０１３ ９ ０．０６７ ６ ０．２２３ ７ ０．０６２ ４ ０．５５５ ６ ０．００３ ９ ０．０３６ ８ ０．０２１ ４ ０．０１４ ７ ０．１４６ １ ０．９５７ ６ ０．１３６ ６
松　动 ０．２１４ ９ ０．１５６ １ ０．１２２ ０ ０．０８７ ８ ０．２２４ ３ ０．０１１ １ ０．０８０ ７ ０．０５８ ３ ０．０４４ ７ ０．１３４ ０ ０．１４７ ９ ０．９４１ ０
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表 3　FBF网络诊断结果
Table 3　Diagnosis result of the FBF network

网络

类别

被拒绝的测试样本数目

不平衡

（７４）倡
油膜涡

动（４３）
紧固件

松动（３８）
诊断成

功率／％
正确拒

绝率／％
不 平 衡 ３ ４３ ３８ ９５．９ ９６．３
油膜涡动 ７４ ４ ３８ ９０．７ ９６．４
紧固件松动 ７４ ４３ １ ９７．４ ９９．１

倡 括号内为各个故障的测试样本数目

5　结论
从分析 ＮＮ 的自学习功能入手，指出现有的 ＮＮ

自学习过程在实际应用中所存在的缺陷，诸如“突
然遗忘”现象、训练样本的保存等。 然后提出了解
决这些缺陷的有效方法，即通过样本的协方差阵保
存过去样本的信息及所包含故障的可能性分布信

息，同时，产生新训练样本的期望输出时考虑到过去
样本对之造成的影响，解决了 ＮＮ 训练过程中的“突
然遗忘”问题。 此外，为了克服计算样本均值和协
方差矩阵需要保存所有故障样本的困难，提出了一
种递推计算样本协方差阵的有效方法。 数值仿真和
在故障识别中的应用结果表明，所提出的方法是有
效的。
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