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［摘要］　利用径向基函数前馈式神经网络的特性，构建了连拱隧洞围岩变形的预测模型，并利用 Ｍａｔｌａｂ工具
对模型进行求解。 最后的工程实例对文章的方法进行了检验，其结果表明，此方法具有求解速度快，结果更
为优化、预测效果更好等优点。
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1　前言
在公路隧道新奥法施工过程中，位移监测对于

设计和施工起着极其重要的作用。 针对已量测到的
围岩变形数据，通过一定的数值分析方法，可获得围
岩日变形速率以及围岩变形收敛时间等重要参数，
从而为正确把握围岩变形规律，进而确定二次衬砌
的合理时机，均有重要的现实意义。 因此，如何根据
实测数据建立合理的围岩变形时程曲线的数学表达

形式是正确预测围岩变形参数的关键。 事实上，许
多学者针对该问题做了大量的研究工作，所采用的
方法大都是多项式回归分析等统计方法。 这些方法
一般适合于采用全断面隧道开挖方式时围岩变形时

程曲线的简单情况，但是当采用正台阶（即先拱后
墙）开挖方式时，特别是连拱隧道的分步施工，由于
其变形时程曲线形式较复杂，从上台阶到下台阶的
过渡存在反弯点，采用前述回归分析方法难以精确
描述。

近年来迅速发展的人工神经网络（ａｒｔｉｆｉｃｉａｌ ｎｅｕ-
ｒａｌ ｎｅｔｗｏｒｋｓ，ＡＮＮ）方法为这一问题的解决提供了新
的途径

［ １］ 。 利用神经网络模型强大的自学习、自适
应及非线性映射能力，可自动构建具有强非线性关

系的围岩时程变形模型。 已有学者提出采用 ＢＰ 神
经网络方法来对围岩变形时程曲线进行拟合和预

测
［ ２ ～４］ 。 ＢＰ网络在处理复杂的非线性函数逼近问

题时，尽管理论上是可行的，但其学习效率低、收敛
速度慢、易陷于局部极小状态，并且网络的泛化及适
应能力都较差。 径向基函数（ ｒａｄｉａｌ ｂａｓｉｓ ｆｕｎｃｔｉｏｎ，
ＲＢＦ）神经网络是 Ｍｏｏｄｙ 和 Ｄａｒｋｅｎ 根据人脑的局部
调节和交叠感受这一特点提出的一种前馈式神经网

络
［ ５］ 。 该网络既有生物背景又符合逼近理论，当中

心点集选择适当时，很少的神经元就可获得较好的
逼近效果，它还具有唯一最佳逼近点的优点，并采用
保证全局收敛的线性优化算法，从而大大提高了网
络的训练速度。

鉴于 ＲＢＦ 神经网络的这些优良性能，笔者提出
了基于 ＲＢＦ 神经网络的连拱隧道施工围岩变形的
预测方法，并通过实例研究，验证了该方法的可行性
与有效性。
2　围岩变形预测的 RBF神经网络建模
2畅1　RBF 神经网络基本原理

一个典型的 ＲＢＦ 神经网络包括两层，即隐层
（或径向基层）和输出层。 图 １ 是径向基函数网络
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的结构图。 图中所示的网络输入维数为 Ｒ，隐层神
经元个数为 S１，输出层神经元个数为 S２，隐层神经
元采用径向基函数作为传递函数（ radbas（· ）），输
出层传递函数为线性函数（ purelin（ · ））。 一般径
向基函数最常用的是高斯函数，因此输入 Xk ＝（x１，
x２ ，…，xR ）（第 k个输入样本） 与隐含层输出 A１

之间

的关系可用下式表示

a１
i ＝e

－（‖ w１i －X k‖ b１i ） ２ （１）
A１ ＝（a１

i ） S１×１ ， i ＝１，２，…，S１ （２）
式中 a１

i 为第 i个隐层神经元的输出；b１
i 为第 i个隐层

神经元的域值；w１
i ＝（w１

i，１ ，w１
i，２ ，…，w１

i，R ） １ ×R 为高斯

基函数的中心值（也是网络的权重）；‖· ‖为欧几
里德距离范数。

图 1　RBF神经网络结构图
Fig．1　Structure chart of RBF neural network

隐含层输出 A１
与输出层 Yk ＝ （y１ ，y２ ，…，

yS２）（第 k 个输入样本）之间为线性关系，可由下式
表示：

y j ＝a２
j ＝∑S１

i ＝１
w２

i， ja１
i ＋b２

j ， j ＝１，２，…，S２ （３）
式中 w２

i， j为第 i个隐层神经元与第 j个输出单元的连
接权重；b２

j 为第 j个输出神经元的域值。
由式（１）可知，隐层单元中的基函数对输入信

号将在局部产生响应，也就是说，当输入信号靠近核
函数的中央范围时，隐层节点将产生较大的输出。
节点的输出范围在 ０ 和 １ 之间，且输入样本越靠近
节点的中心，输出值越大。 由此可看出这种网络具
有局部逼近能力，所以径向基函数神经网络也称为
局部感知场网络。

ＲＢＦ 网络的训练过程主要是：ａ畅确定隐含层节
点个数，即选择多个基函数；ｂ畅选取合适的基函数
中心矢量 w１

i ；ｃ畅确定隐含层到输出层的连接权值
w２

i， j。 隐含层到输出层之间的权值可以通过 ｌｅａｓｔ-
ｍｅａｎ-ｓｑｕａｒｅ （ＬＭＳ） 算法或者其他线性优化算法进

行。 笔 者 选 用 ｏｒｔｈｏｇｏｎａｌ-ｌｅａｓｔ-ｓｑｕａｒｅｓ （ ＯＬＳ ） 算
法

［ ６］ ，可在计算连接权的同时，自适应地确定隐层
节点数目。

从理论上而言，ＲＢＦ 网络和 ＢＰ 网络一样可近
似任何连续的非线性函数。 二者的差别在于使用不
同的作用函数，ＢＰ 网络中的隐层节点使用的是 ｓｉｇ-
ｍｏｉｄ 函数，其函数值在输入空间中无限大的范围内
为非零值，而 ＲＢＦ 网络中的作用函数则是局部的。
ＲＢＦ网络与 ＢＰ 网络相比，不但在理论上它是前向
网络中的最优网络，并且由于该网络输出层是对隐
层的线性加权，避免了像反向传播那样冗长的计算，
因而具有较高的运算速度。
2．2　基于 RBF 神经网络的围岩变形预测步骤

围岩变形预测的前提是建立围岩变形时程曲线

的数学模型，即建立开挖时间 t 与围岩变形量 y 之
间的关系。 这里，两者的关系是通过 ＲＢＦ 神经网络
建立的。 具体地，利用 ＲＢＦ 神经网络进行连拱隧道
施工期围岩变形预测步骤如下：

１） 训练样本初始化。 为了消除不同量纲的影
响以及得到更好的网络训练效果，对多组训练样本
y，t进行初始化，将样本都转化为（０， １）区间的值。

２） 建立 ＲＢＦ 神经网络模型，并根据样本进行
训练。 从理论上讲，训练样本越多，网络的非线性逼
近能力就越强，从而模拟的效果就越好，因而，应尽
可能多地选择样本对网络进行训练。

３） 网络模型检验和应用分析。 网络模型是否
达到了较好的拟合效果，是否符合围岩变形客观发
展趋势，需要用实际观测值进行检验。 只有当两者
都满足条件时，才可以利用该网络模型进行围岩变
形预测分析。
3　实例分析

以赣定高速公路大老地隧道 Ｋ１１９ ＋９００ 断面
的围岩变形分析为例，现有 ３９ 天拱顶沉降和水平收
敛的实测数据，见表 １。 利用上文提出的 ＲＢＦ 神经
网络方法对隧道围岩变形量进行拟合和预测，取前
３５ 个数据样本作为学习样本集，后 ４ 个作为检验样
本集，网络为 １ 个输入（日期），隐含层单元通过自
适应产生，输出层单元 １ 个（水平收敛值或顶拱沉
降值），采用 Ｍａｔｌａｂ 神经网络工具箱编程计算，仅经
过 ９ 次学习，达到误差要求为 ０畅００１。 表 １ 中给出
了拟合的结果以及与实测值的绝对误差、相对误差。
图 ２、图 ３ 分别为 ＲＢＦ 神经网络方法模拟的拱顶沉
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降和水平收敛变形的时程曲线。 从分析结果可见，
该方法模拟的时程曲线不仅拟合误差很小，而且能

很好地反映隧道围岩变形的客观规律。

表 1　连拱隧道围岩变形观测值与 RBF神经网络方法拟合值的比较表
Table 1　Comparison between measured values and RBF fitting values of wall rock deformation

样本

分类

日期

／天
水平收敛／ｃｍ 顶拱沉降／ｃｍ

观测值 拟合值 绝对误差 相对误差／％ 观测值 拟合值 绝对误差 相对误差／％
１ ０畅３ ０畅２５ －０畅０５ －１６畅６７ ０畅２ ０畅２２ ０畅０２ １０畅００
２ ０畅４ ０畅６１ ０畅２１ ５２畅５０ ０畅５ ０畅４３ －０畅０７ －１４畅００
３ ０畅８ ０畅９４ ０畅１４ １７畅５０ ０畅５ ０畅６５ ０畅１５ ３０畅００
４ １畅２ １畅２５ ０畅０５ ４畅１７ １畅１ ０畅８７ －０畅２３ －２０畅９１
５ １畅６ １畅５４ －０畅０６ －３畅７５ １ １畅１ ０畅１ １０畅００
６ １畅９ １畅８５ －０畅０５ －２畅６３ １畅４ １畅３６ －０畅０４ －２畅８６
７ ２畅４ ２畅１９ －０畅２１ －８畅７５ １畅５ １畅６７ ０畅１７ １１畅３３
８ ２畅６ ２畅６２ ０畅０２ ０畅７７ ２畅１ ２畅０３ －０畅０７ －３畅３３
９ ３畅１ ３畅１３ ０畅０３ ０畅９７ ２畅５ ２畅４５ －０畅０５ －２畅００
１０ ３畅６ ３畅６９ ０畅０９ ２畅５０ ３ ２畅８８ －０畅１２ －４畅００
１１ ４畅２ ４畅１５ －０畅０５ －１畅１９ ３畅２ ３畅２８ ０畅０８ ２畅５０
１２ ４畅４ ４畅４５ ０畅０５ １畅１４ ３畅５ ３畅６ ０畅１ ２畅８６

学习样本集 １３ ４畅７ ４畅６５ －０畅０５ －１畅０６ ３畅８ ３畅８３ ０畅０３ ０畅７９
１４ ４畅９ ４畅８３ －０畅０７ －１畅４３ ４ ３畅９８ －０畅０２ －０畅５０
２０ ５畅２ ５畅３５ ０畅１５ ２畅８８ ４畅２ ４畅２６ ０畅０６ １畅４３
２１ ５畅５ ５畅３８ －０畅１２ －２畅１８ ４畅４ ４畅２７ －０畅１３ －２畅９５
２７ ５畅７ ５畅７３ ０畅０３ ０畅５３ ４畅７ ４畅７９ ０畅０９ １畅９１
２８ ５畅９ ５畅９８ ０畅０８ １畅３６ ５畅２ ５畅０８ －０畅１２ －２畅３１
２９ ６畅４ ６畅３１ －０畅０９ －１畅４１ ５畅４ ５畅４２ ０畅０２ ０畅３７
３０ ６畅６ ６畅６３ ０畅０３ ０畅４５ ５畅７ ５畅７２ ０畅０２ ０畅３５
３１ ６畅９ ６畅８７ －０畅０３ －０畅４３ ５畅８ ５畅９３ ０畅１３ ２畅２４
３２ ７ ７畅０２ ０畅０２ ０畅２９ ６畅４ ６畅０９ －０畅３１ －４畅８４
３３ ７畅２ ７畅１４ －０畅０６ －０畅８３ ６畅１ ６畅３２ ０畅２２ ３畅６１
３４ ７畅２ ７畅２６ ０畅０６ ０畅８３ ６畅７ ６畅６８ －０畅０２ －０畅３０
３５ ７畅４ ７畅４２ ０畅０２ ０畅２７ ７ ７畅０９ ０畅０９ １畅２９
３６ ７畅５ ７畅６２ ０畅１２ １畅６０ ７畅６ ７畅４３ －０畅１７ －２畅２４

检验样本集 ３７ ８ ７畅８３ －０畅１７ －２畅１３ ７畅７ ７畅６５ －０畅０５ －０畅６５
３８ ８ ８畅０１ ０畅０１ ０畅１２ ７畅８ ７畅７７ －０畅０３ －０畅３８
３９ ８畅１ ８畅１４ ０畅０４ ０畅４９ ７畅７ ７畅８４ ０畅１４ １畅８２

　　为比较 ＲＢＦ 神经网络方法的优越性，笔者还分
别采用应用广泛的 ＢＰ 神经网络和传统的多项式回
归方法来拟合拱顶变形。

ＢＰ 神经网络方法同样取前 ３５ 个数据作为学习
样本，后 ４ 个作为检验样本，利用 Ｍａｔｌａｂ 工具箱中
Ｌｅｖｅｎｂｅｒｇ-ｍａｒｑｕａｒｄｔ训练方法进行拟合预测，隐含
层单元数取 ５ 个，经过 ３７ 次学习，达到误差要求

０畅００１。 其拱顶最大水平收敛和最大沉降时程变形
拟合预测情况分别如图 ４ 和图 ５ 实线所示。

多项式回归表达式如下：
y ＝b０ ＋b１ t ＋b２ t２ ＋b３ t３ ＋b４ t４ （４）

式中 y 为变形量，ｍ；t为时间，ｄ。
用式（４）来拟合最大水平收敛时程变形曲线，

在置信度为９５ ％时，通过 ｆｉｓｈｅｒ检验，其误差平方和
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图 2　RBF网络模拟的拱顶最大沉降时程曲线
Fig．2　Maximal settlement-time curve of arch

crown from RBF simulation

图 3　RBF网络模拟的最大水平收敛时程曲线
Fig．3　Maximal horizontal convergence-time curve of

arch crown from RBF simulation

为０畅０１９ ７，多项式各参数分别为 b０ ＝－０．００３ ４２７，
b１ ＝０．００４ ６０８，b２ ＝－５畅６E －５，b３ ＝－２畅７E －６，b４
＝６畅５８E －８。
用式（４）来拟合最大沉降时程变形曲线，在置

信度为９５ ％时，上述模型通过 ｆｉｓｈｅｒ检验，其误差平
方和为０畅０１８ ２，各参数分别为 b０ ＝－０．００２ ８５，b１
＝ ０．００３ ５９８，b２ ＝－４E －５，b３ ＝－２畅３E －６，
b４ ＝６畅２E －８。

多项式回归方法拟合的拱顶变形曲线如图 ４ 和
图 ５ 中的虚线所示。

与 ＲＢＦ 神经网络方法拟合结果对比，ＢＰ 方法
虽然学习拟合误差也较小，但外推预测结果要差于
ＲＢＦ 方法；而多项式方法则在学习拟合和外推预测

图 4　BP神经网络和多项式方法模拟的
最大水平收敛时程曲线

Fig．4　Maximal horizontal convergence-time curves
from BP and polynomial regression simulation

图 5　BP神经网络和多项式方法模拟的
最大垂直沉降时程曲线

Fig．5　Maximal vertical convergence-time curves from
BP and polynomial regression simulation

两方面都差于 RBF方法，且其发展趋势与实际的围
岩变形规律相去甚远，因此用该方法进行围岩变形
预测是不妥的。
3　结语

连拱隧道施工（正台阶开挖方式）情况下，围岩
变形时程曲线从上台阶到下台阶的过渡存在反弯

点，传统回归统计方法对于该种情况的模拟具有难
度。 采用基于 ＲＢＦ 神经网络的连拱隧道围岩变形
时程曲线，较之 ＢＰ 神经网络具有更形似的预测结
果，能更好地描述复杂的围岩快的收敛速度，为分析
连拱隧道施工围岩日变形速率以及围岩变形收敛时

间等参数提供了一条新的途径。
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