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大数据的发展已经引领了对能够学习包含数百万至数十亿参数的复杂模型的机器学习系统的新需
求，以保证足够的能力来消化海量的数据集，提供强大的预测分析（如高维潜特征、中介表示和
决策功能）。为了在这样的尺度上，在成百上千台的分布式机器集群中运行机器学习算法，关键往
往是要投入显著的工程性的努力——有人可能会问，这样的工程是否还属于机器学习的研究领域？
考虑到如此“大”的机器学习系统可以极大地从根植于机器学习的统计和算法的理解中受益——因
此，机器学习的研究人员应该不会回避这样的系统设计——我们讨论了一系列从我们近来对工程尺
度的机器学习解决方案的研究中提炼的原则和策略。这些原则和策略从机器学习的应用连续跨越
到它的工程和理论研究，以及大型机器学习的系统和架构的发展，目标是了解如何使其有效、广
泛地适用，并以收敛和缩放保证支持。它们关注的是机器学习研究传统上注意较少的四个关键问
题：一个机器学习程序怎样能分布到一个集群中去？机器学习计算怎样能通过机器间的交流连接
起来？这样的交流是如何被执行的？机器间应该交流的内容是什么？通过揭示机器学习程序所独
有的，而非常见于传统计算机程序中的基础性的统计和算法上的特点，并通过剖析成功案例，以
揭示我们如何利用这些原则来同时设计和开发高性能的分布式机器学习软件以及通用的机器学习
框架，我们为机器学习的研究人员和从业者提供了进一步塑造并扩大机器学习与系统之间的领域
的机会。
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1. 引言

机器学习已经成为从原始数据中提取结构化信息和

知识，将其转变成为不同应用的自动预测和运用假说的

首要机制。这些应用如分析社会网络[1]、推理客户行为

[2]；转译文本、图像和视频[3] ；确定疾病和治疗方法

[4] ；操纵无人驾驶汽车[5] ；跟踪网络安全异常活动[6]，
及其他。机器学习的大多数应用都是由一个中等数量的

发达的机器学习方法族系支持，其中，每种方法都体现

了从模型设计到对算法的创新，甚至对软件应用的完善

这一连串的技术要点，并吸引了来自研究和发展团体的

日益增长的创新贡献。这些方法现代的例子包括图形模

型[7–9]、正则贝叶斯模型[10–12]、非参数贝叶斯模型

[13,14]、稀疏结构模型[15,16]、大幅度方法[17,18]、深

度学习[19,20]、矩阵分解[21,22]、稀疏编码[23,24]以及

潜在空间建模[1,25]。一个能确保数学合理性和结果可

重复性的机器学习的普遍做法，是从业者和研究人员为

某种机器学习方式(比如，通过一个卷积神经网络的深

度学习模型，提供图像的语义解释)的一个特定应用的

实例编写一个机器学习程序(使用任何通用的高级编程
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语言)。理想的情况是，这个程序预计将依托于各种硬

件和云基础设施——笔记本电脑、服务器、图形处理单

元(GPU)、云计算和虚拟机、分布式网络存储、以太网

和InfiniBand网络(仅举几例)，以得到快速、准确的执行。

这样，程序就是硬件无关但机器学习明确的(即无论硬

件如何选取，对于数据都遵循相同的数学原理，并获得

相同的结果)。
随着感官、数字存储和网络通信技术的进步，传统

机器学习的研究与发展——擅长模型、算法和理论的创

新——正面临日益盛行的大数据收集的挑战，如每分钟上

传到视频共享网站的数百小时视频†，或社交媒体中上亿

用户产生的几千万亿字节(PB)数据‡。大数据的兴起也伴

随着对包括数百万至数十亿参数的更高维也更复杂的机器

学习模型的兴趣的增加，以支持日益复杂的数据，或者为

了获得更高的预测精度(比如为客户提供更好的服务和医

疗诊断)，支持更智能的任务(比如无人驾驶车辆和视频数

据的语义解释)[26,27]。对这样大规模的数据运作如此大

型的机器学习模型是超出单一机器的存储和计算能力的。

这一差距已经激发了近来越来越多对于分布式机器学习的

工作，其中，机器学习程序由研究集群、数据中心和云提

供商使用成千上万的机器加以执行。从得到数学上等价

的或类似于由单一机器产生的解的意义上说，以机器集

群( p个机器)代替一个机器，就可以通过分布式机器学习
程序实现几乎p倍的加速；然而，报告过的加速往往还远
低于这个限度。例如，即使近来使用最先进的技术对主

题模型的实现[28](文本分析的一种常用的方法)，由于在
实现中的数学错误(如在文献[25]所示)，也无法用4×机
达到2×加速，而利用MapReduce-like系统进行的深度学
习，如Spark，也尚未用10×机达到5×加速 [29]。因此
解决这种可量测性挑战就是分布式机器学习研究的一个

主要目标，以减少运行大型机器学习应用的资本和运营

成本。

考虑到大多数——如果不是全部的——主要支撑了当

代大规模应用的机器学习算法的迭代收敛性质，一个人在

第一眼可能自然地确定两种向可量测性发展的途径：以

迭代次数度量的更快的收敛(在机器学习团体中也被称为

收敛速度)，和以系统执行一个迭代的实际速度量度的更

快的单次迭代时间(也被称为在系统中的吞吐量)。事实

上，当前许多分布式机器学习研究者关注的主要焦点是算

法的正确性和在大范围的机器学习方法中更快的收敛速度

[30,31]。 然而，从算法研究到工业级的实现，由于其在

系统上理想化的假设——例如，网络是无限快的假设(即
零同步成本)，或所有机器以相同的速率执行算法(意味着

没有背景任务，只有一个单一用户的集群，这对于许多用

户共享的现实世界的研究和生产集群来说是不切实际的期

望)，对于许多“加速”算法都很困难。另外，系统的研

究者们聚焦在高吞吐量(每秒更多次迭代)和故障恢复的保

证上，或许会选择假设机器学习算法将在非理想的执行模

式下正常工作(如完全异步执行)，或者它可以容易地在一

个给定的抽象概念上被改写(如MapReduce系统或顶点编

程)[32–34]。在机器学习和系统的研究中，来自另一个方

面的问题会变得简单化，从而可能会反过来掩盖降低分布

式机器学习的资本成本的新机会。在本文中，我们提出了

一个将以机器学习为中心和以系统为中心的想法相结合，

并将机器学习算法(数学属性)和系统硬件(物理性能)的细

微差别汇集起来，以让思想和设计从两端各自协力工作，

并彼此增强的策略。

现有的许多通用的大数据软件平台提供了一种在正

确性、执行速度和机器学习应用编程难易中特有的折衷方

式。例如，数据流系统，如Hadoop和Spark[34]是建立在

一个MapReduce系统的抽象概念上[32]，并提供了一个易

于使用的编程接口，但较少关注机器学习性能，如容错、

细粒度计算排序和加快机器学习程序的通信。因此，它们

提供正确的机器学习程序执行，编程容易，但比机器学习

的专业平台速度慢[35,36]。这种(相对的)速度欠缺可部分

归因于用于Hadoop和Spark中的批量同步并行(BSP)的同

步模型，其中，被分配给一组任务的机器必须等待最慢的

机器完成，再进行任务的下一组程序(例如，所有程序必

须在减速器开始前完成)[37]。其他的例子包括以图形为

中心的平台，如GraphLab和Pregel，它们依存于一个为机

器学习程序划分、计算排序、灵活的一致性控制开辟了新

机会的基于图形的“顶点编程”的抽象概念；因此，它们

通常对于机器学习来说较为准确、快速。然而，机器学习

程序通常不被视为顶点程序(相反，它们在数学上表示为

迭代收敛的定点方程)，需要通过不平凡的努力将其重写

成顶点程序。在少数情况下，图像的抽象化可能会导致不

正确的执行或达不到最佳的执行速度[38,39]。最近报告

中介绍了参数服务器模式[28,36,37,40,41]，其为编写分布

式机器学习程序提供了一个完全的“设计模板”或思考模

式，但这不是一个像Hadoop，Spark，GraphLab和Pregel
的编程平台或工作分配系统。考虑到为具体应用的实例编

写机器学习程序的普遍机器学习实践，对机器学习从业者

† https://www.youtube.com/yt/press/statistics.html
‡ https://code.facebook.com/posts/229861827208629/scaling-the-facebook-data-warehouse-to-300-pb/
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来说，一个有用的软件平台(作为替代)可以提供两种应用：

①一套准备好的机器学习工具的实施，如随机近下降算法 

[42,43]、坐标下降算法[44]，或马尔可夫链蒙特卡罗算法

[45]——可以在不同的机器学习算法族系中重复使用；②

以及分布式机器学习集群操作系统，跨多种硬件分区和执

行以支持这些工具的实施。这样的软件平台不仅降低了分

布式机器学习研究的资本成本，而且通过更容易使用的编

程库和集群管理接口降低了大型应用程序的人力成本(科
学家和工程师的工作时间)，从而对研究有所促进。

随着对数据驱动的知识提炼、决策制定和持久学习

越来越多的需要——这些是机器智能领域有代表性的标

志——在未来几年中，计算大数据方面工作负载的主要形

式可能会经历一个从用于确定性存储、索引和查询的数据

库风格的操作，到机器学习风格的操作，如概率推理、约

束优化和几何变换的快速转变。为了最好地完成这些计算

任务，必须进行大量的数据传递，解决高维的数学程序，

有必要重新审视传统系统架构中的原则和策略，并探讨在

正确性、速度、可编程性和可配置性中达到最佳平衡的新

设计。指导这样的探索所必需和关键的洞察力是：理解机

器学习程序是以优化为中心，经常允许迭代收敛算法的解

决方案，而不是一步或封闭形式的解决方案。此外，机器

学习程序具有三个特性：①容错性，这使得机器学习程序

能抵御中间计算中有限的错误；②动态结构的依存关系，

其中，在模型参数间变化的相关性必须得到说明，以实现

高效、近乎线性的并行加速比；③非一致收敛，其中，每

10亿(或万亿)的机器学习参数都可以在大不相同的迭代次

数下收敛(通常情况下，一些参数将收敛在2~3次迭代，而

另一些则需要数百次)。这些性能可以与传统程序(如排序

和数据库查询)相比，即传统程序以处理为中心，并且仅

能保证如果每一步都是在原子正确的情况下进行，才能正

确执行[32,34]。在本文中，我们将基于这些特性推导出分

布式机器学习系统的独特设计原则；这些设计原则在机器

学习正确性、速度和可编程性(同时通用于几乎所有机器

学习程序)之间取得更高效的平衡，并组织成以下四个部

分：①如何分配机器学习程序；②如何将机器学习计算和

通信连接起来；③如何通信；以及④通信的内容。在深入

探讨这些原则之前，首先让我们回顾一些关于机器学习迭

代收敛算法的必要背景信息。

2. 背景：机器学习迭代收敛算法

在存在少数特例的情况下，几乎所有的机器学习程

序都可以被看作是以优化为中心，并固定为一个通用的

数学形式的程序：

        ( )max , 
A

AL x 或者 ( )min , 
A

AL x , 

        其中， ( ) { }( ) ( )1
, , ;N

i i i
A f x y A r A

=
= +L x  (1)

      
在本质上，一个机器学习程序尝试将N个数据样本(已

标记或未标记，由实际应用决定)以 { } 1
, N

i i i
x y

=
≡x 表示(其中，

yi 只有在已标记的数据样本中出现)，代入由A表示的模型

中。这种代入通过优化(最大化或最小化)一个综合目标函

数L而实现，它由两部分组成：一个是损失函数f，用来描

述数据如何适应模型；另一个是结构诱导函数r，通过给

参数 θ施加限制或者惩罚因子，将特定领域知识的预期应

用具体化。方程(1)的简单性掩盖了函数f和r潜在的复杂结

构及数据x和模型A潜在的巨大规模。此外，机器学习算法

族系往往是由其中f，r，x和A的特点所定义。例如，用于

图像分类的一种典型的深度学习模型，如文献 [20]中介绍

的，模型A中会包含千万至十亿计的矩阵型模型参数，而

损失函数f具有深度递归结构 ( ) ( )( )( )1 2 3f f f f= + +   ， 
用来学习类似人类视觉皮层的图像分层表示。用于识别遗

传疾病标志的结构化稀疏回归模型[4]可以使用重叠结构

诱导函数 ( ) ( ) ( ) ( )1 a 2 b 3 cr r A r A r A= + + +，其中，Aa, Ab和 
Ac是A的重叠子集，以遵守染色体重组的复杂过程。图形

化的模型，尤其是主题模型，通常出现在数十亿的文件x
中，即 N≥109，这数量很容易由社交媒体诸如脸谱网和

推特产生——并且可能涉及数万亿的参数θ，以在如此多

的数据中捕捉丰富的语义概念[26]。
除了指定方程(1)，还必须找到能够优化L的模型A参

数。这通过在诸如随机梯度下降[42]、坐标下降[44]、马

尔可夫链蒙特卡罗(MCMC)[45]和变分推理(仅举几例)等
算法技术中选取一种算法来完成。将所选择的算法技术应

用于方程(1)来产生一组迭代收敛的方程，其由机器学习

从业者编写的程序代码实现，并可重复，直到收敛或满足

停止准则(或常常是直到超出一个固定的计算预计值)。迭

代收敛方程有以下一般形式：

           ( ) ( ) ( )( )( )1 , 1 ,t F t t= − ∆ −A A AL x    (2)

式中，t表示迭代次数。这个一般形式利用先前的迭

代中的一个A(t – 1) 和数据x，产生下一个迭代的模型

参数A(t)，其中使用了两个函数：①计算执行数据x和
之前的模型状态A(t – 1)，并输出中间结果的更新函数

ΔL(添加目标L) ；以及②之后将这些中间结果组合产生

A(t)的聚合函数F。为了符号的简单化，我们之后将从 
Δ的下标中省去L——毫无疑问本文中谈及的所有机器

学习程序被认为具有一个明确的损失函数L(而不是缺乏
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这样一个损失函数的启发式算法或程序)。
现在让我们来看方程(1)和方程(2)这两个具体的例

子，它们对于理解机器学习程序的独特性质将很有用。

我们会特别关注任何机器学习程序的四个关键部分：①

数据x和模型A；②损失函数f (x, A)；③结构诱导函数

r (A)；以及④可用于这个程序的算法技术。

(1) 套索回归。套索回归[46]也许是结构化稀疏回归

机器学习算法族系中最简单的例子，被用于以给定的向

量值特征xi(即回归，它使用已标记的数据)预测响应变量

yi ——但基于在xi 中只有几个维度或特征为yi提供信息

的假设。作为输入，套索回归给出了N个训练样本x，以

( ), m
i iy ∈ ×x  (i = 1,…, n)的形式，其中的特征都是m维向

量。我们的目标是找到一个由权重向量A参数化的线性函

数，这样，① T
i iy≈A x ，②m维参数是稀疏的(大多数要素

都是零) ：

         ( )Lassomin , 
A

AL x
      

其中，      ( ) ( )
{ }( ) ( )

1

2T
Lasso

1 1

, ;

1, 
2

N
i i i

n m

i i n j
i j

rf y

y aλ

=

= =

= − +∑ ∑
Ax A

A A xL x  (3)

或者更简洁的矩阵表示：

                         
2

2 1

1min
2 nλ− +

A
XA y A   (4)

其中， [ ]T
1, , m n

n
×= ∈X x x ； ( )T

1, , n
ny y= ∈y  ； 2是

Rn
的欧几里德范数； 1是Rm

的l1范数；λn是平衡模型拟

合( f 项)和稀疏(g项)的常数。许多算法技术可以应用到

这个问题，比如随机近端梯度下降或坐标下降。我们提

出坐标下降迭代收敛方程：

          ( ) ( )T T 1 ,j j j k k n
k j

t t λ⋅ ⋅ ⋅
≠

= − −∑A X y X X A   (5)

其中， ( ) ( )( ), : signj j jλ λ
+

= −A A A 是“软阈值运营符”，

我们假设数据正常，以适合所有的j, T 1j j⋅ ⋅ =X X 。再回到

一般迭代收敛的更新形式，我们就有了以下Δ和F的显

式形式：
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其中， ( )( )Lasso 1 ,j j
t = ∆ − u A x  ，是 ( )( )Lasso 1 ,t∆ −A x 的第j

个元素。

(2) 隐含狄利克雷分布主题模型。隐含狄利克雷分布

(LDA)[47]是图形模型机器学习算法族系中的一员，也因

其在一个文本文件的大型语料库中确定常见主题的能力，

而被称为一个“主题模型”。作为输入，LDA是给定N个未

标记的文件 { } 1

N
i i=

= xx ，其中，每个文件xi含有Ni个单词(在
LDA文书中简称“记号”)，表示为 1, , , ,

ii i ij iNx x x=x   。

每个记号 { }1, ,ijx V∈   为一个整数，用来表示词汇集合V
中的一个单词——例如，“机器学习算法”这个短语可以

表示为 1 2 3, , 25,60,13i i i ix x x= =x (单词和整数之间的对应

关系是任意的，且对LDA算法的精度没有关系)。

我们的目标是找到一组参数 {{ } { } { } }1 11
, ,

N N K
ij i ki ki

z
= ==

=A δ B
——“记号主题指标” { }1, ,ijz K∈  ，每个记号在每个文

档里，“文档主题矢量” ( )Simplexi K∈δ 用于每个文件， “单

词主题矢量”K(或简称“主题”) ( )Simplexk V∈B ——以

最大限度地提高以下的对数似然方程：

( )LDAmax ,
A

AL x

其中，

( ) ( ) ( )( )
{ }( )

( ) ( )
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1
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其中， ( )cate. ∏ uu v v l

l l
是绝对 (即离散) 概率分布；

( ) 1
Dirichlet

α−∏v v
l l

是Dirichlet分布；α和β是平衡模型

拟合( f 项)与从业者关于文档主题矢量δi和主题的Bk(r
项)的优先领域知识的常数。类似于套索回归，许多算

法技术，比如吉布斯抽样和变分推理(仅举两例)，都可

用于LDA模型；我们考虑一下折叠吉布斯抽样方程：
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( )
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old
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其中， ( )
( ) ( ) ( )( )

old

new

where  1

, 1 , 1
ij

ij ij ij i

k z t

k z t ~ z x t t

= −

= − −δ B

 

其中，+=和–=是自增、自减运算符(即δ，B和z都被原位

修正) ；~ P( )的意思是“抽样分布”， ( ) ( )( ), 1 , 1ij ij iz x t t− −δ B
( ) ( )( ), 1 , 1ij ij iz x t t− −δ B 是给定现有值 ( )1i t −δ 和 ( )1t −B 的zij的条件概

率。更新 ( )( )LDA 1 ,t∆ −A x 在两个阶段进行：①在所有

文件记号xij上执行方程(8) ；②输出 ( ) ( ){{ } ( ){ } ( ){ } }1 11
1 , 1 , 1N N K

ij i ki ki
t z t t t

= ==
= − − −A δ B
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( ) ( ){{ } ( ){ } ( ){ } }1 11
1 , 1 , 1N N K

ij i ki ki
t z t t t

= ==
= − − −A δ B 。集合FLDA(A(t – 1), …)仅为恒

等函数。

2.1.机器学习程序的独特性
为了在一个分布式的集群中加快执行大规模的机器学

习程序，我们希望通过着眼于其如何通知分布式机器学习

系统的设计来理解它们的属性。先了解机器学习程序“不”

是什么会很有帮助：让我们考虑一个传统的、非机器学习

的程序，比如用MapReduce排序。该算法首先随机在一个

M映射集中分配要素进行排序x1,..., xN。映射将每个要素xi

散列成键值对 (h(xi), xi)，其中，h是一个满足h(x) > h(y)(如
果 x > y)的“保序”哈希函数。其次，对每一个独特的键

a，MapReduce系统发送所有键值对(a, x)至标记“a”的减

速器。然后每个减速器对其接收的值x运行顺序排序算法，

最后减速器轮流(按键的升序排列)输出自己的排序值。

关于MapReduce排序要注意的第一件事，就是它是单

通和非迭代的——只有单一Map和单一Reduce步骤是必需

的。这与迭代收敛和重复方程(2)多次的机器学习程序相

反。更重要的是，MapReduce是以操作为中心和确定性的，

不能容许个人操作的错误。例如，如果一些映射器输出一

个MIS散列对(a, x)，而a ≠ h(x) (作为讨论的基础，我们可

以说这是由于断电恢复不当)，之后的最终输出将是错序

的，因为x将在错误的位置输出。正是因为这一原因，Ha-
doop和Spark(支持MapReduce的系统)通过鲁棒容错系统提

供强大的、可操作的正确性保证。这些容错系统当然需要

额外的工程，需要额外更多基于硬盘的检查点和谱系树的

形式的运行时长费用[34,49] ——但这些对不通过容错系

统就可能无法正确执行的以操作为中心的程序是必要的。

这就引出机器学习程序的第一个属性：容错。不像

MapReduce排序的例子，机器学习程序对中间计算的小错

误通常是稳定的。在方程(2)中，即使有限数量的ΔL更新

没有被正确计算或发送，机器学习程序仍然可以在数学上

保证收敛模型参数A*达到最佳的设置——也就是说，机器

学习算法能以正确的输出终止(尽管这样做可能需要更多

的迭代)[37,40]。一个很好的例子是随机梯度下降(SGD)，
这是很多机器学习程序常用的一种主力算法，应用范围从

深入学习到矩阵分解和逻辑回归[50–52]。执行一个使用

SGD的机器学习程序时，即使一个小的随机向量ε在每次

迭代后添加到模型中，即A(t) = A(t) + ε，收敛仍有保证；

直观地说，这是因为SGD总是为更新ΔL计算出最佳的A*
的正确方向，所以移动A(t)会简单地以重新计算以适配的

方向结束[37,40]。这个属性对分布式系统设计有重要的影

响，因为系统不再需要保证完美的执行、机器间的通信，

或从失败中恢复(这需要大量的工程开销和长运行时间)。
进行近似的执行往往更便宜，特别是在资源被约束或限制

的情况下(如有限的机间网络带宽)[37,40]。

除了容错，由于依存结构不是在对目标L或更新函数

ΔL和F一次粗略的审视就能明确的，机器学习程序实际上

比以操作为中心的程序更难执行。而依存结构出现在以操

作中心的程序中就肯定是这样：在MapReduce排序中，减

速器必须等待映射完成，否则排序将不正确。为了看看是

什么使机器学习的依存结构独特，让我们在方程(3)中考

虑套索回归的例子。乍一看，这个ΔLasso更新方程(6)可能

看起来可以并行执行，但这只是部分正确。更仔细的审视

表明，对于第j个模型参数Aj，其更新取决于 k ≠ j X
T
·j X·k Ak 

(t – 1)。换句话说，潜在的每个其他参数Ak都是可能的相

关因素，因此模型参数A的更新顺序对机器学习程序的进

程甚至正确性都会产生影响[39]。甚至还有一个在以操作

为中心的程序中不存在的额外的细微差别：套索参数的相

关因素不是二进制的(即不仅是“上”或“下”)，但可以

通过机器学习程序状态和输入数据进行软赋值和影响。注

意，如果 X T
·j X·k = 0 (即数据列j与列k之间没有相关性)，则

Aj和Ak互相不存在相关性，并且可以安全地并行更新[39]。
同样，即使X T

·j X·k > 0，只要Ak = 0，那么Aj就不取决于Ak。

这样的依存结构不受机器学习程序所限；对LDA主题模

型更新方程(8)的仔细审视可以表明，吉布斯采样器更新

xij(文档i中的单词记号j)取决于：①所有其他文件i中的单

词记号，和②其他文件a中代表相同单词(即xij = xab)的所

有其他单词记号b[25]。如果这些机器学习程序的依存结

构没有被遵守，结果或者是用额外的机器(如用4×同样的

机器得到< 2×加速)达到次理想的缩放比例[25]，甚至是

压倒机器学习程序固有误差的完全的程序失败[39]。
机器学习程序的第三个特性是不均匀收敛，观察发现

并非所有的模型参数Aj 都将在相同数量的迭代后收敛至其

最佳值Aj*——一种在单通道算法如MapReduce排序中出

现的特性。在套索例子的方程(3)中，r(A)项促使模型参数

Aj正好为零，实证发现，一旦参数在算法的执行过程中成

为零，那它是不可能恢复到一个非零的值[39]。换句话说，

成为零的参数已经(以虽然不是100%的高概率)收敛。这表

明，通过对参数更频繁地执行ΔLasso，计算可能更优先向其

仍然非零进行——这个策略的确降低了机器学习程序完成

所花费的时间[39]。类似的不均匀收敛已在PageRank——

另一种迭代收敛的算法中得到观察和利用[53]。
最后，值得注意的是，机器学习程序的一个子集具有
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紧凑的更新，经过仔细审视，发现更新ΔLasso 比矩阵参数

|A|的尺度明显缩小。在套索[方程(3)]和LDA主题模型[47]
中，更新ΔLasso 由于数据中的稀疏结构，通常只接触到模

型参数的一小部分。另一个突出的例子是“矩阵参数化”

模型，其中，A是一个矩阵(就像在深度学习中一样[54])，
但个别更新ΔLasso可以被分解成几个小的载体(一种所谓的

“低等级”的更新)。如果分布式机器学习系统在设计中将

它考虑进去，那么这种紧凑可以大大减少存储、计算和通

信成本，带来数量级上的加速[55,56]。

2.2. 论数据与模型并行性
对于涉及百万兆字节数据、拥有上至数万亿模型参数

的复杂机器学习程序的机器学习应用，使用单一的台式机

或笔记本电脑来执行往往需要数天或数周时间[20]。这种

计算瓶颈促使了许多机器学习程序用集群并行执行的分布

式系统的发展[33–36]。机器学习程序通过在数据x或模型

上A细分更新ΔL来并行执行——分别称为数据并行性和模

型并行性。

需要注意的是，这两种类型的并行分别是互补和非对

称互补的，因为同步数据和模型并行性是可能的(在某些

情况下甚至是必要的)和非对称的，而数据并行性一般可

应用于任何在数据样本x1,..., xN中具有独立同分布(i.i.d.)假
设的机器学习程序。这样独立同分布的机器学习程序(从
深度学习到逻辑回归、主题建模和其他许多方面)占据了

大部分的实际机器学习使用，很容易通过目标L中的数据

指标i求和验证[如套索方程(3)]。因此，当一个主力算法

技术(如SGD)应用于L，得到的更新方程ΔL也将对i求和，

这可以很容易地用多台机器并行处理，尤其是当数据样本

数量N达到数百万或数十亿时。相反，模型并行性需要特

殊注意，因为模型参数Aj 并不总是能符合这种方便的独立

同分布假设(图1)——因此，哪些参数Aj是并行更新的，以

及更新ΔL所发生的顺序，可以导致多种结果：从用P台机

器达到接近理想的P次加速，到没有用额外的机器带来额

外的加速，甚至彻底的程序失败。先前讨论的套索依存结

构(2.1部分)是模型参数的非独立同分布性质的一个很好

的例子。现在让我们分别讨论数据和模型并行的一般数

学形式。

(1)数据并行。在数据并行机器学习执行中，数据

x = {x1,...,xN} 被划分和分配到并行计算的执行器或机器

上(按p = 1,..., P索引) ；我们可以用xp表示第p个数据分

区。如果更新函数ΔL对数据样本i求最外层的总和(与平

常的对数据独立同分布假设的机器学习程序一样)，我

们就可以将ΔL进行数据子集的划分，并获得数据的并行

更新方程，其中,ΔL(A(t – 1), xp)由第p个并行执行器执行：

         ( ) ( ) ( )( )( )1
1 , 1 ,P

pp
t F t t

=
= − ∆ −∑A A A xL  (9)

值得注意的是，求和 1

P

p=∑  
是许多加快数据并行执

行的成型技术的基础，如minibatches和有限异步执行 
[37,40]。作为一个具体的例子，我们可以以数据并行的形

式运用一点代数学，写下套索块坐标下降方程(6) ：
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(2)模型并行性。在模型并行的机器学习执行中，模

型A被划分和分配给执行器/机器p = 1,..., P，并通过运行

并行更新函数ΔL在其中更新。与数据并行性不同，每个

更新函数ΔL也需要调度或选择函数Sp,( t – 1)，这也就限制

了ΔL对一组模型参数A子集的操作(一个基本的用途是为

了防止不同的执行器试图更新同一些参数) ：

( ) ( ) ( ) ( ) ( )( )( ){ }, 1
1

1 , 1 , 1
P

p t
p

t F t t S t−
=

 = − ∆ − − 
 

A A A AL  (11)

其中，我们省略了数据x，因为它没有被划分。Sp,( t – 1)输出

一组指数{ j1, j2,...}，所以ΔL只在Aj1, Aj2,...执行更新；我们

将这样的模型参数选择称为调度。模型参数Aj 在一般情况

下都不是相互独立的，可以确定的是模型并行算法只有当

每个迭代并行更新被限制为一组相互独立(或弱相关)参数

的子集时，可由Sp,( t – 1)表示，才是有效的 [39,57–59]。
套索块坐标下降更新[方程(6)]能够以一个简单模型

并行形式被容易地编写。在这里，Sp,( t – 1)为执行器p在每

次迭代选择同一组固定参数，我们称为 jp1,..., jpmp：

图1. 数据和模型并行性之间的差异：数据样本总是有条件独立的给定
模型，但有一些模型参数不是相互独立的。



199Author name et al. / Engineering 2(2016) xxx–xxx

 
(12)

( ) ( ) ( )( )( )
( )

( )

( )( )

( ) ( ) ( )( )( )( )
( ) ( ) ( )( )( )

( ) ( ) ( )( )( )

1 11

1

T T

Lasso , 1 T T

Lasso 1, 1
1

Lasso 1, 1

Lasso

Lasso , 1

1
1 , 1

1

1 , 1 ,

1 , 1 ,

1 ,
1 , 1

p pp

pm pmp ppmp

j j k kk j

p t

j j k kk j

nt

nt
m

P t

t
t S t

t

t S t

t S t

F t
t S t

λ

λ

⋅ ⋅ ⋅≠

−

⋅ ⋅ ⋅≠

−

−

−

 − −
 ∆ − − =  

− −  

 ∆ − − 

  ∆ − −   
− =

 ∆ − − 

∑

∑

X y X X A
A A

X y X X A

A A

A A

A
A A





 





 ( )
( ) ( ) ( )( )( )

1

Lasso , 1

,

1 , 1 ,
P

n

nP t
m

t S t

λ

λ−

 
 
 
 
 
 
 
 
 
 
   ∆ − −     

A A





总之，划分数据样本和模型参数(xi, Aj)的空间成不相

交的块，同时数据和模型并行性也是可能的。为了用P机
器达到几乎完美的加速，LDA主题模型的吉布斯抽样方程

[方程(8)]可以用这样一种块方式被划分(图2)[25]。

3. 机器学习系统设计原则

机器学习程序的独特性质，再加上数据和模型并行

性的互补策略，相互作用下会产生超出了由一般迭代收敛

的更新方程(2)代表的理想数学观的设计考虑的复杂空间。

在这种理想的观点下，我们希望Δ和F函数简单地需要平

衡方程式(之前给出的套索回归数据和模型并行方程)来实

现，然后由一个广泛目的的分布式系统执行——例如，如

果我们选择了一个MapReduce抽象，就能编写Δ作为地图，

F作为Reduce，之后再使用一种系统，如Hadoop或Spark
来执行它们。然而，现实是最高性能机器学习的实现并非

是建立在这样一种朴素的方式上；此外，它们还往往出现

在机器学习的专业系统中，而不是广泛目的的MapReduce
系统中[26,31,35,36]。原因是，高性能的机器学习远远超

过了理想化的类MapReduce观点，并涉及并非在数学方程

中显而易见的众多因素：对诸如用于数据并行性的数据批

量大小，如何出于模型并行性进行模型划分，何时在执行

器之间同步模型视图，算法的步长梯度选择，甚至是执行

Δ更新的顺序等的考虑。

对机器学习性能空间的考虑即使对资深从业人员来

说也可能是有难度的，我们的观点是，一个并行机器学习

的系统接口是必要的，既便于对机器学习注意事项的组织

性、科学性的研究，也能将这些注意事项安排到一系列开

发新的分布式机器学习系统的高层次原则。作为安排这些

原则的第一步，我们会将其根据四个层次的问题进行划

分：如果一个机器学习程序方程[方程(2)]告诉系统“计算

什么”，然后系统就必须考虑：①如何分配计算；②如何

将计算与机器之间的通信连接起来；③机器之间如何通

信；还有④通信的对象是什么。通过系统地解决在每一个

问题上机器学习的注意事项，我们认为建立彼此补充和增

益，并组装成一个在机器学习程序执行时间上获得数量级

加速的完整分布式机器学习系统的子系统是可行的。

3.1. 如何分配：调度和平衡工作负载

为了并行化一个ML程序，我们首先必须确定如何最

好地将其划分成多个任务——也就是说，我们必须将方程

(2)中的单片Δ按照数据并行的形式[方程(9)]或模型并行的

形式[方程(11)]，划分为一组平行的任务——甚至一种更

复杂的混合形式。之后我们为了在有限的P执行器或机器

池上执行，必须安排和平衡这些任务，那就是：①决定哪

些任务并行在一起(更重要的是，其任务不应该被并行执

行) ；②决定任务将被执行的顺序；以及③同时确保每台

机器分配的工作负荷均衡。

这三个决定已在以操作为中心程序的背景下经过了

仔细研究(如MapReduce排序的例子)，带来了如Hadoop和
Spark中使用的调度系统[34]。这样的以操作为中心的调

度系统或许与不同的执行计划相结合——决定①~③的结

合——取决于集群的配置、现有的工作负荷，甚至机器故

障；然而更重要的是，它们确保以操作为中心的程序结果

是完全一致，且每次是可重复的。然而，对于机器学习迭

代收敛的程序，目标不是完美可重复的执行，而是模型参

数A收敛至目标函数L的最优(即A以一个小的距离ε接近最

佳值A*)。因此，我们要制定一个调度策略，其执行计划

允许机器学习程序可以每次以同样的收敛性终止——我们

把这个称为对于机器学习程序的“正确执行”。这样的策

略之后可以被实现为一个调度系统，它能够创建不同于以

操作为中心的机器学习程序执行计划。

(1)机器学习程序中的依存结构。为了产生一个对于

机器学习程序正确的执行计划，有必要了解机器学习程

序有着怎样的内部依存关系，以及如何通过单纯的并行

图2. LDA主题模型中同步数据和模型并行性高水平的说明。在这个
例子中，三个并行的执行器在数据/模型块Z1

(1), Z2
(1)和 Z3

(1) 在迭代1中
操作，然后在迭代2中转移到块Z1

(2), Z2
(2)和Z3

(2)等。
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化打破或违反这些依存关系以减缓收敛。不同于以操作

为中心的程序比如排序，机器学习程序具有容错性，并

能自动地从数量有限的违反函数依赖的数据中恢复，但

太多的违反会增加收敛所需要的迭代数量，使并行机

器学习程序利用P机器的加速未达最佳标准、达不到P
次阶。

让我们通过套索和LDA主题模型的实例程序，了解这

些依存关系。在套索模型的并行版本[方程(12)]，每个并

行执行器p∈{1,…, P}执行一个或更多X T
· j y – k ≠ j X

T
· j X· k Ak 

(t – 1)形式的ΔLasso 计算，之后可以用于更新Aj。注意到这

个计算通过X T
· j X· k Ak (t – 1)项依存于所有其他参数Ak, k ≠ j ，

依存关系的量级与第j项和第k项的数据维度之间的相关性

X T
· j X· k，以及参数 Ak (t – 1)的当前值成正比。在最坏的情

况下，X T
· j X·k相关性和Ak (t – 1)都可能很大，因此顺序更新

Aj, Ak(即在两个不同的迭代中t, t + 1)会导致与并行更新(即
同时在迭代t中)不同的结果。文献[57]指出，如果相关性

大，则并行更新将比顺序更新需要更多的迭代收敛。它直

观地表明，我们不应该“浪费”计算来试图并行更新高度

相关的参数；相反，我们应该寻求为并行更新调度非相关

的参数组，同时对相关参数进行顺序更新[39]。
对于LDA主题模型，让我们来回忆一下ΔLDA更新[方

程(8)] ：对于每个单词记号wij(在文件i的位置j)，LDA吉
布斯采样器更新模型参数B、δ(A的一部分)的四个要素：

Bkold,wij (t – 1) – =1，Bknew,wij (t – 1) + =1，δi,kold (t – 1) – =1，以

及δi,knew (t – 1) + =1，其中，kold = zij (t – 1)且 knew = zij (t – 1) 
~ P (zij |xij, δi (t – 1), B(t – 1))。这些方程产生不同单词记号

wij 和 wuv之间的依存关系。其中一个明显的依存关系出现

在wij = wuv，导致了它们将更新与B相同要素的可能(这发

生在kold或knew对于两个记号相同时)。此外，在条件概率 
P (zij |xij, δi (t – 1), B (t – 1))中还有更复杂的依存关系，为了

使本文保持在一个适当的高度，我们可以总结指出元素在

列B·,v中是相互依存的，而在δ行即δi,·要素，也是互相依存

的。由于这些错综复杂的依赖关系，高性能并行LDA主题

模型需要同步数据和模型并行策略(图2)，其中，单词记

号wij 必须由其值v = wij 和文件i仔细分组，以避免违反在

B和δ中列/行的依存关系[25]。
(2)机器学习程序中的调度。根据这些依存关系，

我们如何在尽可能避免违反依存结构(注意由于机器学

习的容错性，我们并非必须避免所有的依存关系)的程

度上调度更新Δ——然而同时，难道由于缺乏任务或负

荷的不平衡就不留下任何的P执行器机器闲置吗？这两

种考虑会对机器学习程序执行时间有不同但互补的影

响：避免违反依存关系，防止每次机器学习程序的迭代

相比于顺序执行的降级(即该程序将不需要更多的迭代

收敛)，而保持执行器机器完全从事有用的计算，能够

确保来自P机器的迭代吞吐量(每秒执行的迭代)是单一

机器的接近P倍。总之，近乎完美的P次机器学习加速

来自于将每次迭代(相当于顺序执行)近乎理想的进程与

近乎理想的迭代吞吐量(P倍顺序执行)结合起来。因此，

我们希望有一个达到这两个目标的理想的机器学习调度

策略。

为了解释理想化的调度是如何实现的，我们回到运

行套索和LDA的例子。在套索例子中，Aj和Ak这两个参数

相互依存的程度是由在第j个和第k个特征维度之间的相关

性 X T
· j X· k影响——我们把这个和其他类似的操作称作一种

依存关系的检查。对于一个小的阈值κ，如果 X T
· j X· k  < κ，

那么Aj和Ak会彼此影响不大。因此，理想的调度策略是找

到所有满足 X T
· j X· k < κ的参数对(j, k)，之后划分参数指标

j∈{1,..., m}为独立子集A1, A2,...——其中，Aa和Ab两个亚子

集被认为是独立的，如果任何j∈Aa而任何k∈Ab，我们就

会有  X T
· j X· k < κ。这些子集A之后可以被安全地分配到并行

执行器机器(图3)，而每台机器将顺序更新参数j∈A(这样

防止违反依存关系)[39]。
至于LDA，仔细审视可以发现，对于单词记号wij[方

程(8)]，更新方程ΔLDA可能触及列B· ,wij 的任何要素以及行

δi , ·的任何要素。为了防止并行执行器机器在同一行/列B和
δ上操作，我们必须将单词{1,..., V}的空间(对应列B)划分

至P子集V1,..., VP，也要划分文件{1,..., N}的空间(对应行δ)
至P子集D1,…, DP。我们现在可以进行理想的数据和模型

并行化如下：首先，我们把文件子集Dp从P机器中分配至

p机器；然后，每台机器只有吉布斯采样单词记号wij，使

得i∈Dp ,wij∈Vp。一旦所有的机器完成工作，它们彼此轮

换单词子集Vp，从而p机器现在可以吉布斯采样wij，使得

图3. 理想的套索调度图解，其中的参数对(j, k)被分为子集(红色块)且
不同子集中参数之间的相关性低。多个子集可以被多执行器机器并行
更新，这就避免了违反依存结构，因为执行器顺序更新每个子集中的
参数。
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i∈Dp，wij∈Vp+1(或对于P机器，wij∈V1)。这个过程一直

持续到P次轮换完成，此时迭代完成(每个单词记号已采

样)[25]。图2说明了这个过程。

在实践中，如以上所描述的理想的调度可能并不切

实可行。例如，在套索中，为所有O(m2) 对(j, k)进行的计

算X T
· j X· k对于有较大m(数百万到数十亿)的高维问题十分棘

手。在介绍感知结构的并行化(SAP)——一种可以被快速

计算的接近理想的可行调度策略时，我们很快就会回到这

个问题。

(3)机器学习程序中的计算优先化。因为机器学习程

序表现出非均匀参数收敛，一个机器学习调度器就有机会

优先慢收敛参数Aj，从而促进机器学习算法的每次迭代过

程(即因为它需要更少的迭代收敛)。例如，在套索中，经

验观察到稀疏性诱导的l1范数[方程(4)]使大多数参数Aj几

次迭代后完全变为零，而之后它们不太可能再变为非0。
剩下的参数，通常是一小部分，则需要更长时间来收敛(如
超过10倍的迭代)[39]。

一个通用但有效的优化策略是以其平方变化率的概率

比例[Aj(t – 1) – Aj(t – 2)2 + ε，其中，ε是一个保证固定参数

仍有机会被选择到的很小的常数]来选择参数Aj 。根据快

收敛和慢收敛参数的比例，此优化策略可以导致套索回归

需要进行的收敛次数呈数量级地减少[39]。类似的策略已

经应用到另一个迭代收敛算法PageRank中[53]。
(4)在机器学习程序中平衡工作负荷。在用分布式

集群执行机器学习程序时，为了交换参数更新，它们可

能不得不停止，即同步——例如，在Hadoop和Spark中
的Map和Reduce阶段结束时。为了减少花在等待上的时

间，对每台机器上的工作进行负荷平衡是可取的，以使

得它们继续以接近相同的速度推进。这对于可能会出现

扭曲的数据分布的机器学习程序尤其重要；例如，在

LDA主题模型中，单词记号wij以幂律方式分布，其中一

些单词会出现在许多文件里，而其他大多数单词会很少

出现。一个典型的机器学习负荷均衡策略可以应用在计

算机科学中的经典装箱算法(每个执行器机器都是要包

装的“箱”之一)，或任何其他以操作为中心的分布式

系统如Hadoop和Spark工作的策略。

然而，不太起眼的第二个挑战是，机器的性能可能

由于微妙的原因，诸如改变数据中心温度、机械故障、背

景工作或者其他用户等在实际集群中发生波动。因此，预

定在一次迭代开始的负荷均衡策略，会经常遭遇落后者，

即随机变得比集群的其他部分慢的机器，当一次迭代结

束、运行参数同步时其他所有的机器必须等待这些机器

[37,40,60]。解决这个问题的一个简单方法是应用慢速执

行器的不可知论[38]，即系统直接利用机器学习算法的迭

代收敛性，并允许更快的执行器在等待落后者赶上来的时

候重复其更新Δ。这不仅解决了落后者的问题，甚至可以

纠正不完美均衡的工作负荷。我们注意到的另一个解决方

案是使用有界的异步执行(而不是同步的MapReduce式执

行)，在3.2中将更详细地讨论这一方案。

(5)结构感知并行化。调度、优先次序和负荷均衡

彼此互补又相互缠结；参数Aj优先级的选择会影响依存

关系需要执行哪些调度，反过来，调度产生的“独立子

集”可使负荷均衡问题变得更困难或更简单。这三个功

能可以被组合成一个单一的编程抽象概念，作为机器学

习分布式系统的一部分被实施。我们称这种抽象概念为

结构感知的并行化(SAP)，其中，机器学习程序员可以

指定如何：①优先处理参数来加快收敛速度；②对这些

参数执行依存关系检查，并安排其至独立子集中；③在

执行器机器中对独立子集进行负荷均衡。SAP提供了一

个简单的MapReduce类编程接口，机器学习程序员能在

接口上实现三个功能：①“调度()”，其中，一小部分

参数被优先考虑，之后接触到依存关系检查；②“推()”，
在执行器机器上并行执行ΔL ；③“拉()”，执行F。负荷

均衡是由SAP执行通过结合经典装箱算法和慢速执行器

不可知论自动处理。

重要的是，SAP 调度()不单纯执行O(m2)依存关系

检查；相反，一些参数A是首先通过优先考虑(当 mA << ) 
而被选择。之后对A进行依存关系检查，由此产生的独

立子集通过推()和拉()被更新。这样，SAP每次调度()，
推()和拉()的迭代都只更新几个参数Aj，而不是完整的

模型A。这个策略被证明对于一类广泛的模型并行性机

器学习程序来说接近理想化。

定理1(改编自参考文献[35]) ：SAP接近了理想化的
执行。考虑L = f(A) + r(A), 当r (A) = 

j
r (Aj)形式的目标

函数是可分的，A∈Rd和f在下列意义上有 β-Lipschitz 连
续梯度：

 

       
( ) ( ) ( )T T T

2
f f f β

+ ≤ + ∇ +A z A z A A X Xz
  

(13)

设X = [x1,...,xd]是重新表示为d个特征向量的数据样

本。W.l.o.g.（不失一般性），我们假设每个特征向量xi

归一化，即 2
=1ix , i = 1,..., d。因此，对于所有的i和j，

T 1i j ≤x x 。

假设我们想通过模型并行坐标下降尽量减少L。设

Sideal()是总能提出零相关的P随机特征的Oracle(即理想
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化)的调度。设 ( )
SAP

tA 作为它的参数轨迹，并设 ( )
ideal

tA 为SAP

调度的参数轨迹。那么，对常数C，m，L和 P̂ ：

            

( ) ( )

( )
2 T

ideal SAP 2

2
ˆ1

t t dPm L C
t P

 − ≤  +
A A X X

 
   (14)

这个定理说明SSAP()参数预测ASAP与理想Oracle预测

Aideal之间的差异会以一个快速的1/(t + 1)2 = O(t–2) 比率

迅速消失。换句话说，谁也不能做得比SSAP()调度好很

多——它已经接近最优了。

SAP的慢速执行器不可知论负荷均衡还带来一种理

论性能保证——它不仅保留正确的机器学习收敛，还会

促进单纯调度下每次迭代的收敛。

定理2(改编自参考文献[38]) ：SAP慢速执行器不可
知论促进了每次迭代的收敛。设模型中当前的方差(直观

地说就是不确定性)是Var (A)，设np > 0是由执行器p进行

更新的数量(包括由于慢速执行器不可知论的附加更新)。
在np更新后，Var (A)降低至

( ) ( ) ( ) ( )
( )2

1 2

3

Var Var Var CoVar ,

cubic

pn
t p t p

t p

c n c n

c n O

η η

η
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+
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其中，ηt >0，是当t→∞时接近零的步长参数；c1, c2, 
c3 > 0，是特异性问题的常数； L是该机器学习目标

函数L的随机梯度；CoVar(a, b)是a和b之间的协方差；

O(cubic)代表迅速向零收缩的三阶或更高的项。

一个较低的方差Var (A)表明，机器学习程序接近收敛

(因为参数A已经快速地停止变化)。上述定理表明，额外

的更新np确实降低了方差——因此，机器学习程序的收敛

得到了加速。为了理解为什么是这样的情况，我们注意到

第二和第三项总是为负；此外，它们是O(ηt)，所以支配了

为正的第四项[即O(ηt
2)并因此更快地缩小到零]以及为正的

第五项(第三阶甚至比第四项收缩更快)。
根据经验，SAP系统能够在非调度、非均衡的分布式

机器学习系统上实现数量级的速度提升。一个例子是转换

系统[39]，它实现了多种算法的SAP调度，比如套索回归、

矩阵分解，以及LDA主题模型，并且相比于其他系统实现

了出色的收敛次数(图4)。

3.2. 如何连接计算和通信：桥连模型和有限异步性
许多并行程序要求执行机器可以互相交换程序状态。

例如，诸如Hadoop的MapReduce系统接受由所有Map(映
射)执行器产生的键值对 (a, b) ，然后将所有拥有键a的
键值对传给同一个Reduce(归约)执行器。对于以操作为

中心的程序来说，这一步的执行必须准确无误。回想

MapReduce分类的例子(第二部分)，由于键传给了不同的

Reducer，结果导致了分类错误。BSP并行编程中的操作准

确性这一概念由BSP模型支撑[61,62]。BSP模型是一种桥

连模型，它抽象地展示了并行程序计算是如何与执行器间

的通信相交错的。采用BSP桥连模型的程序在计算阶段和

通信阶段或同步栅栏(synchronization barrier)(图5)间切换，

且在下一个同步障碍完成前，每个计算阶段的影响对执行

机器是不可见的。

由于BSP模型清楚地分离了计算阶段和通信阶段，许

多在BSP下运行的并行机器学习程序是可序列化的。也就

是说，它们等同于顺序机器学习程序。序列化BSP机器学

习程序可以保证所有顺序队列的正确性，这使得BSP成为

颇受以操作为中心的程序以及机器学习程序欢迎的桥连模

型[32,34,63]。BSP的一个缺点是，执行器必须互相等待进

入下一个同步栅栏。这意味着高效的BSP执行对负载均衡

有严苛的要求。但是，即使是非常均衡的工作负载也会成

为一些“问题机器”的牺牲品——这些机器变得比其余机

器缓慢，这是随机和不可预测的[60]，是由于真实世界的

一些条件，诸如数据中心的温度波动、网络拥塞以及其他

用户的程序或后台任务。发生这种情况时，为了配合最慢

的机器，程序的效率就会降低——而在拥有上千部机器的

机群里，这样的问题机器可能有许多。第二个缺点是，执

图4. 三种机器学习程序目标函数L的进展的时间图表比较——(a) 套索回归(1亿条特征、9台机器)，(b) 矩阵分解(MF)(80个秩、9台机器)，(c) 隐
含Dirichlet分配(LDA)主题建模(250万词汇、5 000个主题、32台机器)——在实现了结构感知并行化系统(SAP)的抽象概念的系统Strads下执行。
通过使用SAP促进机器学习算法每次迭代的过程，Strads相比其他通用和专用目的的实施工具——套索-RR(又名猎枪算法)、GraphLab和YahooL-
DA实现了更快的收敛时间(更陡峭的曲线)。改编自参考文献[39]。
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行器间的通信不是瞬时的，所以同步栅栏本身需要大量的

时间。例如，LDA(Latent Dirichlet Allocation)主题模型在

BSP下运行于32台机器上时，同步栅栏所需时间至多可以

达到迭代的6倍[37]。由于这两个缺点，BSP机器学习程

序的迭代吞吐量很低，即P台机器并不能带来P倍吞吐量

的增加。

作为在BSP上运行机器学习程序的一种替代，人们又

研发了异步并行执行模型(图6)[28,33,52]。在这一模型中，

执行机器无需互相等待，而是在每次迭代进程中交换模型

信息。异步执行可以获得近乎理想的P倍吞吐量增加。但

是和BSP(能够确保可序列化性以及机器学习程序准确性)
不同，异步并行每个迭代的收敛进程会减弱。原因是异

步通信会使模型信息变得延后或过时(因为机器不需要互

相等待)，这反过来会造成Δ和F计算的错误。错误的大

小随信息的延后而增加。如果不仔细约束这些延迟，会

导致收敛极其缓慢，甚至错误[37,40]。在某种意义上，没

有“免费的午餐”——模型信息的通信必须在执行器间及

时进行。

BSP和异步执行在实现理想化的P倍机器学习程序加

速中面临着不同的挑战——从经验出发，BSP机器学习程

序难以实现理想化的P倍迭代吞吐量增加，而异步机器学

习程序则很难保持顺序机器学习程序中每个迭代的理想化

进程[25,37,40]。有限异步执行有望解决这一问题，在该

模型中异步执行被加以限制。为了更好地探索这一想法，

我们展示了一种在BSP基础上提升而来的桥连模型，称为

“过时同步并行”(stale synchronous parallel / SSP)[37,64]。
过时同步并行(SSP)是一种有限异步桥连模型，它拥

有与常见的BSP桥连模型相似的编程接口。一个直观高端

的阐释如下：我们有P个并行执行器或机器以迭代的方式

进行机器学习计算Δ和F。在每次迭代t结束时，SSP 执行

器发出信号告知它们已完成迭代。在这一节点上，如果执

行器是在BSP下运行，同步栅栏就会启动进行机器间的通

信。但是，SSP则不会发生同步栅栏，而是以其认为合适

的方式选择停止或允许执行器继续进行下去；更具体地

说，如果该执行器有多于s个迭代先于其他执行器，SSP就
会停止它，这个s称为过时阀值(staleness threshold)(图7)。

更正式一点的说法是，在SSP下，每个执行机器都

有一个迭代计数t和模型参数A的本地视图。SSP执行机器

“提交”它们的更新Δ，然后调用一个clock() 函数，该函

数：① 发出信号告知迭代已结束，② 增加迭代计数t，③ 
通知SSP系统将Δ信息传送给其他机器，这样它们就可以

更新关于A的本地视图。这个clock() 和BSP的同步栅栏类

似，不同的是，来自一个执行器的更新不需要立即传递给

其他执行器——这就使执行器即使只收到更新的部分子

集，也可以继续工作。这意味着，如果一些更新尚未接收，

A的本地视图可能变得过时。给定一个用户选择的过时阀

值s ≥ 0，SSP实现或系统至少会强制执行以下有限过时条

件：

(1) 有限clock差值：最慢的执行器和最快的执行器

之间的迭代计数差值必须≤ s，否则SSP会强制最快的执

行器等最慢的执行器赶上来。

(2) 加上时间戳记的更新：每次迭代结束时t[就在调

用clock()前]，每个执行器提交一个更新Δ，该更新用时

间戳记t进行标记。

(3) 模型状态保证：当一个执行器以clock t计算Δ时，
图5. 整体同步并行(bulk synchronous parallel, BSP)桥连模型。在机器
学习程序中，执行机器等在每次迭代结束时，在同步栅栏阶段中交换
参数A的信息。

图6. 异步并行执行模型。运行机器学习程序的机器无需互相等待。模
型参数Aj的信息交换在执行器间异步持续进行。由于执行器无需等待，
所以存在一个风险，即某台机器可能多次迭代、结束得比其他机器缓
慢，这可能会给机器学习程序带来不可恢复的错误。而BSP系统由于
其同步栅栏而不会发生这种情况。

图7. 过时同步并行(SSP)桥连模型。和BSP相比，运行机器学习语言
的执行机器可以互相领先，直至相隔s个迭代(这里s被称为过时阈值)。
领先太多的执行器会被强制停止，直到落后的执行器赶上来。和异步
并行执行模型一样，模型参数Aj的信息交换在执行器间异步持续进行
(加进来一些附加条件以保证机器学习收敛的正确性)，无需进行同步
栅栏。SSP的优点是它大多数时间是像异步并行执行一样运行，但却
可以根据需要停止执行器以保证机器学习执行的正确性。
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保证其关于A的本地视图包含所有时间戳记≤ t – s – 1。
本地视图可能包含也可能不包含其他机器时间戳记

> t – s – 1的更新Δ。
(4) 自我写入读取：每个执行器会一直将自己的更新

Δ包含进A的本地视图中。

因为最快的执行器和最慢的执行器相隔≤ s个clock，
迭代t时执行器的A本地视图会包含所有时间戳记在区间[0, 
t – s – 1]内的执行器的更新，以及部分(也有可能没有)时
间戳记在[t – s, t+ s – 1]范围的更新。注意，SSP是BSP模
型针对机器学习程序的一种严格泛化：当s = 0时，第一个

范围就变成了[0, t  –  1]，而第二个区间则空了，这就和一

个机器学习程序的BSP执行完全一样了。

因为SSP总是会限制任意两个执行器间的最大过时值

s，所以它理论上可以强有力地保证数据并行执行和模型

并行执行的收敛。为此我们给出下面两个互补定理。

定理3(改编自参考文献[40]) ：SSP数据并行收敛定
理。考虑凸目标函数L = f (A) =  T

t = 1  
ft (A)，其中,单个

组件ft也是凸的。在SSP下，我们通过在各个组件 ft 上进

行数据并行SGD算法寻找一个最小值A*，过时参数为s，
共P台机器。使数据并行更新为Δt := –ηt t ft (At)，其中，

t tη η= 。在适当的条件下[ft为利普希茨连续，且有届散

度 ( ) 2D F′ ≤A A ]，我们可以获得以下收敛速度保证：
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T→∞；s是SSP下最大过时值；μγ是分布式系统经历的平

均过时值；σγ是过时方差。

该数据并行SSP定理具有两个含义：首先，SSP下的

数据并行执行是准确的(就像BSP一样)，因为R[A]/T(SSP
参数的估值和实际最优值之间的差值)依指数尾界的概率

收敛至O(T –1/2) ；其次，重要的是要使实际过时值和异步

性尽可能小，最大过时值越小，执行器经历的平均过时值

μγ和过时方差σγ越小，收敛的界就越紧。由于这一原因，

朴素异步系统(如Hogwild! [31] 和 YahooLDA [28])在复杂

生产环境中的收敛性可能较差，机器可能由于其他的任务

或用户暂时变慢，这就使最大过时值s和过时方差σγ变得

任意大，进而导致较差的收敛速度。

定理4(出现于2016年) ：SSP模型并行渐进相合性。

考虑使用一个保持集中“全局视图”A(如在键值存储上)
以及每台执行机器上的过时视图Ap的模型并行近侧梯度

下降过程，来最小化目标函数L = f(A, D) + g(A)，其中，

A∈Rd。如果下降步长满足η < 1/(Lf + 2Ls)，则全局视图A
和本地视图Ap满足：
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(3) {A(t)}的极限点和{Ap (t)}极限点一致，且两者都

是L的临界点。

(1)和(2)意味着全局视图A会逐渐停止改变(即会收

敛)，过时本地执行器视图Ap会收敛至全局视图；换句话

说，SSP模型并行执行会终止于一个稳定的结果。(3)则进

一步保证了本地和全局视图Ap(t)和A(t) 会取得L的最优解；

换句话说，SSP模型并行执行输出的是正确的解决方案。

若给定其他的技术条件，我们可以进一步健全，使SSP模
型并行执行以速度O(t –1)收敛。

上述两个定理证明，SSP下的数据并行和模型并行

机器学习程序都能够实现每次迭代近乎理想的收敛(接近

BSP和顺序执行)。例如，Bösen系统[37,40,41] 利用SSP
达到了相比于BSP桥连模型短十倍的收敛时间——而和异

步执行不同，选取了合适过时值的SSP不会出现不收敛的

情况(图8)。总之，如果能有效地执行和调节SSP，它几

乎可以在两方面达到最佳：接近BSP的近乎理想的每次迭

代进程，以及类似于异步执行的近乎理想的P倍迭代吞吐

量，因此可以实现机器学习程序执行时间近乎理想的P倍
加速。

3.3.如何通信：管理通信和拓扑
为了保证机器学习程序的正确执行，刚刚讨论的桥连

模型(BSP和SSP)会在发生关于将更新Δ传递给模型参数A
的机器学习计算时，进行约束。但是，在由桥连模型设定

的约束内，仍然存在空间来规定如何或者以什么顺序在网

络中传递更新Δ。考虑MapReduce类的例子在BSP桥连模

型下运行：各Mapper需要将带有同一键值a的键值对 (a, 
b) 传给同一个Reducer。这可以通过二分拓扑结构进行，

但也可以采用星型拓扑结构，第三组机器首先收集各个

Mapper的所有键值对，然后将它们传递给各个Reducer。
SSP桥连模型下的机器学习算法则具有更广阔的设计

空间：因为SSP只要求更新Δ“不晚于s个迭代到达”，我

们可以选择先传送更重要的更新，如果直觉告诉我们这一
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定可以提高每个迭代的算法进程。这些考虑是非常重要

的，因为每个机组或数据中心都有它自己的物理交换机拓

扑以及沿各个环节的可用带宽。选择正确的通信管理策略

可以大大改善机器学习算法每次迭代的进程和提高迭代吞

吐量，我们会以这一观点来讨论这些问题。现在我们来

讨论几种可以将通信管理应用于分布式机器学习系统的

方法。

连续通信。在SSP桥连模型的首次实现中，所有机器

间的通信发生在每次迭代结束时[也就是说，在SSP clock()
命令之后][37]，大多数时间下网络则是闲置的(图9)。由

此产生的通信突发(千兆字节到兆兆字节)可能会引起同步

延迟(如果更新到达目的地所需的时间比预期要长)，而这

可以通过采用连续式通信优化掉，系统会等正在进行的更

新完成传输后才开始新的更新传输[41]。
连续通信可以通过一个速度限制器在SSP过程中实

现，该限制器让发送的通信列队等候，直到前面的通信完

成后才将其发出。重要的是，不论该机器学习算法是数据

并行还是模型并行，连续通信都仍然可以维持SSP的有限

过时条件——因此，它还是会有和SSP一样的每次迭代最

糟糕的收敛进程问题。此外，因为管理通信减少了同步延

迟，它会略微加速(两至三倍)整个收敛时间，部分要归因

于每个迭代进程的提升(延迟减少同时也意味着本地参数

视图A的平均过时值降低；因此，SSP每个迭代的进程会

根据定理3提升)。
免等待反向传播。机器学习模型的深度学习家族由于

其高度分层结构，为连续通信提供了一个特别的机会。两

个观察结果特别突出：① “反向传播”梯度下降算法——

常用于训练诸如卷积神经网络(CNN)的深度学习模型——

以分层模式进行；② 典型CNN(如AlexNet[20])层次的模

型大小高度不对称，要求进行反向传播计算——通常，顶

部完全连接层有大约90%的参数，底部卷积层负责90%的

反向传播计算[56]。这就允许了一个特殊类型的连续通信，

我们将其称作免等待反向传播：在顶层执行完反向传播

后，系统会在执行底部反向传播时传递参数。这使计算和

通信以最优的方式展开，本质上就是“90%的计算和90%
的通信重叠”。

 更新优先化。另一种通信管理策略是划分可用带宽

的优先级，传递对收敛贡献最大的更新(或部分更新)Δ。
这一概念与3.1节中讨论的SAP有很紧密的联系。SAP优
先计算更重要的参数，而更新优先化则确保这些重要参数

的改变可以很快地传播给其他执行机器，感受到它们的影

响。举一个具体的例子，在使用SGD的机器学习算法(如
逻辑回归和套索回归)中，目标函数L随参数Aj按比例变化，

因此变化最快的参数Aj通常对求解质量贡献最大。

因此，SSP的实现可以通过一个优先器进一步增强，

该优先器重新排列速度限制器中的传出队列，这样更重要

的更新会首先传出。优先器可以支持下列策略。

(1) 绝对参量优先化：根据Aj最近累积的变化 |δj| 重
新排列Aj，这非常适用于使用SGD的机器学习算法。

(2) 相对参量优先化：和绝对参量一样，只是排序

标准是|δj|/Aj，即用实时参数值Aj标准化积累的变化|δj|。
根据经验，这些优先化策略可以产生25%的加速，在

SSP和连续通信之上[41]，并且仍有潜力探索出为特殊

机器学习程序量身定制的策略(类似为套索设计的SAP
优先化标准)。

图8. 三种机器学习程序下目标函数L进程和时间曲线图—— (a)LDA主题建模，(b)套索回归，(c)矩阵因子分解(MF)—— 在Bösen系统下执行，Bösen系
统实现了SSP桥连模型。通过使用SSP(选取不同的过时值)提高机器学习算法的迭代吞吐量，Bösen实现了比BSP桥连模型(在Hadoop和Spark中使用)和
完全异步执行模式都要快的收敛(陡峭的曲线)。尤其是，完全异步执行在套索回归和矩阵因子分解中没有成功收敛，因此没有画出它们的曲线。改编
自参考文献[37]。

图9. 整个计算过程中，SSP下的管理通信均匀地分布在网络通信中，而
不是在迭代边界后就马上传递所有的更新。
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参数存储和通信拓扑结构。第三种通信管理策略是
考虑通过网络放置模型参数A(参数存储)，以及参数更新
Δ的通信路径网络路由(通信拓扑结构)。参数存储的选择
会大大影响可用通信拓扑结构，这反过来影响参数更新

Δ在网络中传递的速度(以及过时值)。因此，我们接下来
开始讨论两种常见的存储模型参数的范例(图10)。

(1) 集中存储：参数A的“全局视图”通过一组服务

器进行分区存储，而执行机器则保留参数的本地视图。

通信在以下意义上是不对称的：更新Δ从执行器传到服

务器，执行器从服务器接收到最新版本的参数A。
(2) 分散存储：每个执行器保持自己的参数本地视

图，没有一个集中的服务器。通信是对称的：执行器互

相传递更新Δ，以使它们的本地视图A达到最新状态。

主从式拓扑结构可以支持集中存储式范例(图11)，机

器以二分图形式排列，一边为服务器，另一边为执行器；

而分散存储式范例可以通过对等(P2P)拓扑结构(图12) 
来支持，每个执行机器向其他执行机器进行传播。主从

式网络拓扑结构的一个优势是它减少了需要通过网络

被传递的信息的数量：执行器只需要将更新Δ传送给服

务器，服务器使用F聚合它们，然后更新参数A的主视

图。接着，更新后的参数可以作为一条单独的信息传输，

而不是作为单个更新Δ的集合。总的来说，只需要传递

O(P)条信息。而P2P拓扑结构每次迭代必须发送O(P2)条
信息，因为每个执行器必须将Δ传递给其他所有执行器。

但是，如果δ结构紧凑或可压缩——例如，深度学习

之类矩阵参数化机器学习程序中的低秩性，或者套索回

归中的稀疏性——与主从拓扑结构相比，P2P拓扑结构可

以大大节省通信。通过以一种更低秩或稀疏的形式压缩

或再呈现Δ，O(P2)条 P2P消息中的每条消息可以变得比

O(P)条主从式消息更小，因为主从式消息不允许压缩(因
为消息是由实时参数A组成，而不是可压缩的更新Δ)。此

外，可以通过将完全P2P转换成部分连接Halton序列拓扑

结构(图13)，减少O(P2)条 P2P消息[65]，在该结构中，每

个执行器只和执行器的一个子集通信。执行器可以通过

经中间节点路由消息，与其他机器通信。例如，路由路径

1→2→5→6是将消息从1号执行器传递至6号执行器一条

路。中间节点可以将要发送至同一目的地的消息结合在一

起，这样就减少了每次迭代消息的数量(并进一步减少了

网络负载)。但是，Halton序列的一个缺点是，路由增加了

消息到达目的地的时间，这就增大了SSP桥连模型下参数

的平均过时值。例如，消息从1号执行器传递到6号执行

器过时三次迭代。但是，Halton序列拓扑结构对于P2P带

宽受限的大型机组网络仍然是一个非常好的选择。

通过结合“如何通信”的不同方面——连续通信，更

新优先化，以及参数存储和通信拓扑结构的合理结合——

我们可以设计一个拥有各方面速度优势叠加的分布式机器

学习系统，获得相比SAP(如何分布)以及SSP(桥连模型)几
乎是数量级的速度提升。例如，Bösen SSP系统可以获得

比连续通信和更新优先化高达额外四倍的加速，如图14和
图15所示[41]。

3.4. 通信的对象

除了在执行器机器之间如何存储和传递更新Δ，我

们还会问在每次更新Δ时需要通信“什么”。尤其是有没

有什么方法可以减少发送Δ需要的字节数，从而进一步缓

解分布式机器学习程序中的交流瓶颈[55] ？这个问题与

图10. 参数存储的两种范例。注意，两种范例的通信模式不同：集中
存储将更新Δ从执行器传递到服务器、实时参数A从服务器到执行器；
分散存储只在执行器间传递更新Δ。

图11. 集中参数存储的主从(二分)网络拓扑结构。服务器只和执行器
通信，反之亦然。没有服务器间或执行器间的通信。

图12. 分散参数存储的对等(P2P)网络拓扑结构。所有执行器与其他执
行器通信。
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以操作为中心的项目中无损压缩的思想有关，如Hadoop 
MapReduce能够压缩键值对(a，b)来降低从映射器到减速

器的传输成本。对于数据并行机器学习程序，一种常用的

降低Δ消息大小的策略是利用F内可加结构[就像套索数据

并行的例子，方程(10)]，在网络传输前将其聚合(即总计)。

这种早期的聚合是为了从服务器到执行器交流完整的参数

A[37,40]的集中参数存储模式服务，我们很自然要问是否

还有其他或许可以更好地适应不同存储模式的策略。

要回答这个问题，我们可以审视一下机器学习参数

A的数学结构，及其更新Δ的性质。许多流行的机器学习

程序都有矩阵结构的参数A(我们使用传统的粗体字以区

别于一般的A)。例子包括多类Logistic回归(MLR)、神经

网络(NN)[60]、距离度量学习(DML)[66]，以及稀疏编码

[23]。我们把这些称为矩阵参数化模型(MPMS)，要注意

A在目前的应用可以是非常大的：在一个MLR对维基百科

的应用中[67]，A是一个包含数十亿条目(几十兆字节)的
325K-by-10K矩阵。值得指出的是，典型的计算机集群网

络最多可以在两台机器间每秒传送几个字节；因此，这样

单纯不同步的矩阵A及其更新Δ就不是瞬时性的。由于参

数同步在一个迭代收敛的机器学习程序的寿命中会发生很

多次，同步所需的时间就可以成为一个巨大的瓶颈。

更正式地说，MPM是一种特殊形式的机器学习目标

函数如下：

         ( ) ( ) ( )
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N

i i i
i

f r
N =

 
= + 

 
∑ u v
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其中，模型参数是一个K-by-D矩阵A∈RK×D；每个损失

函数fi被定义在A上，数据取样为 ( ){ } 1
,

N
i i i=

= u vx 。具体来

说， fi必须取决于结果Aui(而不是单独地由A或ui决定)。
r(A)是一种像正则化矩阵一样的结构诱导函数。方程

(16)一个著名的例子就是MLR，用于涉及成千上万种

类K(如网络数据的集合，像维基百科)的分类问题。在

MLR中，A是权重系数矩阵，ui是数据样本i的D维特

征向量，vi是一个表示数据样本i的类标签的K维特征向

量，损失函数 fi由一个交叉熵误差函数和一个Aui的Soft-
Max映射组成。MPM的一个关键性质是，每个更新Δ是
一个低秩矩阵，可分解成被称为充分因素的小的向量，

通过网络发送较为便宜。

充足因素传播(SFB)。为了利用MPM充足因素的性

质，让我们仔细观察更新Δ。机器学习目标函数方程 (16)
还可以通过随机梯度下降(SPGD)[37,52,60,65]或随机双

坐标上升(SDCA)[68–72]算法技术解决。例如，在SPGD
中，更新函数Δ可以被分解为向量 bi ci

T的总和，其中， 
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，ci = ui ；SDCA更新Δ也允许类似的分解[55]。 
 
作为发送Δ = 

i
bici

T(总大小KD)的代替，我们可以发送个

别矢量bi和ci[总大小S(K + D)]，其中S是样本数据在当前

迭代处理的数量)，并在目标机上重建Δ。

图13. 分散参数存储的Halton序列拓扑结构。执行器通过中间机器与其
他执行器进行通信，例如，1号执行器可以通过将更新Δ转交给2号执行
器来与5号执行器通信。

图14. 矩阵分解：连续通信加SSP，其收敛时间比单用SSP提升了1.8
倍。实验设置：网飞(Netflix)公司数据集，400秩，8台机器(每台16核)，
千兆以太网(GbE)。改编自参考文献[41]。

图15. LDA主题模型：连续通信加SSP，其收敛时间比单用SSP提升了三
倍。而且，如果同时采用更新优先化，收敛时间还能再减少25%。实验
设置：NYTimes数据集，1 000个主题，16台机器(每台16核)，千兆以太
网。改编自参考文献[41]。
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这种充足因素传播(SFB)策略适合于分散式存储模式，

其中，只有更新Δ是在执行器之间传播。它也可以被应用

到集中存储的模式，不过只用于从执行器到服务器的传

输；服务器到执行器的工作方向发送不再具有充足因素属

性的完整矩阵A[60]。在这一点上，我们很自然要问分散

存储和SFB的组合如何与SSP桥连模型相互作用，机器学

习算法仍然会在这样的P2P设定下输出正确的答案吗？下

面的定理提供了一个肯定的答案。

定理5(改编自参考文献[55]) ：在SSP下的SFB收敛
定理。设对于在与过时的s连接的SSP模型下被SFB解决

的方程(16)中的机器学习目标函数L(假设r ≡ 0)，Ap(t), 
p = 1,…, P, A(t)分别是本地执行器视图和一个“参考”

视图。在温和的假设下，我们有

(1) ( ) ( )lim max 0p pt
t t

→∞
− =A A ，也就是说，本地执行

器视图收敛到参考视图，意味着所有执行器视图经过充

分的迭代t将成为同样的。

(2) 存在以比率
( )lgPs t

O
t

几乎必然收敛到一个固定 
 
L点的Ap(t)和A(t)的公共子序列。

直观地说，定理5表明本地执行器视图Ap(t)最终收

敛到目标函数L的稳定点(局部极小值)，即使更新Δ在高

达s次迭代后是过时的。因此，分散式存储下SFB在SSP
桥连模型下是稳健的——对于比如Halton序列的加快了

更新过时速度以交换较低带宽的拓扑结构尤其有效。

根据经验，SFB可以大大降低MPM的通信成本：图16 
显示了对于各种MPM使用BSP桥连模型达到一个固定

函数值所花费的时间。在SFB下运行的MPM要比在发

送全面更新Δ(称为“全矩阵同步”或FMS)的集中式

存储模式下运行收敛更快。我们也把在SFB下运行的

MPM比作包括Spark v1.3.1的基线的实现(不是所有被评

估的MPM都可在Spark上使用)。这是因为SFB具有更低

的通信成本，所以更大比例的算法运行时间就花在了计

算而不是网络等候上。我们用图17表示，图上绘制了在

BSP一致性和不同Minibatch大小下，MLR每秒处理的数

据样本(即迭代吞吐量)和每个样本的算法处理(即每次

迭代的处理)。图17(b)显示SFB每秒处理的样本比FMS
会多很多，而图17(c)显示SFB和FMS在BSP下每个样本

得到完全相同的算法处理。

要了解SFB在Δ通信成本上的影响，让我们看看 
图18，显示了在一系列的SSP过时值上的总计算时间以

及SFB和FMS收敛所需的网络通信时间。一般来说，更

高的Δ通信成本和较少的过时会增加机器学习程序花在

等待网络通信上的时间。对于所有的过时值，SFB需
要更少的网络等待(因为SFB比FMS中的全矩阵要小得

多)。SFB的计算时间比FMS略长，因为：①更新矩阵

Δ必须在每一个执行器上重建，以及②SFB比起FMS需
要更多的迭代来进行收敛，这是因为相比于FMS，SFB
参数过时平均值稍高。总的来说，SFB在网络等待上减

图16. (a)多类Logistic回归(MLR)、(b)距离度量学习(DML)和(c)L2- MLR的收敛时间与模型大小对照。

图17. (a)MLR任务与运行时间对照；(b)样本与运行时间对照；(c)任务与样本对照。



209Author name et al. / Engineering 2(2016) xxx–xxx

少的时间远远超过增加的计算时间，因此SFB胜过了

FMS。
最后一点，有些情况自然要求SFB和完整Δ传送的混

合。一个很好的例子是使用卷积神经网络的深度学习(先
前在3.3节中讨论了免等待反向传播的话题) ：一个典型

CNN的顶层被完全连接起来，使用了包含数百万要素的矩

阵参数，而底层是卷积的，并涉及至多几百个要素的小矩

阵。由此得出结论，应用SFB到顶层的更新[传输成本为

S(K + D)  KD，因为K和D很大程度上与S相关]、传输之

前聚合(总计)底层的更新[成本为KD  S(K + D)，因为S很
大程度上与K和D相关] [56]，这两种方法都会更加有效。

4. Petuum：一种机器学习系统设计原则的实
现方式

我们通过指出机器学习系统设计的四条原则已经由一

些高度专用于一个或多个机器学习程序的系统部分实现，

来对本文做出总结[28,31,36,58,60]。这就为机器学习从业

人员提供了在上述的专、精但高性能的“塔”(需要大量的

工程作业以进行维护、升级的专业化系统)，与更通用但

速度也更慢的“平台”，如Hadoop和Spark(相对易于部署

和维护)之间的选择。为了解决这种对立，我们已经得出

了机器学习系统设计在Petuum分布式机器学习框架[35]中
的原则，其结构如图19所示。Petuum蕴含的目的是为进行

大数据运算的机器学习算法提供一种通用的分布式系统，

通过从ML程序员那里提取系统的实施细节和设计的四个

原则，ML程序员得到释放之后可以专注于对机器学习的

关键函数L、Δ和F进行编程。

相比于对于以操作为中心的程序通用的分布式编

程平台(如Hadoop和Spark)，Petuum利用迭代收敛机器

学习程序的独特性能——容错性、依存结构、非一致收

敛、紧凑更新——以提高机器学习算法的收敛速度和每

次迭代的时间，从而用P台机器实现接近理想化的P倍
加速。Petuum运行集群计算和云计算，以几十到数千台

机器进行支持，并提供C++和Java的编程接口，同时也

支持另一种资源协调者(YARN)和Hadoop分布式文件系

统(HDFS)在现有的Hadoop集群上执行。Petuum的基础
为以下两大系统(图 19)。

(1)Bösen，一种为数据并行机器学习编程服务的有
限异步分布式关键值存储。Bösen使用SSP一致性模型，
它提供优于MapReduce的异步类性能和整体同步执行，
也并不牺牲机器学习算法的准确性。

(2)Strads，一种为模型并行机器学习编程服务的动
态调度。Strads进行细粒度的机器学习更新操作调度，
优先计算机器学习程序中最需要计算的部分，同时避免

可能会导致ML程序不收敛的危险的并行操作。
目前，Petuum描画出了一个含有超过10种随时可以

运行的算法的机器学习库(在Bösen和Strads之上实现)，包
括经典算法诸如Logistic回归、K-均值、随机森林，以及
更新颖的算法，比如监督学习的主题模型(MedLDA)、深
度学习、距离度量学习以及稀疏编码。尤其是Petuum深
度学习系统Poseidon[56]，充分体现了Petuum“平台”的

图18. 计算时间与网络等待时间对照：(a) MLR；(b) DML； (c) L2- MLR。

图19. Petuum结构，一种为大数据和大模型工作的分布式机器学习
系统。
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性质：Poseidon以有效但单机的Caffe项目†，并通过用

Bösen分布式关键值存储的分布式共享内存编程接口来更

换在Caffe中的内存访问例程，把它变成一个分布式图形

处理单元(GPU)系统。这个平台方式最大的好处是熟悉性

和可用性——现有的Caffe用户不必为了利用GPU在整个

集群中的分布就要学习一个新的工具。

展望未来，我们想象Petuum可能会成为为机器学习应

用程序用户或程序员提供单机或笔记本电脑类经验的机器

学习分布式集群操作系统的基础，同时充分利用由成千上

万的机器的数据中心规模的集群所提供的计算能力。要实

现这一愿景，肯定还需要开发新的系统，比如集装箱化、

集群资源管理和调度，以及待开发的用户界面，这些都是

减少数据中心环境中大规模应用的大量的人力或运营成本

部署的必要步骤。通过在以机器学习为中心的Petuum平

台上建立这样的系统——使其能够用更少的机器运行得更

快，以降低机器学习应用的资本成本——我们可以因此准

备好将最终的大数据计算从数据库风格的操作转变为机器

学习风格的操作。
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