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虽然推荐系统在我们的生活、学习、工作和娱乐中扮演着越来越重要的角色，但是很多时候我们
收到的推荐都是不相关的、重复的，或者包含不感兴趣的产品和服务。这些差的推荐系统产生的
原因来源于一个本征假设：传统的理论和推荐系统认为用户和物品是独立同分布的 (IID)。另一个
明显的现象是，虽然投入了很多的精力模拟用户或者物品的特殊属性，但用户和物品的总体属性
及它们之间的非独立同分布性 (non-IID) 被忽略了。本文先讨论了推荐系统的非独立同分布性，紧
接着介绍了非独立同分布性原理，目的是从耦合和异构性的角度来深入阐述传统的推荐系统的固
有本质。这种非独立同分布推荐系统引起了传统推荐系统范式的转化 —— 从独立同分布向非独立
同分布进行转化，希望能够形成高效的、相关性高的、个人订制和可操作的推荐系统。这种系统
创造了令人兴奋的能够解决包含冷启动、以稀疏数据为基础、跨域、基于群组信息和欺诈攻击等
各种复杂情况的新的研究方向和解决方案。
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1. 引言

推荐[1,2]是大数据方法的一种重要应用[3,4]。它在

核心商业和新经济领域扮演着越来越重要的角色，尤其

是涉及社交媒体、手机服务、在线商业、学习和生活等

方面。近年来，在很多领域中推荐研究成为研究重点，

这些领域包括推荐系统、信息检索、社交媒体、社交网

络、机器学习、数据挖掘和数据工程。

高质量的推荐服务应该在合适的时间给合适的人群

推荐最相关的产品。在这个方向人们投入了很多精力，

尤其是在推荐和信息检索领域，通过考虑特殊的因素，

比如社会关系、朋友关系、用户对所购买产品的评价、

对相似特征进行分类以及通过另一个领域推荐产品等方

式来提高推荐水平。

然而在大多数情况下，我们通过新闻门户网站、在

线购物网站和手机应用等渠道得到一些并不相关，甚至

对品牌有所损害的推荐。比如一个著名的搜索引擎报道

在希腊发生的民众示威游行时，在新闻旁边放了一个建

议去希腊海滩旅游的广告链接。另一个推荐系统对一个

对kiwis感兴趣的用户推荐了各种不同的水果，系统假
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设用户喜欢猕猴桃(kiwi fruit)。在线书店网站经常罗列

一些重复的或者用户已经购买过的书或者根本不相关

的书。

推荐领域所面临的至关重要的问题包括：为什么会

推荐不相关，或者重复的产品和服务？更重要的是，如

何开展下一代的推荐？为了回答这些问题，需要研究如

下这些基本问题：

•	现有的推荐理论和系统还缺乏哪些基本的技术从

而导致较差的推荐？

•	如何建立高效的、相关的、私人订制的以及可操

作的推荐系统？

•	如何提高推荐系统的质量，从而把个人或者群体

用户感兴趣或喜欢的产品推荐给他们？

•	哪种新的推荐方法可形成一个能够抓住推荐的固

有特征以及复杂性的统一的理论框架？

•	推荐系统如何转型，才能促成下一代推荐系统的

研究？

•	下一代推荐系统形成的基础是什么？

•	对于下一代的推荐理论和系统，新的研究方向是

什么？

•	哪种新的推荐理论体系能够解决传统推荐系统存

在的冷启动、稀疏性、跨域、群体用户推荐和欺

诈攻击等典型挑战？

为了回答上面的问题，有很多研究方向需要进一步

探索，本文中所感兴趣的方向是进一步了解推荐用户和

物品，以及一个用户对于一个物品给予的评分与用户和

物品的特性之间的关系。这涉及进一步理解推荐系统的

固有属性和复杂性，也就是说评分、用户特性和物品特

性的异构性和耦合性(也叫做非独立同分布[5,6])，以及

这三个方面之间的异构性和耦合性。

在现有的推荐系统研究中，在宏观方面投入了很多

精力，比如用户对于物品的评价、用户的社会关系以及

人们对物品的评价。这些工作大体上分为如下几个方

面：①基于现有评分预估未来评分；②把用户对于物

品的评价结合到模型中；③把用户友好性结合到模型

中；④模拟群组喜好；⑤跨领域进行用户喜好转化。用

户对于物品的评论的喜好也输入到模型中[7,8]。近来对

于物品和用户组的耦合关系也被考虑进推荐系统模拟中

[9–11]，把微观的信息作为驱动力给动态评分估计带来

进一步的提升。

然而最新的推荐系统研究[2]基于用户、产品和评分

是独立同分布这样的假设，产生了独立同分布模型和方

法[5]。很少有研究考虑到特定用户和产品的非常微观

的非独立同分布的信息。从这个角度来说，评分系统的

最基础的动力被简化和忽视了，本文作者认为正是这点

导致了现有推荐系统和服务的质量很低。比如传统的矩

阵解析方法是推荐模型中广泛应用的模型。然而，如

果房子和汽车微观的特性没有考虑进去的话，并且如

果房子和汽车被视为独立同分布的，这种方法会对房

子和汽车产生类似的结果。这会在通用的宏观模型和

与推荐的用户和产品相联系的微观信息之间产生巨大

的差距。

本文的研究重点是讨论这类信息在获取推荐的本质

方面的驱动作用，进而提高推荐质量。通过对文献中关

于非独立同分布推荐理论和系统简单论述的扩充[12]，
提出了一套了解推荐本质的体系框架并进行了深入的解

释。本文讨论现有分析存在的问题，进而检验下一代推

荐理论和方法是否有必要阐述推荐体系的非独立同分布

和原则。提出了非独立同分布的一个大致的学习框架，

这个框架能够捕捉宏观的评分系统以及用户、物品和他

(它)们的非独立同分布本质的微观的特殊信息。

非独立同分布包括推荐系统的耦合关系以及异构

性。耦合关系包括用户内、用户间、物品内、物品间及

用户和用品间主客观的交互关系(包括显式和隐式的关

系)。异构性从用户传播到物品[包括他(它)们的性质]。
非独立同分布包括：①推荐系统中所涉及的非独立同分

布用户和物品范畴的显式属性；②用户间和物品间的异

构性；③在用户和物品间的分级耦合关系[6] ；④用户

和物品间潜在的关系。

这种非独立同分布的推荐理论观点开启了我们的思

路转换，并提供了下一代基础研究和高质量推荐研究的

新方向。实际上，在大数据学习[5,6]中非独立同分布是

数据学科和大数据分析的理论基础和实践挑战[3,13–15]，
但在相关领域并没有引起足够的重视，比如计算机、信

息学和统计学，原因是现有分析和学习理论体系主要基

于独立同分布的假设。希望本文有关非独立同分布的推

荐原理和体系能够对基础研究有所启发，并期望在其他

的分析学、学习和信息处理领域得到好的应用。

本文内容如下：第二部分讨论推荐系统的固有本

质，第三部分展现非独立同分布系统理论的原则，第四

部分综述主要问题，尤其是与现有推荐系统和理论相关

的独立同分布的假设，第五部分阐述推荐领域中对于研

究对象以及推荐结果产生的思维方式的转化，第六部分

介绍非独立同分布推荐理论框架，第七部分分享一些主
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要的非独立同分布推荐体系的案例，第八部分描述了非

独立同分布系统的前景，第九部分为结论。

2. 推荐的本质

如图1所示，本文把推荐相关的各种途径获得的信

息结合起来，将推荐系统分为4个维度，每一维度包含4
种不同的信息：

(1) 表(A)包含评分信息，由用户对物品的评分构成，

其中表达了用户评分偏好，表(A)反映了推荐系统的主

观信息和成果；

(2) 表(B)包含用户信息，该表反映了驱动评分偏好

的用户特征、属性和关系；

(3) 表(C)包含吸引和影响用户喜好和评分的物品的

属性、特性和关系；

(4) 表(D)包含隐式的用户和物品的相互关系。这和

表(A)~(C)的来源不同，表(A)~(C)的信息来源是显式的，

而表(D)的信息来源是隐式的，从用户和物品的属性方

面反映了他(它)们之间的相互关系，表(D)既包含连接

用户和物品的主观信息，也包含相应的客观信息。

如上的系统观(图1)并没有考虑：①环境(E)(如图中

外面的边框)，需要在推荐系统研究中考虑环境(E)；②

表中(A)~(D)的内容与环境(E)之间的交互性。为讨论推

荐系统的本质，在推荐系统中关注这个4个表格是至关重

要的。图1中的4个表格阐述了如下几个方面的重要信息。

(1) 特定推荐任务中所涉及的用户和物品。用户和

物品的信息表现了他(它)们的特性、属性和相互关系。

由于他(它)们各自的特性、特征值以及对象在本质上都

是不同的，因此用户和物品是特殊和异构的。用户和物

品是因人(物)而异，有他(它)们自己独特的性质和相互

关系。

(2) 他(它)们彼此之间如何相互作用，影响相互的评

分行为和偏好。用户彼此耦合，并且因为一个或多个原

因或多或少地相互影响，物品之间也是同样的道理。除

了这种用户群体内或者群体(全体)间的影响，用户和物

品之间的特殊相关性在很大程度上也会相应地受个人用

户和物品的影响。对于全局和局部特性的相互作用，偏

好之间相互影响的平衡关系的建模是至关重要的。

(3) 揭示用户和物品之间的相互影响。一个用户喜

欢一种产品(通过评分展现)是因为用户的特性和相应的

物品之间存在着特殊的耦合关系，虽然这种耦合是复杂

的和隐式的。

(4) 利用客观和主观信息通过评分促成最终的决策。

通过连接表(A)中主观评价和表(B)、(C)中客观的用户

和物品的信息，以及表(D)中用户和物品之间主客观的

关联关系，我们能够获得反映推荐系统中的连接、驱动

因子和动态性的完整的信息，而这些信息通常都能从评

分反映出来。

这4个表格或维度的视角与传统的推荐系统本质上

是不一样的，传统的推荐系统只包含表(A)~(C)。除了

评分之外，也涉及用户/物品的部分或者特殊信息。虽

然对评分如何产生和产生的原因进行深入的了解很重

要，但是表(D)中所包含的潜在的用户和物品的相互关

系在相应的领域还缺乏深入的研究。表(D)中的相互关

系不像其他表格中的那么明显，但是它们包含用户属性

和物品特性之间隐式的相互关系(我们在这里命名为耦

合[6])，详见6.5部分的讨论。

表格(D)中复杂的隐式关系(如CP代表物品价格和

用户城市间复杂的关系)是由潜在的人口、行为、社会、

经济或文化等方面驱动的，这些都包含在用户和物品的

图1. 推荐系统的系统观。
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特性及他(它)们之间的耦合关系中。用户之间和物品之

间的异构性导致个性化的评分行为。因此在这4个表格

中存在着很强的非独立同分布，这形成了表(A)中评分

和偏好的潜在驱动力。

实际上，图1中所提出的4个维度不仅仅呈现了如何

建立全面理解推荐问题普适的数据结构，同时也表述了

推荐系统驱动因子的显式和隐式的非独立同分布性。

3. 推荐系统的非独立同分布性

根据上文推荐系统的4个表格或维度的视角，这一部

分着重讨论推荐问题中本质上所存在的非独立同分布特

性。实际上，任何被推荐的物品和用户都是非独立同分布

的，也就是说，在用户之间、物品之间以及用户和物品之

间存在不同层次的耦合关系，异构性存在于用户间和物品

之间。下面讨论推荐系统所包含的这两方面的内容。

3.1. 异构性

在图1的4个表格中从不同的维度展现了异构性，用

户和物品都不是同分布的，下面列举了用户和物品的异构

性，以及用户和物品间的异构性的不同场景。

(1) 用户的异构性。每个用户具有自己独特的属性、

特征、喜好、行为以及评分的倾向。对所有用户以同分

布来理解每个用户独特的特性、独特的需求和倾向就未

免太简单了。

(2) 物品的异构性。每个物品和另一个物品在类型、

属性、类别、应用领域等方面是不同的。物品特殊的属

性对于不同的用户和用户评价的吸引力是不同的。

(3) 用户或物品属性的异构性。每个用户和物品的

属性是不同的，每个用户的属性独特表达了用户的人口

特征、特性、喜好、行为和倾向等。同样，每个物品的

属性表达了物品的类别、类型、特性、领域等。每一项

用户或物品属性不是同分布的，他(它)有自己独特的分

布，因此需要单独对待。

(4) 用户和物品之间的异构性。用户对物品的态度

是不同的，因此不能假设它们遵从同样的分布。所以假

设它们采用相似的关系矩阵或者用同样的模型来获取用

户和物品间的特殊属性有些过于简单。

现存的很多方法，如基于分解矩阵的方法，在处理

如上关于推荐系统中需要考虑的异构性方面的问题可能

不会产生有意义的结果，甚至有可能产生令人误解的推

荐。当模型中忽略了个人的特征，也可能不能提供个性

化的推荐。

3.2. 耦合 
在推荐系统中考虑到异构性是推荐系统的一个进步，

虽然它没有抓住推荐系统的所有特征和复杂性。另一个问

题是抓住显式和隐式的耦合关系——通常是有层次的。因

此耦合指的是两个或者更多方面之间的关系或者相关性

(可以是输入之间的，也可以是输入、输出之间的)[6]。
像图1显示的，4个表格内含不同的耦合关系。推荐系

统的耦合问题代表用户之间、物品之间，以及用户和物品

之间，无论何种原因或在任何方面存在的清晰和隐式的关

系。进一步的解释详见图2。
(1) 用户和用户之间的耦合。这些指在图2中在用户

内部和用户之间的耦合关系，进一步包含：①用户内部

属性间的耦合，展现了用户属性价值的关系，比如用户

属性、群体、领域、行为和社会关系之间的耦合；②用

户之间属性的耦合，表现了用户属性之间的关系，比如

用户的年龄和他们的位置；③用户和用户群之间的用户

图2. 推荐系统的非独立同分布。



233Author name et al. / Engineering 2(2016) xxx–xxx

耦合。

(2) 物品和物品之间的耦合，这些与用户和用户之

间的耦合类似，表(C)中物品内部和物品之间的耦合包

含：①物品属性内部的耦合；②物品之间属性的耦合；

③物品和物品群之间的耦合。

(3) 用户和物品之间的耦合。这些指的是用户–物品

组或者群内部和之间的耦合，包含如下方面：①表(A)
中用户对于物品评分和评论体现的用户和物品间的耦

合；②隐式的用户和物品间的耦合，像表(D)中所展现

的用户属性对用户相关物品属性的影响，以及用户属性

和用户相关物品属性之间的关系。

除了上述所讨论的耦合，耦合经常通过一定的层次表

现出来，比如表2中，耦合存在于属性价值、属性(对于用

户和物品)、目标(用户和群体)和目标群(用户群或者物品

分类)。尤其是，用户与物品的耦合会在不同的级别间出

现，比如说从评分表格之中的耦合[表(A)]到不同用户组

评分之间的耦合关系，从用户属性和物品属性之间的耦合

到用户属性矩阵和物品属性矩阵之间的耦合等。

4. 现有推荐系统存在的问题

基于上述关于推荐系统本质的讨论，本章讨论现存推

荐系统研究存在的问题，以及传统推荐理论和体系经常使

用的有关独立同分布性的假设。

4.1. 推荐系统的相关研究

现存的推荐系统的算法和矩阵大致可以分为如下四

类：协同过滤推荐系统(CF)、基于内容的推荐系统(CBF)、
组合的推荐系统和问题导向型推荐系统。

协同过滤矩阵[16]通过一个用户自身或者其他用户的

评价结果来预估评价。当其考虑到其他用户的行为后，协

同过滤矩阵引入与有关用户或者邻居特征相似的用户组的

行为和喜好[17]。然而，这种矩阵是基于物品的[18,19]。
基于内容的推荐系统利用了用户对物品的评价、物品

的内容、用户阅读到的有关物品的相关资料。这种额外的

信息会被引入评价系统中。

通过将协同过滤矩阵和基于内容推荐系统通过平行

或串行的各种组合形成了一些组合推荐方法。组合可以

将协同过滤矩阵推荐系统和内容推荐系统分开，接着将

它们的结果结合起来或者把基于内容推荐的矩阵应用于

具有类似观点的用户，随后应用协同过滤矩阵进行对评

分的推荐。不少研究人员通过在模型中引入特殊的因子

(比如协同过滤矩阵)，提出了不同的方法，比如基于社交

网络的模型[20,21]。
耦合矩阵分解框架[22]的提出是为了用广义线性连接

函数对每个关系矩阵进行因子化，并且无论何时，一个实

体模型与不止一个关系相关，而且能够将模型中不同的因

子连接在一起。这个方法通过矩阵分解相关关系和矩阵来

捕捉因子之间存在的简单且潜在的关系，但是它不能获取

微观的数据特征和复杂性。

一些建模工具和评价矩阵已经被提出来用于衡量推荐

质量，比如协同过滤矩阵通常会用皮尔逊相关系数，聚类

被用来对相似的物品或用户分组。传统的数据挖掘和机器

学习方法比如k-均值、k-模式、隐式的C聚类、矩阵分解

模型、自适应共振理论、概率聚类(最大期望算法)、贝

叶斯置信网、马尔可夫链和Rocchio分类通常被用在推荐

系统中。

近年来特殊的推荐问题比如冷启动、跨域、基于群组

信息和欺诈攻击引起越来越多的关注[23]。群组推荐从一

个域中用户对物品的评价，来给其他类别的对物品的评价

提供信息[24,25]。一些研究工作[26]专注于特殊的数据、

形成推荐的结构和方法。

最近由于我们在非独立同分布学习[5]和推荐系统的

研究宣传[12]，一项新兴起的推荐系统的研究方向[6]专注

于对用户内部、用户间、物品内部、物品间、用户和物品

间的耦合关系建模，并把它们与评分系统结合起来。基于

此做了一些基本的工作，包括基于物品耦合关系的推荐

[11]、基于物品耦合关系的协同过滤推荐系统、具有物品

耦合关系的基于用户群的推荐[27]。本文是基于这些先前

的研究和文献[12]中的一些主要结论来构成关于非独立同

分布推荐学习的一个全面的、系统框架的讨论。

4.2. 传统推荐理论独立同分布假设

大部分现有推荐理论和系统仅仅或者主要涉及表

(A)中的评分信息，从评分的角度专注于学习用户对于

物品的喜好。典型的推荐算法(包括协同过滤推荐系统

和矩阵分解模型)通常忽略了相关用户喜好的潜在原因

[18,28,29]，这部分潜在原因大部分可从表(B)和(C)中有

关用户和物品的信息中提取出来。他们通常把用户和物

品看做独立同分布的，不考虑用户是谁以及用户能够评

价什么样的产品。本文作者所了解到的信息是目前还没

有研究能够完整地引进像图2中所示的评分、用户和物

品的内部和之间及用户和物品之间的耦合关系。

现对传统的协同过滤推荐系统和矩阵分解模型假设



234 Author name et al. / Engineering 2(2016) xxx–xxx

的独立同分布做分析[30,31]。
基本协同过滤模型建立了一个过滤过程，其中涉及

对象之间的协同作用，采用了基于用户的或是基于物品

的协同过滤模型。基于用户的协同过滤模型假设如果用

户a和用户b对一件物品评分相同，那么用户b对另一个

物品的评分也会和用户a对此物品的评分相似。同理，

基于物品的协同过滤模型假设，对于物品x感兴趣的用

户也会对物品y感兴趣。虽然对于相应的问题都已经提

出了不同的协同过滤模型，然而原始基于记忆的协同过

滤模型的基本假设可以由方程(1)来表示[28]。方程(1)是
基于用户i对于物品j的评价来推测用户a的评价ra,j, 平均

评分ri  衡量了用户i和用户a相似性的权重。

                  ( ), ,
1

n

a j a i j i
i

r r k wa,i r r
=

= + −∑    (1)

其中，wa,i假设i和a之间只有较弱的相关性。基本的协同

过滤模型会有如下的假设：①用户i对所有物品进行独

立的评价，将这些物品视为独立而且同分布的，忽略对

于两个物品j1和j2的评分ri, j1
 和 ri, j2

 之间的联系；②两个

用户独立评价物品，用户视为独立同分布的，忽略两个

用户和两个用户评分ri1, j和ri2, j间的关系；③用户关于物

品的评价不会相互影响，也就是忽视了用户和物品之间

的联系；④这个算法并没有涉及用户属性和物品属性，

确切地说，它只使用了评分信息。

让我们进一步分析矩阵分解方法。矩阵分解算法假

设评分R是两个矩阵P和Q的近似因式分解，分别代表用

户和物品的潜变量矩阵。因此用户i对物品j的评分 r̂i, j 的
估计可以通过如下方法实现：

                             ,
1

ˆ
k
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r p q
=

=∑    (2)

其中，向量pik和qkj抓住了用户i对于物品j潜在的变量，

同时评分会受类似用户k的影响。

基本矩阵分解模型做了如下方面的假设：①评分估

计既不取决于用户也不取决于物品特性；②它假设评分

是由用户和物品潜在因子驱动的，因此忽略了用户之

间、物品内部以及用户和物品之间的耦合(影响)关系和

异构性。

上述对于协同过滤推荐系统和矩阵分解模型原理的

分析表明，这两种方法假设用户和物品是独立而且同分

布的，虽然提出了这两种算法的变型，但在评分估计中

还是缺乏对于用户和物品属性这些驱动因子的考虑。如

果像图1中非独立同分布信息没有被考虑进去，那么可

以推断其作出的推荐也不会表达个人的喜好。

5. 推荐系统研究的思维转化

以下讨论现有推荐研究的特色以及提出推荐系统发

展的四个时代。

5.1. 推荐系统的特色 
虽然推荐系统的发展经历了一些重要的时期，在这

些时期关注重点放在了推荐系统研究上。根据第四部分

对于已有推荐系统的讨论，当前推荐系统的典型特征可

归纳为：

(1) 假设用户和物品是非独立分布的；

(2) 把焦点放在可以观测到的因素和范畴上；

(3) 结合潜在因素但是忽略了隐式的用户/物品变

量，反之亦然；

(4) 忽略或者简化用户和物品的显式和隐式变量之

间的关系；

(5) 缺乏对主观因素深入的挖掘，缺乏主客观因素

的结合；

(6) 缺乏对核心动因及用户和物品内部和之间隐式

关系的挖掘。

5.2. 推荐系统分类

对于如何将推荐系统分类存在很多不同的观点。对

于推荐系统具有代表性的问卷调查大致展示了如下从不

同出发点和不同兴趣点出发的推荐系统研究的现状分类。

(1) 文献[32]显示了混合网络系统的分类方法，基

于知识来源一共分成四类：协同过滤推荐系统、基于内

容的、人口统计的和基于知识来源的。在上述四类中通

过结合七种不同的方法结合(权重的、混合的、转移的、

融合各种特征的、串联的、特征扩充和元级[33])，最后

产生了53个可能的混合方法。

(2) 文献[34]中提出了一种推荐系统分类方法，这个

方法考虑了简明性、降低维度、扩散、社会过滤、元方

法和性能评价。

(3) 文献[35]中提出的协同过滤推荐系统考虑到推荐

系统从算法到对推荐系统用户体验的相关问题，以及有

关质量、存在潜在的危险和用户控制等开放的问题。

(4) 参考文献[36]提供了推荐系统分类方法，一共包

含四个级别：基于内存的(评分)、基于内容的(用户和物

品的特性，对应传统网络)、基于社会学(关系和可靠性，

对应社交网络)以及基于情境的(用户和物品的位置，对

于物流网)，这种分类方法既考虑隐式的数据，也考虑
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显式的数据，以及用户和物品的数据。

(5) 从2001年到2010年相关的文献分类和进展如文献

[37]中所讨论的，把推荐系统分为8个应用领域(书籍、

文献、图片、电影、音乐、购物、电视和其他)和8种数

据挖掘技术(关联规则、聚类、决策树、k最近邻分类算

法、链分析、神经网络、回归和其他启发式方法)。
(6) 除了文献[32]中所引用的分类方法，文献[2]中

共28章分为四部分讲述了分类方法:推荐方法、推荐系

统评价、人机交互和更高级的题目。最近的手册中没有

提供有关推荐系统有价值的分类。

这篇文献集中讨论了下述七大类推荐技术：

(1) 基于记忆推荐方法，主要关注评分估计，通过

传统的矩阵解析方法和价值分解隐式对从用户到物品评

价或对物品隐式评价[36]。
(2) 协同过滤推荐系统，主要考虑用户与用户之间

的关系，以及图1中表(B)中用户信息用户(或物品)相邻

的关系，相当于基于相似用户或者物品的推荐。

(3) 用户分析推荐或者基于模型的推荐，主要考虑

用户人口信息，目的是获得相似的用户，关于相似的人

口信息，就是所说的个性化订制的推荐，尤其要关注于

表(B)中相关用户的信息。

(4) 基于内容的推荐，尤其是涉及物品关键词、描

述、表(C)中物品信息语义索引。

(5) 基于群组的推荐，涉及表(B)中的社会和朋友的

关系，目的是对相关的用户组推荐物品，或者给一组用

户建议物品类别。

(6) 基于知识的推荐，主要涉及：①领域知识来衡

量某些物品特征如何符合用户的需求和喜好，以及一个

物品如何符合一个用户的喜好，比如通过学习表(D)中
在相关用户的属性和物品属性所存在的耦合关系来达成

基于案例的推荐；②将相关的用户需求和表(D)中物品

的属性联系起来构成应用规则，达成所需的推荐。

(7) 混合推荐，将上述方法结合起来，比如将协同

过滤推荐系统和基于内容的推荐结合起来。

上述分类方法综合了信息驱动的观点(大部分方法

都是基于信息的)及基于功能和目标的方法。这些方法

没有解决最关键的挑战(如以稀疏数据为基础和欺诈攻

击)，它们缺失了一些重要方面的研究[比如表(D)中提

到的可视化和关系挖掘]。

5.3. 推荐系统研究分类法

推荐方法的分类学如图3所示，一共包含7个层次：

应用、来源、目标、挑战、技术、交付物(成果)以及推

荐评价。

(1) 应用。这是指领域问题以及推荐的应用——推

荐产品、服务、渠道等。推荐的典型应用包含：手机应

用和服务、社交媒体、网络应用、在线商业和服务(包
括购物、新闻、娱乐、服务、食物和饮料服务)、工作

流程和政策建议、健康和医疗服务推荐、旅游服务、市

场营销和客户服务、商业和工业服务、工业优化、物流

和运输服务、数字生活(包括虚拟现实和动画)以及生活

服务。

(2) 这个指的是推荐系统所涉及的数据来源，包括

核心数据和辅助数据，可以是主观的，也可以是客观的，

显式的或者隐式的。辅助数据可以包含反馈数据、场境

(上下文)数据、外部数据、领域知识、系统数据以及从

网络获得的信息。

(3) 目标。该项对推荐系统的目的进行归类。商业

和科技目标可能都和推荐系统有所联系。从商业观点出

发，推荐系统可以应用于改进营销和销售额、客户关系

和使用体验、服务目标、经济财务目标、人机交互，以

及网站界面设计，从而激励出新的商业机遇(如新用户、

创新产品、新服务)。从科技角度出发的推荐系统可能

集中于提升评价预测、成本效益、最优化、创新性、多

样性、可预测性、稳健性、信用、风险管理，以及建议

的可实践性。

(4) 挑战。该项和诸多方面有关，包括推荐系统来

源的特征和复杂性(创新性、多样性、领域交叉、团体

和社群针对性、动态和在线性质)、用户行为和满意度

(冷启动、大众偏好、欺诈攻击的影响、个性化满意度、

人类智能)、环境(相互关联、限制、社会文化议题)、基

础设施(可扩展性、效率)、性能(质量、准确度、误差率、

可用性、实用性、枝节问题、可实施性)，诸如此类。

(5) 技术。依据推荐系统的引擎、基础设施、算法、

成果以及性能优化，跨领域方法和技术已经被纳入推荐

系统的研究当中。典型技术包括：CF、基于内容的推

荐、数据挖掘和机器学习、数学和统计、相似学习、动

态在线学习、经济金融模型、社会科学方法、情境感知

技术、可视化，以及多方法的结合。

(6) 成果。推荐系统的输出取决于推荐系统的目标

和技术，而这部分目标和技术又来自于对数据和挑战的

认知。从推荐系统所获取的推荐成果可能包含相似的用

户或产品、新用户、产品服务以及新应用和新策略，提

问或是对于问题的解答，推荐有关的团体或社群，以及
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跨领域跨媒体的机遇和体验，提供评价和过滤建议，从

而获取最优结果。

(7) 评价。可以从商业和技术的角度来评估推荐系

统的性能。商业指标可以包含用户满意度、新颖性和

多样性、覆盖度、商业价值、可交互性和可解释性。

技术指标可包含优化后的误差率、预测性能、可实现

性、稳健性、对新状况的敏感性、可靠性、置信度和

统计测试性能、可实践性、效率，以及可扩展性。

一个有效的推荐系统必须在上述各层面间保持平

衡。这种平衡是多方面的，包括：主观和客观、隐式和

显式、局部和全局、静态和动态、内部和外部，以及7
个层面的部分和整体。

5.4. 推荐系统的研发过程

该部分将针对推荐系统的研究归入四个主要阶段

(图4) ：
(1) 第一代(1st  G) ：基于评分的推荐系统研究；

(2) 第二代(2nd  G) ：基于用户/物品的推荐系统研究；

(3) 第三代(3rd  G) ：跨用户/物品的推荐系统研究； 
(4) 第四代(4th  G) ：非独立同分布的推荐系统研究。

第一代以基于评分的推荐系统研究为主，相当于在评

分表(表1)中通过直接通过模拟评分的过程(如MF法)或类

比相似的评分行为表现或偏好(如经典CF法)来对评价动向

进行建模和估算。也有一些研究关注基于记忆的方法和特

定的评估特点，如对稀疏的评价数据的建模、冷启动评价，

以及具有欺诈攻击效果的评价。在此阶段，图1表(A)部分

中的评价信息主要取决于相关的模型。

第二代为基于用户/物品的推荐系统研究，相当于对

评价动向建模，并做出基于用户或是物品的推荐，以及通

过结合图1中表(B)、(C)中所显示的特定用户或物品信息

建立基于内容的模型。典型例子包括用户间、不同类别或

物品不同子类间(即跨领域或分级别推荐)的社会关系和过

滤；依照评价行为或偏好对用户进行聚类；或对物品聚类

以便推荐(即基于群体的推荐)。这类推荐系统将用户和物

品信息纳入评价估值和用户/物品推荐中，进一步探索了

通常遇到的挑战，如冷启动、稀疏的评价和欺诈攻击等，

这类推荐模型也可以通过结合其他技术，诸如跨领域和基

于群体的推荐。

第三代为跨用户/物品的推荐系统研究，通过纳入用户

与物品间特定交互信息，如图1中表(B)、(C)所示，来建立

评价模型并做出用户/物品推荐，这些交互信息包括用户对

于产品的评价、用户的偏好以及特定产品类型或特点间的

联系。一些现有的基于内容的模型属于这一类别，包括用

户和物品信息，以及用户对于物品的评论、情绪和观点。

在现有文献中，和上述三代有关的研究都假设用户和

物品/产品是独立同分布的，并没有考虑到用户与用户、产

品与产品、用户与产品内部及其之间的“价值–客体”非独

立同分布特征的存在[38,39]。一些方法，如基于MF的方法，

日渐关注挖掘评价中的潜在变量。而当用户和产品信息结

合起来时，其中的异质性和耦合关系[5]往往被忽略。

图3. 推荐研究的复层次模型。
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第四代为基于非独立同分布的推荐系统研究，对用户

内和用户间[表(B)]、产品内和产品间[表(C)]以及用户和

产品间[图1中表(A)、(D)]的隐式/显式、主观/客观的非独

立同分布性进行建模和协同增效。在这一阶段，我们假定

用户和产品都是非独立同分布的，需要在不同的程度上从

价值、属性、实体这些方面进行考虑，也要考虑用户属性

和产品属性之间的交互作用。本文的讨论主要针对第四代

推荐系统的研究展开(见图1中的系统概览)，这在已有文

献中还没有被讨论过。

图4进一步绘制了图1内容的系统视图，涵盖了推荐系

统研究的四个阶段。从一定的意义上而言，第四代实际上

包含了前三代：①前三代理论和方法需要一个从独立同分

布到非独立同分布的思维方式的转换；②非独立同分布推

荐系统必须涵盖四个表——表(A)~(D)，以及非独立同分

布假定下的环境(E)。

6. 非独立同分布推荐系统理论框架

这部分提出非独立同分布推荐系统的理论框架，并提

出用户、物品及其显式的和隐式的关联关系的非独立同分

布的公式。

6.1. 非独立同分布推荐系统框架

为了有效地获取上述推荐系统问题中非独立同分布特

征，有必要引入一个新的非独立同分布推荐系统理论框架

以建立非独立同分布推荐系统的理论体系。该非独立同分

布系统框架的原则是抓取广泛存在于用户(物品)属性内部

及其之间、用户内部及其之间、物品内部及其之间，以及

用户和物品之间的异质性和联系(即非独立同分布性)。
该非独立同分布推荐系统框架的目标为以下几点：

(1) 整合异质性和关联性，即将推荐系统的非独立

同分布性整合进其算法和体系；

(2) 抓取显式的非独立同分布性，如图2表中(B)所
示的用户之间的联系，以及隐式的非独立同分布性，如

图2中表(D)所示的用户和物品之间的联系； 
(3) 获取主观的非独立同分布性，如图2中表(A)所

示的评价，和客观的非独立同分布性，如表(B)和表(C)
中所示的用户和物品。

图5阐明了非独立同分布推荐系统的理论框架，其观点

为推荐系统的非独立同分布性是内嵌在这四个表格中的。

(1) 用户的非独立同分布性。联系和差别共同存在

于用户内部及其之间，具体存在于用户的属性、属性

值、用户本身和他们的组群。这一点由图2中的表(B)所
显示，可以用一个包含了用户属性和相应值的用户信息

矩阵B来表述。

(2) 物品的独立同分布性。联系和差别共同存在于

物品内部及其之间，具体存在于物品的属性、属性值、

物品本身和物品类别中。这一点可由图2中的表(C)显
示，可以用一个包含了物品属性和相应值的物品信息矩

阵C来表述。

(3) 显式用户–物品非独立同分布性。存在于用户–
物品联系的内部及其之间的显式非独立同分布性体现在

用户对于物品的评价之中，如图2中的表(A)所阐释。然

而由于基于评价的用户–物品非独立同分布性是主观的，

图4. 推荐系统研究的4个阶段。
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因此它也被称为主观用户–物品非独立同分布性。用户

对物品的评价可表示为一个评价信息矩阵A。

(4) 隐式用户–物品非独立同分布性。用户–物品联

系的内部及其之间的隐式非独立同分布性存在于他(它)
们的隐式属性之间的交叉，如图2中的表(D)所示。可以

用一个用户/物品隐式信息矩阵 D来表示。由于建立在

属性交叉和个性化特征上，隐式的用户–物品的非独立

同分布性是客观的。因此，隐式用户–物品非独立同分

布性也称为客观的用户–物品非独立同分布性。

表(A)中的最终评价反映出了表(B)~(D)中所体现的

信息、交互及其协同作用的复合效应。

6.2. 用户的非独立同分布性

如图2中的表(B)所示，用户的非独立同分布性RSB

是嵌入到用户信息表中的。它从用户本身、用户属性值、

用户属性和用户组群等方面抓取了用户之间的交互、联

系和影响。例如，如表(B)所示，用户u1和用户u2的年龄

和性别不同，但是仍然有所联系，因为他们都住在悉尼

而且年龄相仿。

相应地，表(B)的用户信息包含：

(1) 用户内非独立同分布性Ba(·)，它在用户属性值

之中抓取了非独立同分布性的价值矩阵(类似于耦合行

为分析中的观念内部耦合行为[38] ；感兴趣的读者可以

参考文献[39]中所提到的属性值及其相似矩阵之间的内

部属性相似性) ；
(2) 用户间非独立同分布性Be(·)，它表示用户属性

的非独立同分布矩阵(类似于耦合行为分析中所提到的

行为相互耦合的概念；感兴趣的读者可以参照文献

[39]中所提到的属性值及其相似矩阵之间属性类似性

的概念) ；
(3) 用户整体非独立同分布性B(Ba(·), Be(·))，它将用

户内非独立同分布性和用户间非独立同分布性整合在

一起，此处B()表示将Ba(·)和Be(·)整合在一起的函数(感
兴趣的读者可以参照文献[38]中的耦合行为矩阵和文献

[39]中的耦合目标相似矩阵)。
上述用户非独立同分布性的几个方面在整合之后，

形成表(B)所示的非独立同分布用户空间RSB ：

                 RSB = B(Ba(·), Be(·))   �   (3)

6.3. 物品的非独立同分布性

物品的非独立同分布性RSC表示在物品信息——表

(C)中。它体现在物品、物品属性、物品属性值和物品

类别之间的联系和影响之中。例如，在表(C)中，物品i2 
和i3尽管都属于同一类别C2，却在价格和子类别中有所

差异。

同样地，物品信息，即表(C)，嵌入了物品内非独

立同分布性Ca(·)、物品间非独立同分布性Ce(·)以及物品

整体非独立同分布性C(Ca(·), Ce(·))，此处C()表示将Ca(·)
和Ce(·) 整合在一起的函数。

物品非独立同分布性在上述几个方面的整合之后，

形成表(C)所示的用户非独立同分布空间RSC ：

                RSC = C(Ca(·), Ce(·))�  (4)

6.4. 用户 – 物品显式非独立同分布性

表(A)用户–物品交互作用中的用户–物品非独立同

分布性RSA通过评价反映了用户同物品间的显式而主观

的相互作用的影响。表(A)中的用户–物品评价非独立同

分布性A(·) 可以进一步分解为用户–用户评价的非独立

同分布性和物品–物品评价的非独立同分布性。例如，

在表(A)中，用户u2和u3给予物品i1和i2相同评价，却给

予i3不同评价。

相应地，可以将A(·)按类别分为用户内部评价的非

独立同分布性Aa(·)、物品之间评价的非独立同分布性

Ae(·)，以及整体评价的非独立同分布性 A(Aa(·), Ae(·))，
此处A()表示将Aa(·)和Ae(·)整合在一起的函数。完整的显

式非独立同分布下的用户–物品相似性RSA可以表示为

           ( ) ( )( ) ( )1 2 1 2a e , ,, ,A
j j i iA A A A A A= = · ·    �   (5)

式中，非独立同分布Aj1, j2
代表对于物品j1和j2之间所获评

价的非独立同分布；非独立同分布Ai1, i2
代表对于用户i1

和i2之间评价的非独立同分布。

现有的研究大都忽视了评价的非独立同分布性。因

此，显式非独立同分布的用户–物品相似性 RSA 简化为

图5.非独立同分布推荐系统框架。
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                      RSA = A(Ai,j)� (6)

式中，Ai,j代表偏好评价矩阵；A(·)为总体函数。

6.5. 用户 – 物品隐式的非独立同分布性

推荐系统中最有趣也是最复杂的非独立同分布存在

于表(D)中，即用户–物品的隐式、客观的非独立同分布

RSD。它体现了用户属性和物品属性之间隐式的但是客

观的相互作用。它的复杂性在于，表(D)中可能有着层

次型的非独立同分布，它们反映着表(B)和表(C)之间的

交互和影响。

在表(D)中，具有下标的单元，如“i1 j1”，称为一

个用户–物品耦合单元。每个单元的非独立同分布，即

Di1 j1
，是由矩阵Ca和矩阵Ba的积(Ca为表示某个特定物品

属性qj1
的矩阵，Ba为表示某个特定用户属性pj1

的矩阵)
来表示的。表(D)阐释了单元内和单元间的非独立同分

布性。

用户–物品耦合单元Di1 j1
的隐式非独立同分布 1 1i jD

或许可以理解为一个矩阵。它由两部分构成：①用户i1

的特定属性在所有具有属性值j1的物品上的非独立同分

布，即Da (Di1 j1*
) (1 ≤ j1* ≤ J ) ；②物品j1的特定属性在所

有具有属性值i1的用户上的非独立同分布，即De (Di1* j1) 
(1 ≤ i1* ≤ I )。

例如，在图1中，SP表示某位用户的性别和某种物

品的价格之间的隐式关联。此外，SP也可能被表(D)中
的其他关联所影响，如SC、NP和AP。例如，这三位用

户可能来自同一家庭，其中，Cindy和John可能是夫妻

因而会影响对方做出评价。Julie可能是他们的女儿，也

许对价格不敏感但是会更多地受到来自母亲的影响。可

能John关注质量而Cindy对价格更敏感，Julie则倾向于

做出平衡二者后的决策。此外，i2和i3可能属于同一类

别的物品。

这样，用户–物品耦合单元的隐式非独立同分布性

由以下表达式来度量：

            ( ) ( )( )1 1 1 1

1 1 1 1a e,i j i jD D
i j i jRS D D D D

∗ ∗
=  � (7)

最后，隐含在表(D)中的总体用户–物品隐式非独立

同分布RSD为所有用户–物品耦合单元的非独立同分布

的集合，可表达为

                         ( )1 1i jDD DRS=     (8)

此处，(i1 ≠ i2) ˅  (j1 ≠ j2) ˄  (1 ≤ i1, i2 ≤ I) ˄  (1 ≤ j1, j2 ≤ J)。

表(D)中用户–物品整体隐式非独立同分布由两部分

构成：①单个用户i1在所有物品属性上的非独立同分布

Da(·)，代表着不同物品属性和同一用户属性之间的非独

立同分布；②单个物品j1在所有用户属性上的非独立同

分布De(·)，代表着不同用户属性和某一特定物品属性之

间的非独立同分布。用 RSD 来表示这两部分的耦合性。

              RSD = RSD(Da(·), De(·))   �  (9)

RSD 无法像RSA、RSB和RSC 一样用一个简单的矩阵

来表达。从承载量和不同属性、层面、形式之间的交互

来说，它都比后者承载了更大量的信息。到目前为止，

还没有对非独立同分布RSD展开研究的工作。

用一个例子来说明表(D)中的非独立同分布，它包

含表(D)中的单元CP。CP由CPa和CPe构成，那么CPa表

示某位用户所在城市中所有物品价格间的联系和差异，

而CPe则计算出所有用户城市针对物品属性-价格的联系

和差异。

6.6. 推荐系统非独立同分布

基于上述存在于用户、物品，以及用户–物品的显

式/隐式交互中的非独立同分布，我们先通过一个总体

方程RSA+D(·) 来描绘一个完整的包含所有用户–物品的

推荐系统非独立同分布，以便于将显式用户–物品非独

立同分布RSA和隐式用户–物品非独立同分布RSD结合

在一起：

  
( )

( )( )( ) ( )1 1 1 1 1 1 1 1

1 2 1 2, 1 , 1

,

, ,
I J

A D A D A D

A D D D D
i j i j i j i j

i i j j

RS

RS A A RS RS A RS

+ +

+

= =

=

= ∑ ∑

  

⊙

  
 

(10)

式中， 
1 2, 1

J

j j =
∑ RS A+D (A(Ai1 j1, RS D (RS D

i1 j1)))⊙ 表示RSA+D的后续

非独立同分布为以A(Ai1 j1
, RS D (RS D

i1 j1
)) 形式耦合的Ai1 j1

和

以RS D (RS D
i1 j1

)形式耦合的RS D
i1 j1
，以此类推，并且具有不

确定性。

推荐系统问题中完整的非独立同分布定义如下。

定义1(推荐系统非独立同分布)。一个推荐系统完

整的非独立同分布，即RS，为来自于四个方面的非独

立同分布的集合：表(B)中的用户非独立同分布RSB、表

(C)中的物品非独立同分布RSC、表(A)中的显式用户–物
品非独立同分布RSA，以及表(D)中的隐式用户–物品非

独立同分布RSD。

            RS = RS(RSA, RSB, RSC, RSD)  �  (11)
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式中，RS(·)为总体函数。

最后，我们定义非独立同分布推荐系统。

定义2(非独立同分布推荐系统)。给定一个推荐系

统问题，包含用户信息矩阵、物品信息矩阵、评

价矩阵和环境，一个非独立同分布推荐系统会做到：

(1) 学习完整的非独立同分布，包括学习评价的

非独立同分布A()、用户非独立同分布B()、物

品非独立同分布C()、显式用户–物品非独立同分布

D(,)，以及它们的合成方法RS(·)。
 
        = RS(A(),B(),C(),D(,))� (12)

(2) 学习环境条件下的估计函数 N̂()，以近似地表

达在现实世界中推荐问题的内在本质() ：

                     ( ) ( )ˆ , , , ≈          �   (13)

(3) 优化目标函数[如损耗函数() → 0]来获得最为

合适的近似估计N̂。 

          ( ) ( )( )ˆarg min , , ,= −        ( )    (14)

7. 非独立同分布推荐的案例研究

如在6.2部分和6.3部分中所讨论的，一个非独立同

分布推荐的例子是了解用户和物品的耦合关系。对用户

/物品耦合建模的原理是：

(1) 学习用户的相似性，即了解用户自身属性值之

间、各用户属性之间和各用户之间的相似性，从而归纳

出值的相似性、属性的相似性和用户的相似性；

(2) 学习物品的相似性，类似于学习用户的相似性，

了解物品自身属性值之间、各物品属性之间和各物品之

间的相似性，并整合出值的相似性、属性的相似性和物

品的相似性；

(3) 集成用户/物品的相似性，通过考虑不同层次用

户的相似性和物品的相似性整合用户/物品的相似性。

一些前期工作已经开始在经典的CF之上探索对用

户/物品耦合进行建模，特别是MF的建模。例如：

(1) 基于耦合物品相似性的协同过滤 [11]，其中，

耦合物品的相似性以耦合对象相似性(文献[39,40])的方

式建模，这里通过合并耦合物品属性的相似性并引入耦

合K-模式算法来预测评价。

(2) 基于耦合物品相似性的MF [27]，根据耦合对象

相似性(文献[39,40])来学习耦合物品的相似性，将这种

相似性加入到MF的目标函数中，以学习潜在的用户和

物品的关系矩阵。

(3) 基于耦合的用户/物品相似性的MF [10]，根据耦

合对象相似性(文献[39,40])学习耦合用户相似性与耦合物

品相似性，将两者的相似性纳入MF目标函数用以优化。

表1展示了文献[10]中关于耦合矩阵分解(CMF)与
两种CF方法的比较结果：基于用户的CF(UBCF，它首

先通过在评分矩阵Pearson相关计算用户的相似性，然

后根据这些用户建议的相关物品给定用户谁拥有强关

联)[16]和基于物品的CF(IBCF，它首先通过在评分矩阵

Pearson相关考虑物品相似，之后推荐与给定用户的物

品兴趣有强关联的物品)[19]。在CMF的潜在维度100上，

Movielens结果表明，CMF获得0.49 %和2.42 %w.r.t.的平

均绝对误差(MAE)和0.18 %和19.54 %w.r.t.的均方根误

差(RMSE)。
Bookcrossing结果表明，CMF获得33.02 %和31.03 % 

的平均绝对误差(MAE)，以及24.68 %和19.04 %的均方

根误差(RMSE)。这一结果表明，考虑到用户/物品的耦

合，CMF基本上击败了UBCF和IBCF方法。

CMF的上述结果表明，CMF采用了微观的用户/物
品来形成对特定推荐问题更全面的理解，从而弥补主

观评价的不足。因此，CMF拥有通用的和具体的建模

能力，而基本的MF只体现在通用方面。此外，文献

[10,11,27]中的结果(有兴趣的读者可以在文献[10,11,27]
中找到详细信息)显示，在推荐系统，耦合用户相似性

和耦合物品相似性的初步应用，揭示了通过考虑微观的

属性信息和关系可发掘出内在的用户和物品之间微观的

互动与影响。

事实上，如在文献[5]中所述，这样的耦合关系尚

未在经典CF和其他推荐算法中考虑，这些算法忽视了

物品属性、用户属性和物品、用户交互等的完整参与。

这就解释了为什么这样的算法对特定工作并不十分适

用，尽管它们提供了通用的并独立于具体应用的解决

方案。

表1 数据集Movielens、Bookcrossing的耦合矩阵分解和协同过滤结
果对比

Data set Metrics UBCF (Improve) IBCF (Improve) CMF

Movielens MAE 0.9027 (0.49%) 0.9220 (2.42%) 0.8978

RMSE 1.0022 (0.18%) 1.1958 (19.54%) 1.0004

Bookcrossing MAE 1.8064 (33.02%) 1.7865 (31.03%) 1.4762

RMSE 3.9847 (24.68%) 3.9283 (19.04%) 3.7379

CMF: coupled matrix factorization; CF: collaborative filtering; UBCF: 
user-based CF; IBCF: item-based CF; MAE: mean absolute error; RMSE: 
root mean square error.
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8. 展望

现阶段，基于推荐系统的研究正面临着重大挑战。

一方面，许多经典问题尚未得到解决；另一方面，重大

研究突破与系统创新越来越少。对所研究的推荐系统内

在的复杂性及其本质的深入了解显得越发重要。为此，

我们必须掌握微观数据的特征(特别是所推荐的用户之

间以及物品之间存在的复杂的耦合和异构关系)，进而

着眼于新一代非独立同分布推荐系统的研究。

基于以上观点，尽管推荐系统已有众多深入的研

究，但未来仍面临着各类重大挑战，并同时具有很多在

理论上突破的机遇。以下是对非独立同分布推荐系统研

究的五大基本原则的简单总结。

(1) 原则1。将微观和分层变量以及值到对象(value- 
to-object)的映射(如用户、物品、环境)的耦合关系整合

到基于模型的方法中，通过创建数据和模型驱动的推荐

系统获取合理的推荐。

(2) 原则2。抓取推荐模型中显式/隐式变量、关系

以及特定的异构性特征，以便应对推荐系统问题可能存

在的各个环节、各类特征以及复杂性。

(3) 原则3。针对用户、物品和用户–物品交互，对非

独立同分布性进行学习。除了对复杂交互的耦合学习[6]
之外，非独立同分布性的学习[5]还涉及多要素、类型、

形式、层次、结构、分布、关系及其协同(更多的相关

讨论请参考引用的文献[5,6,38])，而更具有挑战性的是

耦合与异构学习的融合。

(4) 原则4。对图2中的表(D)所示的用户–物品的非

独立同分布性的建模。表(D)所展示的非独立同分布性

尚未在相关的领域中得到研究。对表(D)中隐式且复杂

的用户-物品交互的学习十分重要，因为它们是评分行

为和偏好及其整个过程的主要动力。为此，我们必须学

习多个矩阵的耦合以及矩阵间耦合的层次性。

(5) 原则5。将图2中所有表格中的非独立同分布性

进行整合。这包括主观与客观的耦合以及显式与隐式的

耦合，四个表格中包含了这些耦合且表现形式是不同的。

第6部分提出的非独立同分布推荐系统框架在理论

和系统创新，解决现存典型难题，提供合理的、相关

的、个性化的以及可执行的推荐等方面都具有重大潜

力。此外，现有大部分的工作[41](包括对社会关系的

引入、跨域以及跨群组)只讨论了一些特定的案例或仅

仅解决了所述的非独立同分布推荐系统框架的某些特

殊的议题。

特别地，以下对非独立同分布推荐系统研究的一些

延伸与实例化的可能性展开讨论。

(1) 物品耦合关系建模。对物品内部以及物品间的

耦合关系进行建模，将它们的相似性整合到已有的学习

模型中，可以大幅提升基本模型的功能以满足物品间的

交互与关联挖掘的需求。

(2) 提高对用户的分析与建模的能力。现有模型往

往仅侧重某类用户信息或某方面的建模分析，如所谓的

用户本体分析、社交用户分析、隐式分析、显式分析、

基于CF的分析以及基于数据挖掘和机器学习应用的分

析等，在分析与建模过程中利用完整的用户信息[42,43]
可以有效地弥补现有模型的这些不足。 

(3) 社会关系建模。把用户耦合关系作为独立主题

(如用户好友关系或用户间的推特发布及转发)或多个主

题(如同时模拟用户好友关系和用户形象)进行建模，这

类在推荐系统的社交媒体中的社会关系的建模是我们所

提出的非独立同分布推荐系统的一个特例。事实上，针

对单个用户属性或多个用户属性的用户耦合关系的建模

可以提出许多不同算法。这里的主要区别在于不仅对用

户内在的属性耦合而且对用户之间关系属性的耦合关系

进行建模。

(4) 处理关注度偏差。在大量长尾物品中经常只有

一小部分的人气物品，这将引起数据稀疏和覆盖不足等

问题[44]。从非独立同分布的视角，对较有人气和冷门

(rare)的用户/商品的相似性进行建模，可以补充有效打

分信息的缺失。这就在现有数据降维和基于图数据传递

关系之上建立了一个新的视角来连接人气物品评分和冷

门商品评分。对此感兴趣的读者可以参考文献[45]，从

文档分析中关键词的间接联系可以得到有用的启发。

(5) 跨域推荐建模。跨域推荐用来向本域的用户推

荐另一个域的物品[46]。当关注物品的域信息(如品类和

子品类、产品类型和使用目的)时，对物品耦合性的学

习可被认为特指对跨域要素的学习。与用户耦合建模类

似，针对跨域物品耦合模型，不管是单个还是多个物品

的属性，可以提出多种不同的算法。物品内部以及物品

之间属性的相似性都需要进行学习。例如，文献[24,25]
就对跨域推荐进行了建模。部分相关工作用到了迁移学

习[46,47]，这些其实属于上文所述跨域建模的一些特殊

例子。当源和目标域具有差异性时，当前的迁移学习可

能并不有效。非独立同分布推荐则可以通过源和目标域

之间的非独立同分布性的建模发挥良好的作用。

(6) 群组推荐建模。这是通过用户分组建模对用户
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耦合性学习的另一个特殊例子。例如，文献[23]中所涉

及的工作即对群的偏好进行了建模。在文献[27]中提出

了基于群的矩阵分解算法(CGMF)，这种算法在考虑用

户组内组外耦合关系的同时，增加了社交媒体中的用户

分组以适应某类特定群组的特征。更为复杂的是，当一

个推荐问题涉及系统嵌套的现象时[48]，如何对跨组的

偏好和差异进行合理的建模。此时我们需要学习群之间

的非独立同分布性。

(7) 冷启动问题。这主要涉及预测新物品评分或向

新用户推荐现有物品[49–53]。需要解决长尾以及新的

用户/物品由于得到的反馈远低于(甚至没有)人气用户/
物品而无法进行准确建模的问题。根据非独立同分布推

荐的原则，这一问题可能通过对非独立同分布的用户和

(或)物品的相似性进行建模得到解决，依据这些相似性，

向新用户或新物品提供相应的推荐。

(8) 欺诈攻击问题。出于一些不正当的目的，会产

生许多虚假评分[54]。通过对用户和物品真正的非独立

同分布性的建模，以识别出与模型结果不一致、相偏离

的评分，虚假评分问题可能得到解决(感兴趣的读者可

以参考文献[55]中介绍的耦合孤立点检测方法)。
(9) 情境感知推荐。对情境推荐[56]的一般理解可以

被认为是在一定的用户/物品限制条件下进行推荐或者假

设，如表(B)和表(C)中所列在某个特定用户/物品集条件

下进行推荐，因此从非独立同分布用户/物品的视角对相

应的非独立同分布性进行建模，就可以有效解决此类问

题。此外，当等式(14)中的环境E不包含用户/物品信息

时，如当E代表推荐问题中可能涉及的季节、经济或社

会文化因素时，我们需要通过加入第五个表格(E)来获取

情境信息，以考虑环境和用户/物品之间的相互作用。对

于这种情况，推荐理论需要处理定义2中所列的目标。

(10) 面向推荐的人机交互。主要涉及：①对表(B)
中所列用户信息的高效全面的采集与应用；以及②将人

类定性的智慧作为计算/决策组件的一部分，与推荐系

统相融合。对图1中表(B)中用户非独立同分布性的学习

可以解决目标1。例如，基于用户对物品的偏好与观点

的建模是图2中表(D)所示用户–物品耦合学习的一个特

例，它仅着眼于对用户评论的理解。目标2涵盖了多方

面人类定性的智慧[48]，这些内容无法通过数据源直接

获取，但对高质量的推荐十分重要。许多跨学科的研究

机会可能涌现，如对人类感知、认知、心理和社会文

化等方面的认识，以及对人类智慧如何影响某个推荐

的采纳与作用的理解；对人类决策与选择的学习；对

人的个性与偏好的表达与了解；对信用和隐私及它们

在某个群组和群体场景下的推论的模拟；将真实的用

户需求与期望模型化；以及对个体或群组在推荐和决策

过程中涉及的情感、人际交往、经验、态度和动机等因

素进行建模[2]。本研究将导向基于人机交互的人机合

作式的或者以人为本的推荐系统[57]，并促进人类与机

器智能的融合[58]。
(11) 众包的推荐系统。这一系统涉及多角色，包

括任务/服务请求者、工作人员和供应商；而且是多目

标的[59,60] ：包括奖励、配送的成本效益、技能匹配、

总体任务完成率和累计佣金等。推荐可以在多目标的优

化过程中发挥作用。如果我们能获取不同用户的角色、

任务描述以及优化目标等信息，这一问题就可以被映射

为一个多视角问题：一个多类型用户信息表、一个任务

信息表以及一个优化目标表，分别可以对应为图1中的

表(A)~(C)。由此，本文所提出的非独立同分布推荐可

以应用于优化众包。

9. 结论 

在社交媒体、电子商务、移动服务以及广告等数据

经济与商业活动中，推荐系统扮演了日益重要的角色。

当前的推荐理论和系统主要建立在被推荐的物品和接收

推荐信息的用户呈现独立而且同分布的假设之上。本研

究分析了围绕独立同分布理论的若干问题，并基于对用

户与用户、物品与物品以及用户与物品之间的耦合性和

异构性的考量，将非独立同分布性引入推荐功能中来。

介绍了非独立同分布推荐框架用来整合显式与隐式、主

观与客观、本地与全局的非独立同分布性。这一非独立

同分布框架对现有推荐理论和系统提出了挑战，并将带

来重大的理论突破，同时大大激发了下一代推荐研究与

应用的创新机会。

非独立同分布性的学习是数据科学和大数据分析

领域的一个重大挑战。它提出了在遇到数据分析、信

息处理、统计、模式识别以及学习系统等领域的经典

理论和工具时所面临的一些关键问题。希望本研究对

非独立同分布推荐的一些探索，以及其他议题的讨论

有所启发，形成一个从独立同分布学习向非独立同分

布学习思维的转变，以期能为理论的突破与实践的提

升做出贡献。
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